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Wstep

Dla kogo jest ta ksigzka?

Ksigzki stanowigce wprowadzenie do uczenia maszynowego (Machine Learning, ML) zwy-
kle s3 ukierunkowane na pytania, co i jak robi¢. Nastepnie zawierajg objasnienia matema-
tycznych aspektow nowych metod opracowanych w laboratoriach badawczych sztucznej
inteligencji (AI) i instrukcje uzywania frameworkow Al do implementacji tych metod.
Natomiast w niniejszej ksigzce przedstawiono wynikajgce z doswiadczenia odpowiedzi
na pytanie ,dlaczego’, obejmujace wskazéwki i porady stosowane przez praktykéw ML
do rozwiazywania rzeczywistych problemoéw przy uzyciu uczenia maszynowego.

Zakladamy, ze Czytelnicy znaja podstawy uczenia maszynowego i przetwarzania da-
nych. Nie jest to podrecznik dla poczatkujgcych. Niniejsza ksigzka jest przeznaczona dla
naukowcdw danych, inzynieréw danych oraz inzynieréw uczenia maszynowego, kto-
rzy poszukujg kolejnych wskazéwek i porad na temat praktyki uczenia maszynowego.
Skatalogowali$my tu pomysly, z ktérych czes¢ (jako praktyk ML) mozesz juz znad, i na-
dali$my tym pomystom nazwy, aby mozna bylo $mialo po nie siggac.

Jesli jeste$ studentem informatyki i zamierzasz pracowa¢ w branzy, ksigzka pozwoli
uzupelni¢ wiedze i pomoze przygotowac sie do wejscia w §wiat profesjonalistéw. Dzieki
tej ksigzce nauczysz si¢ budowac systemy uczenia maszynowego wysokiej jakosci.

(zego nie ma w tej ksigzce

Ta ksigzka przeznaczona jest gléwnie dla inzynieréw ML w przedsigbiorstwach, a nie
naukowcdéw ML na uniwersytetach badz w branzowych laboratoriach badawczych.
Celowo nie omawiamy obszaréw aktywnych badan - znajdziesz tu bardzo mato infor-
macji np. o architekturze modeli uczenia maszynowego (np. koderach dwukierunkowych,
mechanizmie uwagi lub warstwach zwarciowych), poniewaz zakltadamy, ze Czytelnicy
bedg uzywac architektury przygotowanego wstepnie modelu (takiego jak ResNet-50 lub
GRUCell), a nie pisa¢ wlasny klasyfikator obrazéw czy rekurencyjna sie¢ neuronows.




Oto kilka konkretnych przyktadéw dziedzin, od ktérych celowo trzymalismy sie z dale-
ka, poniewaz uwazamy, ze te tematy bardziej nadajg si¢ jako tres¢ wyktadéw akademickich
i obszary zainteresowan badaczy ML:

Algorytmy uczenia maszynowego
Na przyktad nie opisujemy réznic migdzy lasami losowymi a sieciami neuronowymi.
Jest to opisane w licznych wprowadzajacych podrecznikach uczenia maszynowego.

Bloki konstrukcyjne
Nie opisujemy réznych typoéw optymalizatoréw spadku gradientu ani funkgcji aktywa-
cji. Zalecamy uzycie optymalizatora Adam i funkcji ReLU - z naszego doswiadczenia
wynika, ze potencjal poprawy wydajnosci wynikajacy z wyboru innych algorytmoéw
jest w praktyce niewielki.

Architektury modeli uczenia maszynowego
Czytelnikom zajmujgcym si¢ klasyfikacjg obrazéw zalecamy uzycie gotowego modelu,
takiego jak ResNet lub innego z ostatnio najpopularniejszych w czasie czytania tej
ksigzki. Zalecamy pozostawienie projektowania nowych modeli klasyfikacji obrazdw
lub modeli klasyfikacji tekstu badaczom, ktorzy specjalizujg si¢ w tym problemie.

Warstwy modelu
Nie znajdziesz w tej ksigzce konwolucyjnych ani rekurencyjnych sieci neuronowych.
Zostaly dwojako zdyskwalifikowane — po pierwsze, poniewaz sg blokami konstrukcyj-
nymi, a po drugie, poniewaz mozna uzy¢ gotowych produktow.

Niestandardowe petle uczenia
Proste wywolanie metody model. fit() w Keras spelnia potrzeby wszystkich praktykow.

W tej ksigzce sprobowalismy umiesci¢ tylko takie powszechne wzorce, ktére inzynierowie
uczenia maszynowego w przedsiebiorstwach bedg wykorzystywac¢ w codziennej pracy.

Jako analogie mozemy rozwazy¢ struktury danych. Cho¢ kurs uniwersytecki dotycza-
cy struktur danych bedzie wnika¢ w implementacje réznych struktur danych, a badacze
struktur danych beda musieli uczy¢ sig, jak formalnie przedstawia¢ wlasnosci matema-
tyczne, praktycy moga by¢ bardziej pragmatyczni. Deweloper oprogramowania w przed-
siebiorstwie potrzebuje wiedzie¢, jak wydajnie pracowaé z tablicami, listami, tablicami
asocjacyjnymi, zbiorami i drzewami. Podobnie jest w przypadku pragmatycznego prak-
tyka uczenia maszynowego, dla ktorego jest napisana ta ksigzka.

Przyktady kodu

Udostepniamy kod do uczenia maszynowego (czasami w Keras/TensorFlow, a kiedy in-
dziej w scikit-learn lub BigQuery ML) oraz przetwarzania danych (w SQL) jako spo-
sob przedstawienia praktycznej implementacji opisywanych technik. Caly kod, do kté-
rego odwolujemy si¢ w tej ksiazce, jest czescia naszego repozytorium GitHub (https://
github.com/GoogleCloudPlatform/ml-design-patterns), w ktérym mozna znalez¢ w pelni
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dzialajgce modele uczenia maszynowego. Stanowczo zachecamy do wyprébowania tych
przykladéw kodu.

Kod jest drugoplanowy wzgledem opisywanych koncepcji i technik. Naszym celem
bylo zachowanie poprawnosci przedstawionych tematow i zasad, bez wzgledu na (nie-
uniknione) zmiany w TensorFlow lub Keras. Z tatwo$cig mozemy wyobrazi¢ sobie uzu-
pelnienie repozytorium GitHub, aby na przyklad uwzgledni¢ inne frameworki uczenia
maszynowego przy zachowaniu niezmiennego tekstu ksigzki. Dlatego ksigzka powinna
by¢ réwnie pouczajaca, jesli gtéwnym framewokiem uczenia maszynowego jest PyTorch,
a nawet framework niezwigzany z jezykiem Python, taki jak H20.ai lub R. W istocie za-
checamy Czytelnikoéw do wspottworzenia repozytorium GitHub przez implementowanie
opisanych wzorcéw w ulubionym frameworku uczenia maszynowego.

W razie pytan technicznych lub problemdéw z uzywaniem przyktadéw kodu zachecamy
do wystania wiadomosci e-mail do bookquestions@oreilly.com.

Ta ksigzka powstala, aby poméc Czytelnikom wykonac swojg prace. W ogdlnosci, jesli
przyklad kodu jest udostepniony w tej ksigzce, Czytelnicy moga go uzywaé w swoich pro-
gramach i dokumentacji. Nie muszg kontaktowac si¢ z nami, aby uzyska¢ pozwolenie, o ile
nie powielaja znacznej czg¢sci kodu. Na przyktad napisanie programu korzystajacego z kil-
ku fragmentow kodu z tej ksigzki nie wymaga pozwolenia. Sprzedaz lub dystrybucja przy-
ktadow z ksigzek wydawnictwa O’Reilly wymaga pozwolenia. Odpowiedz na pytania z cy-
tatem z tej ksigzki i przykladowym kodem nie wymaga pozwolenia. Uwzglednienie znacz-
nej liczby przykladow kodu z tej ksigzki w dokumentacji produktu wymaga pozwolenia.

Doceniamy atrybucje, ale w ogdlnosci ich nie wymagamy. Atrybucja zwykle obejmuje
tytul, autora, wydawce i ISBN. Na przyktad: ,Machine Learning Design Patterns, Valliappa
Lakshmanan, Sara Robinson Michael Munn (O’Reilly). Copyright 2021 Valliappa
Lakshmanan, Sara Robinson i Michael Munn, 978-1-098-11578-4". Jesli uwazasz, ze uzy-
cie przyktadéw kodu wykracza poza dozwolone uzycie lub pozwolenie podane powyzej,
zachecamy do kontaktu z nami pod adresem permissions@oreilly.com.

Konwencje uzyte w tej ksigzce
W tej ksigzce uzyto nastepujacych konwencji typograficznych:

Kursywa
Oznacza nowe terminy, adresy URL, adresy e-mail, nazwy plikow i rozszerzenia plikow.

Stata szerokos¢
Stosowana w listingach programow, a takze wewnatrz akapitow w celu odwotywania
sie do elementéw programu, takich jak nazwy zmiennych lub funkgcji, bazy danych,
typy danych, zmienne srodowiskowe, instrukcje i stowa kluczowe.

Stata szerokos¢ z pogrubieniem
Przedstawia polecenia i inne teksty, ktére powinny by¢ wpisane dostownie przez
uzytkownika.
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Stata szeroko$¢ z kursywa
Przedstawia tekst, ktéry powinien by¢ zastapiony przez wartosci podawane przez uzyt-
kownika lub warto$ci wynikajgce z kontekstu, a takze komentarze w przykladach kodu.

Ten element oznacza wskazéwke lub sugestie.

Ten element oznacza uwage ogdlna.

Ten element wskazuje ostrzezenie lub przestroge.

Platforma szkoleniowa 0’Reilly online

Przez ponad 40 lat wydawnictwo O’Reilly Media dostarcza szkolenia technologiczne i bi-
znesowe, wiedze oraz spostrzezenia, ktére pomagaja firmom osiagac sukces.

Nasza unikalna sie¢ ekspertdw i innowatordw dzieli si¢ wiedza i umiejetno$ciami
w ksigzkach, artykulach i na naszej platformie szkoleniowej online. Platforma szkoleniowa
O'Reilly online daje Czytelnikom na Zadanie dostep do szkolen na zywo, glebokich $ciezek
szkoleniowych, interaktywnych $rodowisk programistycznych oraz obszernej kolekcji
tekstu i wideo z wydawnictwa O’Reilly i ponad 200 innych wydawnictw. Aby uzyskaé
wigcej informacji, odwiedz witryne http://oreilly.com.

Jak sie z nami skontaktowac

Zachecamy do przesylania komentarzy i pytan dotyczacych niniejszej ksigzki do wydawcy:
O’Reilly Media, Inc.
1005 Gravenstein Highway North
Sebastopol, CA 95472
800-998-9938 (w USA lub Kanadzie)
707-829-0515 (miedzynarodowo lub lokalnie)
707-829-0104 (faks)
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Przygotowalismy strone internetowg dla tej ksigzki, na ktérej umieszczamy errate, przy-
ktady i dowolne dodatkowe informacje. Dostep do tej strony mozna uzyskac pod adresem
https://oreil.ly/MLDP.

Wyslij e-mail na adres bookquestions@oreilly.com, aby skomentowac lub zada¢ pytania
techniczne dotyczace tej ksigzki.

Aby pozna¢ wiadomosci i informacje o naszych ksigzkach i kursach, odwiedz http://
oreilly.com.

Znajdz nas na Facebooku: http://facebook.com/oreilly

Sledz nas na Twitterze: http://twitter.com/oreillymedia

Ogladaj nas na YouTube: http://youtube.com/oreillymedia

Podziekowania

Ksigzka taka jak ta nie mogtaby powsta¢ bez wspanialomyslnosci wielu pracownikow
Google, szczegdlnie naszych kolegow z zespotow Cloud AI, Solution Engineering,
Professional Services oraz Developer Relations. Jestesmy im wdzigczni za zgode na ob-
serwowanie, analizowanie i zadawanie pytan dotyczacych rozwigzan trudnych proble-
mow, ktore napotykali podczas uczenia i poprawiania modeli uczenia maszynowego oraz
operowania nimi. Dziekujemy naszym menedzerom, ktérymi s Karl Weinmeister, Steve
Cellini, Hamidou Dia, Abdul Razack, Chris Hallenbeck, Patrick Cole, Louise Byrne oraz
Rochana Golani, za sprzyjanie duchowi otwartosci w Google, co dato nam swobode ska-
talogowania wzorcéw i opublikowania ksigzki.

Salem Haykal, Benoit Dherin i Khalid Salama przejrzeli kazdy wzorzec i kazdy rozdzial.
Sal wskazal na niuanse, ktére pominglismy, Benoit zawezil nasze twierdzenia, a Khalid
wskazal nam odpowiednie badania. Ta ksigzka nie bylaby réwnie dobra bez Waszego
wktadu. Dziekujemy! Amy Unruh, Rajesh Thallam, Robbie Haertel, Zhitao Li, Anusha
Ramesh, Ming Fang, Parker Barnes, Andrew Zaldivar, James Wexler, Andrew Sellergren
oraz David Kanter przejrzeli czesci tej ksigzki, ktore dotycza obszaréw ich wiedzy i do-
konali wielu sugestii dotyczgcych wpltywu krdétkoterminowego harmonogramu na nasze
zalecenia. Nitin Aggarwal i Matthew Yeager rzucili czytelniczym okiem na rekopis i po-
prawili jego przejrzystos¢. Na specjalne podziekowania zastuzyt Rajesh Thallam za proto-
typowanie projektu ostatniego rysunku w rozdziale 8. Odpowiedzialno$¢ za ewentualne
bledy bierzemy oczywiscie na siebie.

O’Reilly jest wydawcg wybieranym dla ksigzek technicznych, a profesjonalizm naszego
zespotu to uzasadnia. Rebecca Novak przeprowadzila nas przez skladanie fascynujacego
konspektu, Kristen Brown w opanowany sposdb zarzadzata calym wytwarzaniem tresci,
Corbin Collins na kazdym etapie udzielal nam pomocnych wskazéwek, praca z Elizabeth
Kelly podczas produkcji byla przyjemnoscia, a Charles Roumeliotis rzucit czujnym okiem
podczas korekty. Dziekujemy Wam wszystkim za pomoc!

Michael: Dziekuje rodzicom za to, ze zawsze we mnie wierzyli i zachecali do rozwijania
zainteresowan, zardwno akademickich, jak i innych. Bedziecie w stanie doceni¢ tak samo
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jak ja dyskretne wsparcie. Phil, dzigkuje Ci za cierpliwe znoszenie mojego harmonogramu,
ktéry byt nie do zniesienia, gdy pracowalem nad tg ksigzka. Teraz czas si¢ wyspac.

Sara: Jon - jestes gléwnym powodem istnienia tej ksigzki. Dziekuje za zach¢canie mnie
do jej napisania, za nieustanne roz§mieszanie, docenianie mojego bzika oraz za wierzenie
we mnie, szczegélnie, kiedy watpitam. Moim rodzicom dziekuje za to, ze jestescie moimi
najwiekszymi fanami od pierwszego dnia i popierali$cie moje zamitlowanie do technologii
i pisania, od kiedy siggam pamigcia. Ally, Katie, Randi i Sophie - dziekuje za to, Ze jeste-
$cie stalym zrédlem $wiatta i rado$ci w tych niepewnych czasach.

Lak: Zabratem si¢ za te ksigzke z mysla, ze bede nad nig pracowa¢, czekajac na lotni-
skach. COVID-19 sprawil, ze wigkszos¢ pracy wykonalem w domu. Abirami, Sidharth
i Sarada dziekuje Wam za wyrozumiato$¢, gdy zamykalem sie, aby znowu pisa¢. Teraz
czas na wigcej wycieczek w weekendy!

Wszyscy troje przekazali$my 100% honorarium z tej ksigzki dla organizacji Girls Who
Code (https://girlswhocode.com), ktorej misja jest zwigkszenie liczby przysztych kobiet-
-inzynieréw. Réznorodnos¢, rownos$¢ i integracja s szczegélnie wazne w uczeniu maszy-
nowym, aby zapewni¢, ze modele sztucznej inteligencji nie bedg utrwalaly istniejgcych
nieréwnosci w spoleczenstwie.
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Rozdziat 1

Lapotrzebowanie na wzorce
projektowe uczenia maszynowego

Wzorce projektowe w inzynierii okreslaja najlepsze praktyki i rozwigzania powszechnie
wystepujacych problemow. Kodyfikujg wiedze i doswiadczenie ekspertéw w postaci rad,
z ktorych moga korzysta¢ wszyscy praktycy. Niniejsza ksigzka jest katalogiem wzorcow
uczenia maszynowego, ktére zaobserwowali§my pracujgc z setkami zespoléw zajmujacych
si¢ uczeniem maszynowym.

Co to sg wzorce projektowe?

Idea wzorcéw oraz katalogowania wyprébowanych wzorcéow zostata wprowadzona
w dziedzinie architektury przez Christophera Alexandra i pigciu wspdtautorow w bardzo
wplywowej ksigzce zatytutowanej Jezyk wzorcéw (Oxford University Press, 1977). Ksigzka
ta zawiera katalog 253 wzorcéw przedstawionych w nastepujacy sposob:

Kazdy wzorzec opisuje pewien problem, ktory stale pojawia si¢ w naszym oto-
czeniu. Wskazuje nastepnie istote rozwigzania tego problemu w taki sposob,
abys mogl korzystaé z owego rozwiazania wielokrotnie, nigdy nie powtarzajac
dziatania.

Kazde rozwigzanie jest tak sformulowane, ze podaje istotne pole relacji, nie-
zbedne do rozwigzania problemu. Jednak relacje te s3 opisane na tyle ogdlnie
i abstrakcyjnie, aby$ mogt rozwigza¢ dany problem dla siebie, na swdj sposdb,
zgodnie z wlasnymi upodobaniami oraz lokalnymi warunkami w miejscu,
w ktérym to robisz.

Na przyktad para wzorcéw uwzgledniajacych ludzkie preferencje przy projektowaniu
domu to Swiatto z dwéch stron w kazdym pokoju oraz Dwumetrowy balkon. Pomysl




o ulubionym pokoju w swoim mieszkaniu oraz najmniej lubianym. Czy ulubiony pokoéj
ma okna na dwdch $cianach? A co z najmniej lubianym pokojem? Zdaniem Alexandra:

W pokojach, w ktorych naturalne $wiatto pada z dwéch stron, nie jest ono tak
jaskrawe i w mniejszym stopniu wystepuja ol$nienia, gdy patrzymy na ludzi
i przedmioty. Pozwala to na bardziej precyzyjne ogladanie tego, co si¢ znajduje
W pomieszczeniu, a co wazniejsze, umozliwia rowniez dokladne odczytanie nie-
znacznych ruchéw rak czy tez przelotnych zmian wyrazu twarzy...

Nazwanie tego wzorca oszczedzilo architektom koniecznosci statego ponownego odkry-
wania tej zasady. Jednak to, gdzie i w jaki sposdb uzyskamy dwa zrédia $wiatta w konkret-
nych warunkach lokalowych, zalezy od umiejetnosci architekta. Podobnie, jaka powinna
by¢ wielkos¢ projektowanego balkonu? Alexander zaleca 6 stép (okoto 2 m) razy 6 stép
za wystarczajacy dla 2 (niedobranych!) krzesel i matego stolika, a 12 stop razy 12 stop,
jesli chcemy mie¢ zaréwno zacienione miejsce siedzenia, jak i miejsce siedzenia w stoncu.

Erich Gamma, Richard Helm, Ralph Johnson i John Vlissides' przenieéli te idee
do oprogramowania i skatalogowali 23 zorientowane obiektowo wzorce projektowe w wy-
danej w 1994 roku ksiazce Wzorce projektowe. Elementy oprogramowania obiektowego
wielokrotnego uzytku (Addison-Wesley, 1995, wyd. polskie Helion, 2010). Ich katalog
obejmuje wzorce, takie jak Proxy, Singleton i Dekorator, aby wymienic¢ tylko te najwaz-
niejsze. Wywart trwaly wpltyw na dziedzine programowania zorientowanego obiektowo.
W roku 2005 stowarzyszenie Association of Computing Machinery (ACM) nagrodzilo
autoréw doroczng nagrodg Programming Languages Achievement Award, uznajac wptyw
ich pracy ,na praktyke programowania i projektowanie jezykéw programowania”

Konstruowanie produkcyjnych modeli uczenia maszynowego coraz bardziej staje sie
dziedzing inzynierii, wykorzystujaca metody uczenia maszynowego, ktérych poprawnos¢
zostala dowiedziona w badaniach naukowych, w celu zastosowania ich do problemoéw
biznesowych. Poniewaz uczenie maszynowe coraz bardziej nalezy do gtéwnego nurtu in-
formatyki, wazne jest, aby praktycy korzystali z wyprobowanych i udowodnionych metod
rozwigzywania powtarzalnych problemdw.

Nasza praca w czgéci Google Cloud bezposrednio obstugujacej klientéw ma te zalete,
ze zapewnia kontakt z r6znorodnymi zespolami i indywidualnymi deweloperami zajmu-
jacymi sie uczeniem maszynowym i naukg o danych z calego $§wiata. W tym samym czasie
kazde z nas blisko wspolpracuje z wewnetrznymi zespolami Google rozwigzujacymi no-
watorskie problemy uczenia maszynowego. Ponadto mieli$my szczedcie pracowac z zespo-
tami TensorFlow, Keras, BigQuery ML, TPU oraz Cloud AI Platform, ktére doprowadzity
do demokratyzacji badan i udostgpniania infrastruktury uczenia maszynowego. Wszystko
to dato nam raczej unikalng perspektywe, z jakiej katalogowalismy zaobserwowane naj-
lepsze rozwigzania realizowane przez te zespoly.

Niniejsza ksigzka jest katalogiem wzorcow projektowych, czyli powtarzalnych roz-
wigzan probleméw wystepujacych powszechnie w inzynierii ML. Na przyktad wzorzec

1 Ten zespot autordéw czesto okreslany jest mianem ,Gang of Four” (Gang czterech).
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Przeksztalcenie (rozdzial 6) wymusza rozdzielenie danych wejsciowych, cech i przeksztal-
cen oraz sprawia, ze przeksztalcenia sg trwale, co ma na celu uproszczenie przenosze-
nia modelu ML do produkgji. Podobnie Predykcje z kluczami, omawiane w rozdziale 5,
s3 wzorcem, ktéry umozliwia dystrybucje na duzg skale predykcji realizowanych partiami,
takich jak modele rekomendaciji.

Dla kazdego wzorca opisujemy odpowiedni, powszechnie wystepujacy problem, a na-
stepnie przechodzimy przez réznorodne potencjalne rozwigzania problemu, kompromisy
tych rozwigzan oraz rekomendacje wyboru miedzy tymi rozwigzaniami. Kod implementa-
cji dla tych rozwigzan jest podany w SQL (przydatny podczas przeprowadzania wstepnego
przetwarzania danych i innych operacji ETL w Spark SQL, BigQuery itp.), scikit-learn
oraz/lub Keras z zapleczem TensorFlow.

Jak uzywac tej ksigzki

To jest katalog wzorcéw zaobserwowanych w praktyce, wéréd wielu zespotéw. W niekto-
rych przypadkach lezace u podstaw koncepcje byly znane od wielu lat. Nie przypisujemy
sobie wynalezienia ani odkrycia tych wzorcéw. Zamiast tego mamy nadzieje przedstawic¢
wspdlny ukiad odniesienia i zbiér narzedzi dla praktykéw ML. Osiagniemy sukces, jesli
dzigki tej ksigzce zespoly zyskaja stownictwo do omawiania koncepcji, ktére juz intuicyj-
nie wcielaja w projektach ML.

Nie oczekujemy, ze ta ksigzka bedzie czytana po kolei (chociaz jest to mozliwe). Zamiast
tego zakladamy, ze bedzie przegladana, a niektdre fragmenty bedg czytane dokladniej niz
pozostale. Czytelnicy beda odwolywac sie do tych pomystéw w rozmowach z kolegami
i wraca¢ z powrotem do ksigzki, kiedy napotkajg problemy, o ktérych przypomng sobie,
ze juz czytali. Osobom planujgcym czytaé fragmentami, zalecamy rozpoczecie od rozdzia-
Iéw 11 8 przed zaglebieniem si¢ w poszczegdlne wzorce.

Kazdy wzorzec zawiera krotka definicje, kanoniczne rozwigzanie, wyjasnienie, dlaczego
to rozwigzanie dziala, a takze wieloczesciowa dyskusje o kompromisach i alternatywach.
Zalecamy przeczytanie punktu dyskusji z myslg o rozwigzaniu kanonicznym, dla poréwnania
i kontrastu. Opis wzorca bedzie zawiera¢ fragmenty kodu pochodzace z implementacji rozwig-
zania kanonicznego. Pefen kod znajduje si¢ w naszym repozytorium GitHub?. Zdecydowanie
zachgcamy do uwaznego zapoznania si¢ z kodem podczas czytania opisu wzorca.

Terminologia uczenia maszynowego

Poniewaz praktycy uczenia maszynowego zazwyczaj wywodzg si¢ z innej dziedziny gtéw-
nej specjalizacji — takiej jak inzynieria oprogramowania, analiza danych, DevOps lub
statystyka — mogg wystepowac¢ drobne rdznice w sposobie uzywania pewnych terminéw
przez rézne osoby. W tym punkcie definiujemy terminologie uzywang w catej ksiagzce.

2 https://github.com/GoogleCloudPlatform/mldesign-patterns
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Modele i frameworki

Uczenie maszynowe w istocie jest procesem budowania modeli, ktore uczg sie na pod-
stawie danych. Jest to przeciwne do tradycyjnego programowania, w ktérym méwimy
programom, jak maja dziala¢. Modele uczenia maszynowego sg algorytmami, ktore ucza
sie wzorcow na podstawie danych. Aby zilustrowac ten punkt widzenia, wyobraz so-
bie, ze mamy firme¢ przeprowadzkows, ktéra chce oszacowac koszty dla potencjalnych
klientow. W tradycyjnym programowaniu moglibysmy to rozwiazac taka instrukcja
warunkowg:

if num_bedrooms == 2 and num_bathrooms ==
estimate = 1500

elif num_bedrooms == 3 and sq_ft > 2000:
estimate = 2500

Mozna sobie wyobrazi¢, jak szybko to by sie skomplikowalo, gdy dodawalibysmy wiecej
zmiennych (liczbe duzych mebli, ilo§¢ ubran, delikatne przedmioty itp.) i sprobowaliby-
$my obstuzy¢ skrajne przypadki. Co wazniejsze, pytanie klientow z gory o te wszystkie
informacje moze spowodowac, ze zrezygnuja z procesu szacowania, a w konsekwencji
z uslug naszej firmy. Zamiast tego mozemy wytrenowa¢ model uczenia maszynowego,
aby szacowal koszty przeprowadzki na podstawie danych z poprzednich gospodarstw
domowych przeprowadzanych przez nasza firme.

W tej ksigzce w przykladach uzywamy gtéwnie modeli skierowanych (jednokierun-
kowych) sieci neuronowych, ale odwolujemy sie takze do modeli regresji liniowej, drzew
decyzyjnych, modeli klastrowania i innych. Skierowane sieci neuronowe, ktore bedziemy
zwykle nazywac krocej sieciami neuronowymi to typ algorytmu uczenia maszynowego,
gdzie wiele warstw, kazda z wieloma neuronami, analizuje i przetwarza informacje, a na-
stepnie wysyla te informacje do nastepnej warstwy, co w efekcie daje koricowg warstwe,
ktéra wytwarza predykcje jako wyjscie. Chociaz nie s3 w Zaden sposob identyczne, sieci
neuronowe s3 czesto poréownywane do neuronéw w naszym mozgu z powodu tacznosci
miedzy wezlami i sposobu, jak generalizujg i formutujg nowe predykcje na podstawie prze-
twarzanych danych. Sieci neuronowe z wiecej niz jedng warstwg ukrytg (warstwami innymi
niz wejsciowa i wyjsciowa) sg klasyfikowane jako uczenie glebokie (patrz rysunek 1-1).

Modele uczenia maszynowego, bez wzgledu na ich wizualne przedstawienie, sg funk-
cjami matematycznymi, a zatem moga by¢ implementowane od podstaw przy uzyciu pa-
kietu oprogramowania numerycznego. Jednak inzynierowie ML w branzy majg tendencje
do uzywania jednego z wielu frameworkow uczenia maszynowego zaprojektowany, aby
zapewniad intuicyjne API do konstruowania modeli. W wigkszosci naszych przyktadéw
wykorzystujemy TensorFlow, framework uczenia maszynowego open source utworzo-
ny przez Google i zorientowany na modele uczenia glebokiego. Wewnatrz biblioteki
TensorFlow bedziemy w naszych przykladach uzywacd interfejsu API Keras, ktéry mo-
zemy zaimportowac za pomocg tensorflow.keras. Keras jest interfejsem API wysokiego
poziomu do konstruowania sieci neuronowych. Chociaz Keras obstuguje wiele zapleczy,
bedziemy uzywac jego zaplecza TensorFlow. W innych przykladach bedziemy uzywac
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scikit-learn, XGBoost oraz PyTorch, ktdére sa innymi popularnymi frameworkami open
source, udostepniajacymi narzedzia do przygotowywania danych, wraz z interfejsami
API do konstruowania modeli liniowych i glebokich. Uczenie maszynowe staje si¢ coraz
bardziej dostepne, a jednym z ekscytujgcych postepow jest dostepnos¢ modeli uczenia
maszynowego, ktére moga by¢ wyrazane w jezyku SQL. Jako takiego przykiadu bedziemy
uzywac BigQuery ML, szczegdlnie w sytuacjach, gdzie chcemy polaczy¢ wstepne przetwa-
rzanie danych i tworzenie modelu.

Uczenie

maszynowe

——

Nadzorowane
uczenie
maszynowe
—
( Y4 ) e
Maszyny , » Nienadzorowane
wektorow Drzewa decyzyjne Sieci neuronowe uczenie
nosnych maszynowe
. J L J
( N[ ) ( AY 4 )
Rekurencyjne Konwolucyjne . ilelacanie Redukcja
sied sieci neuronowe Klastrowanie regut wymiaréw
neuronowe asogjacyjnych y
. s L J . J L J
) ( N[ )
Geste sieci v Klastrowanie
. e Sieci liniowe DBSCAN i
J . J L J
( )
Analiza
gtdwnych Isomap
sktadowych
. J

Rysunek 1-1 Podzial réznych typow uczenia maszynowego z kilkoma przyktadami kaz-
dego z nich. Zauwaz, Ze chociaz nie zostato to uwzglednione na tym diagra-
mie, sieci neuronowe, takie jak autokodery, mogg by¢ uzywane do uczenia
nienadzorowanego.

Odwrotnie, sieci neuronowe zawierajace tylko warstwe wejsciowg i wyjsciowa sg innym pod-
zbiorem uczenia maszynowego, nazywanym modelami liniowymi. Modele liniowe reprezen-
tuja wzorce, ktorych nauczyly sie na podstawie danych przy uzyciu funkcji liniowej. Drzewa
decyzyjne to modele uczenia maszynowego, ktére uzywaja danych do tworzenia podzbioru
$ciezek z réznymi odgalezieniami. Te odgalezienia przyblizaja rezultaty réznych wynikéw
na podstawie danych. W koncu modele klastrowania szukaja podobienstw miedzy pod-
zbiorami danych i uzywaja tych rozpoznanych wzorcéw do grupowania danych w klastry.
Problemy uczenia maszynowego (patrz rysunek 1-1) mozna podzieli¢ na dwa rodza-
je: uczenie nadzorowane i nienadzorowane. Uczenie nadzorowane definiuje problemy,
w ktorych z géry znamy etykiete prawdy empirycznej dla danych. Na przyklad moze
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to obejmowac etykietowanie obrazu jako ,kot” lub etykietowanie masy urodzeniowej
dziecka jako 2.3 kg. Zasilamy swdj model tymi zaetykietowanym danymi w nadziei,
ze moze nauczy¢ si¢ wystarczajaco, aby etykietowa¢ nowe przyklady. Przy uczeniu nie-
nadzorowanym nie znamy z gory etykiet dla danych, a celem jest zbudowanie modelu,
ktéry moze znalez¢ naturalne skupienia danych (nazywane klastrowaniem), skompreso-
wac tre$¢ informacji (redukcja liczby wymiaréw) lub znalez¢ reguly asocjacyjne. Wiekszos¢
tej ksigzki skupia si¢ na uczeniu nadzorowanym, poniewaz wigkszos¢ modeli uczenia
maszynowego uzywanych w produkgji jest nadzorowanych. W uczeniu nadzorowanym
problemy moga typowo by¢ definiowane jako klasyfikacja lub regresja. Modele klasyfikacji
przypisuja danym wejsciowym etykiete (lub etykiety) z dyskretnego, predefiniowanego
zbioru kategorii. Przykladami problemoéw klasyfikacyjnych sa m.in., wyznaczanie rasy
zwierzecia na podstawie zdjecia, tagowanie dokumentu lub przewidywanie, czy transakcja
jest nieuczciwa. Modele regresji przypisuja ciagle, numeryczne wartoéci do danych wej-
sciowych. Przykladami modeli regresji sa m.in. przewidywanie czasu trwania wycieczki
rowerowej, przyszlego dochodu firmy lub ceny produktu.

Inzynieria danych i cech

Dane s3 sercem dowolnego problemu uczenia maszynowego. Kiedy méwimy o zbiorach
danych, odwolujemy si¢ do danych uzywanych do trenowania, walidacji i testowania mo-
delu uczenia maszynowego. Ogrom danych bedzie danymi uczgcymi: danymi zasilajagcymi
model podczas procesu trenowania. Dane walidacyjne to dane, ktére pochodza ze zbioru
uczacego i stuza do oceny dzialania modelu po kazdej epoce uczenia (czyli przejsciu przez
dane uczace). Na podstawie dzialania modelu na danych walidacyjnych podejmowane
s3 decyzje, kiedy skonczy¢ przebieg trenowania i jak dobrac hiperparametry, czyli np. liczbe
drzew w modelu lasu losowego. Dane testowe to dane, ktérych nie uzywamy wcale w pro-
cesie uczenia i stuza do oceny dzialania wytrenowanego modelu. Raporty wydajnosci mo-
delu uczenia maszynowego musza by¢ obliczone na niezaleznych danych testowych, a nie
zbiorach uczacych ani walidacyjnych. Wazne jest takze, Ze dane s3 dzielone w taki sposdb,
ze trzy zbiory danych (uczacy, testowy, walidacyjny) majg podobne wlasnosci statystyczne.

Dane uzywane do uczenia modelu mogg mie¢ wiele form w zaleznosci od typu mo-
delu. Definiujemy dane strukturalne jako dane numeryczne i kategorialne. Dane nume-
ryczne zawierajg warto$ci w postaci liczb catkowitych i zmiennoprzecinkowych, a dane
kategorialne zawieraja dane, ktére mozna podzieli¢ na skonczong liczbe grup, takie jak
typ samochodu lub poziom edukacji. Mozna takze mysle¢ o danych strukturalnych jako
o danych, ktére mozna powszechnie znalez¢ w arkuszu kalkulacyjnym. W tej ksigzce
bedziemy uzywac terminu dane tabelaryczne wymienne z terminem dane strukturalne.
Dane niestrukturalne obejmujg natomiast dane, ktérych nie mozemy reprezentowac tak
wygodnie. Typowo obejmujg one dowolne teksty, obrazy, wideo i audio.

Dane numeryczne moga by¢ czesto przekazywane bezposrednio do modelu uczenia
maszynowego, a inne dane wymagaja réznorodnego wstgpnego przetwarzania danych,
zanim beda gotowe do wystania do modelu. Ten etap wstepnego przetwarzania danych
zawiera typowo skalowanie wartosci liczbowych lub konwersje danych nienumerycznych
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na format liczbowy, ktory model moze zrozumie¢. Innym terminem dla wstepnego prze-
twarzania danych jest inZynieria cech. Tych dwdch terminéw bedziemy wymiennie uzy-
wac w tej ksigzce.

Istniejg dwa roznie terminy stuzgce do opisania danych, ktére przechodza przez proces
inzynierii cech. Wejscie opisuje pojedyncza kolumne w zbiorze danych, zanim zostanie
przetworzona, a cecha opisuje pojedyncza kolumne po jej przetworzeniu. Na przyktad
sygnatura czasowa bylaby wejsciem, a cechg bytby dzien tygodnia. Aby konwertowa¢ dane
sygnatury czasowej na dzien tygodnia, potrzebujemy pewnego przetworzenia danych. Ten
krok przetwarzania moze by¢ nazywany takze przeksztatcaniem danych.

Wystgpienie to element, ktory chcemy wysta¢ do modelu w celu predykeji. Wystapienie
moze by¢ wierszem w zbiorze testowym (bez kolumny etykiet), obrazem, ktéry chcemy
sklasyfikowa¢, lub dokumentem tekstowym wysytanym do modelu analizy sentymentu.
Na podstawie zbioru cech dotyczacych wystgpienia model oblicza prognozowang warto$c.
W tym celu model jest trenowany na przyktadach uczgcych, ktére kojarza wystapienie
z etykietq. Przyktad uczgcy oznacza pojedyncze wystapienie (wiersz) danych ze zbioru
danych, ktéry bedzie przekazywany do modelu. Dla przypadku uzycia opierajgcym sie
na sygnaturze czasowej, pelen przyklad uczacy moze zawiera¢: , dzien tygodnia’, ,,miasto”
oraz ,,typ samochodu”. Etykieta to kolumna wyj$ciowa w zbiorze danych - element pro-
gnozowany przez model. Etykieta moze odwotywacé si¢ zaréwno do kolumny docelowej
w zbiorze danych (nazywanej takze etykietqg prawdy empirycznej), jak i do danych wyj-
sciowych modelu (nazywanych takze predykcjg). Etykieta probki dla przykladu uczacego
nakreslonego powyzej mogtoby by¢ ,,czas trwania wycieczki” — w tym przypadku liczba
zmiennoprzecinkowa oznaczajgca minuty.

Po skompletowaniu zbioru danych i wyznaczeniu cech dla modelu nastepuje walidacja
danych, czyli proces obliczania statystyk dotyczacych danych, interpretacja schematu oraz
ocena zbioru danych w celu rozpoznania probleméw, takich jak dryfowanie i sko$nos¢
zbioru uczgcego. Ocena réznych statystyk moze pomoc w zapewnieniu, ze zbior danych
zawiera zrdwnowazong reprezentacje kazdej cechy. W przypadkach, gdzie nie jest mozliwe
zebranie wiekszej liczby danych, interpretacje zréwnowazenia danych moze pomoc za-
projektowac model, ktory bierze to pod uwage. Interpretacja schematu obejmuje definicje
typu danych dla kazdej cechy i rozpoznanie przykladéw uczacych, gdzie pewne wartosci
mogg by¢ nieprawidlowe lub brakujace. W koncu walidacje danych moga rozpoznac nie-
spojnosci, ktore moga wptywaé na jakos¢ zbiorow uczacego i testowego. Przykladem moze
by¢ sytuacja, gdy wigkszos$¢ danych zbioru uczacego zawiera prébki dla dni roboczych,
a zbiodr testowy zawiera gldwnie przyklady z weekendu.

Proces uczenia maszynoweqo

Pierwszym krokiem w typowym przeplywie pracy uczenia maszynowego jest trenowa-
nie — proces przekazywania danych uczacych do modelu, aby mégt uczy¢ sie¢ w celu roz-
poznawania wzorcow. Po uczeniu nastepnym krokiem procesu jest testowanie, jak model
dziala na danych spoza zbioru uczgcego. Jest to nazywane ewaluacjg modelu. Mozemy
uruchamia¢ trenowanie i ewaluacje wiele razy, dokonujac dodatkowej inzynierii cech

Terminologia uczenia maszynowego | 7



i dopracowujac architekture modelu. Kiedy jestesmy zadowoleni z dziatania modelu pod-
czas ewaluacji, bedziemy chcie¢ serwowaé model, aby inni mogli uzyskiwac od niego
dostep w celu dokonywania predykcji. Uzywamy terminu serwowanie, aby oznaczy¢ przyj-
mowanie przychodzacych zadan i wysylanie z powrotem predykeji poprzez wdrozenie
modelu jako mikroustugi. Infrastruktura serwowania moze znajdowac si¢ w chmurze,
w lokalnym centrum danych lub na urzadzeniu.

Proces wysylania nowych danych do modelu i wykorzystywania jego danych wyjscio-
wych jest nazywane predykcjg. Moze to dotyczy¢ zaréwno generowania predykcji z modeli
lokalnych, ktére nie byly jeszcze wdrozone, jak i uzyskiwanie predykeji z modeli wdrozo-
nych. W przypadku modeli wdrozonych bedziemy si¢ odwotywac zaréwno do predykeji
online, jak i predykcji partiami. Predykcja online jest uzywana, gdy chcemy otrzymac
predykcje dla niewielu przykladéw w czasie niemal rzeczywistym. W przypadku predykcji
online nacisk jest potozony na niskie opdznienie. Predykcja partiami natomiast odwotuje
sie do generowania predykeji na duzym zbiorze danych w trybie offline. Zadania predyk-
cji partiami trwajg dluzej niz predykcja online i sg przydatne do wstepnego obliczania
predykcji (np. w systemach rekomendacji) oraz w analizie predykcji modelu na duzej
probie nowych danych.

Stowo predykcja jest trafne, gdy chodzi o przewidywanie przyszlych wartosci, takich
jak przewidywanie czasu trwania wycieczki rowerowej lub przewidywanie, czy koszyk
sklepowy zostanie porzucony. Jest ono mniej intuicyjne w przypadku modeli klasyfikacji
obrazu i tekstu. Jesli model ML na podstawie recenzji teksu daje na wyjsciu informacje,
ze sentyment jest pozytywny, nie jest to w rzeczywistosci ,,predykcja’ (nie ma zadne-
go przyszlego wyniku). Stad bedziemy uzywac takze stowa wnioskowanie w odniesieniu
do predykgji. Jest tutaj wykorzystany statystyczny termin wnioskowanie, chociaz nie ozna-
cza faktycznego rozumowania.

Proces zbierania danych, inZynieria cech, trenowanie i ewaluacja modelu s3 czgsto ob-
stugiwane oddzielnie od potoku produkcyjnego. W takim przypadku bedziemy ponownie
ewaluowacd rozwigzanie za kazdym razem, gdy zdecydujemy, Ze mamy wystarczajaco duzo
dodatkowych danych do wytrenowania nowej wersji modelu. W innych sytuacjach mo-
zemy mie¢ nowe dane przyswajane w sposob ciagly i potrzebujemy przetwarzaé te dane
natychmiast przed wystaniem ich do modelu w celu uczenia lub predykgji. Jest to nazy-
wane przesylaniem strumieniowym. Aby obsluzy¢ przesylanie strumieniowe danych, po-
trzebujemy wieloetapowego rozwigzania w celu wykonywana inzynierii cech, trenowania,
ewaluacji i predykcji. Takie wieloetapowe rozwigzania nazywane sa potokami ML.

Narzedzia do danych i modelowania

Bedziemy odwotywac¢ si¢ do réznorodnych produktéw Google Cloud, ktére zapewnia-
ja narzedzia do rozwigzywania problemoéw zwigzanych z danymi i uczeniem maszyno-
wym. Te produkty s3 zaledwie jedna z opcji implementowania wzorcéw projektowych,
do ktérych bedziemy odwolywac sie w tej ksigzce, i nie maja stanowi¢ wyczerpujacej
listy. Wszystkie produkty uwzglednione tutaj sa bezserwerowe, co pozwala nam skupi¢
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sie bardziej na implementacji wzorcédw projektowych uczenia maszynowego, a nie na in-
frastrukturze, ktora za nimi stoi.

BigQuery® to hurtownia danych klasy przedsiebiorstwa, zaprojektowana do anali-
zowania duzych zbioréw danych za pomocg jezyka SQL. Bedziemy uzywaé BigQuery
w naszych przykladach do zbierania danych i inzynierii cech. Dane w BigQuery s3 upo-
rzagdkowane w zbiory danych, a zbiory danych moga mie¢ wiele tabel. Wiele z naszych
przyktadéw bedzie uzywa¢ danych z witryny Google Cloud Public Datasets*, zestawu dar-
mowych, publicznie dostepnych danych hostowanych w BigQuery. Google Cloud Public
Datasets sklada si¢ z setek réznych zbioréw danych, w tym danych pogody NOAA od roku
1929, pytan i odpowiedzi z witryny Stack Overflow, otwartego kodu zrédtowego z witryny
GitHub, danych urodzeniowych itp. Do budowania niektérych modeli w naszych przy-
ktadach bedziemy uzywal BigQuery Machine Learning’, czyli BigQuery ML. BigQuery
ML to narzedzie do budowania modeli z danych przechowywanych w BigQuery. Dzieki
BigQuery ML mozemy trenowac, ewaluowac i generowa¢ predykcje na naszych mode-
lach przy uzyciu jezyka SQL. Big Query ML obstuguje modele klasyfikacji i regresji, wraz
z nienadzorowanymi modelami klastrowania. Jest takze mozliwe importowanie wcze$niej
wytrenowanych modeli TensorFlow do BigQuery ML w celu predykcji.

Witryna Cloud Al Platform® obejmuje réznorodne produkty do trenowania i serwo-
wania niestandardowych modeli uczenia maszynowego na platformie Google Cloud.
W naszych przykladach bedziemy uzywac ustug Al Platform Training oraz Al Platform
Prediction. Al Platform Training zapewnia infrastrukture do trenowania modelu uczenia
maszynowego w Google Cloud. Dzigki Al Platform Prediction mozna wdraza¢ wlas-
ne wytrenowane modele i generowa¢ na nich predykcje przy uzyciu APIL. Obie ustu-
gi obstuguja modele TensorFlow, scikit-learn oraz XGBoost, wraz z niestandardowymi
kontenerami dla modeli zbudowanych w innych frameworkach. Odwotujemy si¢ takze
do Explainable AI’, czyli narzedzia do interpretacji wynikéw predykcji modeli, dostep-
nego dla modeli wdrozonych w AI Platform.

Role

W organizacjach wystepuje wiele réznych rdl zwigzanych z danymi i uczeniem maszy-
nowym. Ponizej definiujemy kilka popularnych rél, do ktérych odwotujemy sie czesto
w ksigzce. Niniejsza ksigzka jest przeznaczona gtéwnie dla naukowcoéw zajmujacych sie
danymi, inzynieréw danych oraz inzynieréw ML, zatem od nich zaczniemy.

Naukowiec zajmujgcy sie danymi (data scientist), w skrocie naukowiec danych, to kto$
skupiony na zbieraniu, interpretowaniu i przetwarzaniu zbioréw danych. Naukowcy uru-
chamiajg statystyczne i objasniajace analizy danych. W zwigzku z uczeniem maszynowym
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naukowiec danych moze pracowac nad zbieraniem danych, inzynierig cech, konstruowa-
niem modeli itp. Naukowcy danych czgsto pracujg w jezykach Python lub R w $rodowisku
notesu i zwykle sg pierwszymi osobami konstruujagcymi modele uczenia maszynowego
W organizacji.

Inzynier danych skupia si¢ na infrastrukturze i przeptywach pracy zasilajacych dane
w organizacji. Moze pomaga¢ w zarzadzaniu sposobem przyjmowania danych przez firme,
potokami danych oraz sposobem przechowywania i przesylania danych. Inzynierowie
danych implementuja infrastrukture i potoki wokot danych.

Inzynierowie uczenia maszynowego wykonuja zadania podobne, jak inzynierowie da-
nych, ale dla modeli ML. Biorg modele opracowane przez naukowcéw zajmujacych sie
danymi i zarzadzajg infrastrukturg i operacjami wokdt uczenia i wdrazania tych modeli.
Inzynierowie ML pomagaja budowac systemy produkcyjne w celu obstugi aktualizacji
modeli, wersjonowania modeli oraz serwowania predykcji dla uzytkownikéw koncowych.

Im mniejszy jest zespol nauki o danych w firmie i im bardziej zwinny jest ten zespot,
tym bardziej prawdopodobne jest, ze ta sama osoba odgrywa wiele rél. Jesli jestes w takiej
sytuacji, bardzo prawdopodobne jest, ze czytajac powyzsze trzy opisy dostrzegasz swdj
czg$ciowy udzial we wszystkich trzech kategoriach. Mozesz zaczyna¢ projekt uczenia
maszynowego jako inzynier danych i budowac potoki danych w celu tworzenia operacji
przyjmowania danych. Nastepnie przemieniasz si¢ w naukowca danych i konstruujesz
modele ML. W koncu nakladasz kapelusz inzyniera ML i wprowadzasz model do $rodo-
wiska produkcyjnego. W wigkszych organizacjach projekty uczenia maszynowego beda
przechodzic przez te same etapy, ale z r6znymi zespotami zajmujgcymi si¢ kazdym etapem.

Naukowcy-badacze, analitycy danych i deweloperzy réwniez mogg budowaé¢ modele
Aliich uzywag, ale te role zawodowe nie s3 grupa docelowg tej ksigzki.

Naukowcy-badacze (research scientist) skupiajg sie gléwnie na znajdowaniu i rozwi-
janiu nowych algorytméw, wprowadzajac postep w dziedzinie ML. Moze to obejmowacé
réznorodne dziedziny podrzedne uczenia maszynowego, takie jak architektury modelu,
przetwarzania jezyka naturalnego, rozpoznawanie obrazdéw, strojenie hiperparametrow,
interpretowalno$¢ modeli itp.. W przeciwienstwie do innych rél opisanych tutaj, naukow-
cy-badacze spedzajg wigkszos¢ czasu na prototypowaniu i ewaluacji nowych podejs¢
do uczenia maszynowego, zamiast konstruowac produkcyjne systemy ML.

Analitycy danych ewaluuja i zbieraja spostrzezenia wynikajace z danych, a nastepnie
podsumowuja te spostrzezenia dla innych zespoléw w swojej organizacji. Majg tendencje
do pracy w jezyku SQL i arkuszach kalkulacyjnych oraz do uzywania narzedzi inteligencji
biznesowej do tworzenia wizualizacji w celu udostepniania swoich odkry¢. Analitycy
danych blisko wspolpracuja z zespotami produktowymi, aby zrozumie¢, jak ich spostrze-
zenia moga pomodc rozwigzaé problemy biznesowe i wytworzy¢ warto$é. Podczas gdy
analitycy danych skupiajg sie na identyfikacji tendencji w istniejacych danych i wyprowa-
dzania z nich spostrzezen, naukowcy danych skupiajg si¢ na uzywaniu tych danych do ge-
nerowania przyszlych predykcji i automatyzacji lub skalowania generowania spostrzezen.
Wraz z wzrastajacg demokratyzacja uczenia maszynowego analitycy danych podnosza
swoje umiejetnosci, aby stac si¢ naukowcami danych.
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Deweloperzy sa odpowiedzialni za budowanie systemoéw produkcyjnych, ktére pozwa-
lajg uzytkownikom koncowym uzyskiwac dostep do modeli ML. Czesto zajmujg si¢ pro-
jektowaniem interfejsow API, ktére odpytuja modele i zwracajg predykcje w przyjaznym
dla uzytkownika formacie przez aplikacje webowa lub mobilng. To moze obejmowac
modele hostowane w chmurze lub modele serwowane na urzadzeniu. Deweloperzy wy-
korzystuja infrastrukture udostepniania ustug modelu implementowang przez inzynie-
réw ML do budowania aplikacji i interfejséw uzytkownika w celu serwowania predykcji
uzytkownikom modelu.

Rysunek 1-2 ilustruje, jak te roznie role wspotpracujg ze sobg w catym procesie rozwoju
modelu uczenia maszynowego w organizacji.

Biznes i
v
|

Inzynieria Inzynier Data
danych scientist
: . o ; . : o g Interfejs
Przyjmowanie Walidaga IqPrzygotowanie I Trenowanie Ewaluagja Walidagja Serwowanie o :
ganych modelu modelu modelu modelu ”f&'ﬁ'ﬁg‘\',vv'e‘;kf

Rysunek 1-2 Istnieje wiele réznych rdl zawodowych zwigzanych z danymi i uczeniem ma-
szynowym, a te role wspétpracujg nad przeptywem pracy ML, od przyjmowa-
nia danych do serwowania modelu oraz interfejsu uzytkownika kotvicowego.
Na przyktad inzynier danych pracuje nad przyjmowaniem danych i walidacjg
danych i wspolpracuje blisko z naukowcami danych.

Typowe wyzwania w uczeniu maszynowym

Dlaczego potrzebujemy ksigzki o wzorcach projektowych uczenia maszynowego? Proces
konstruowania systeméw ML prezentuje ré6znorodne unikalne wyzwania, ktére wptywaja
na projektowanie ML. Zrozumienie tych wyzwan pomoze praktykom ML rozwina¢ uklad
odniesienia dla rozwigzan wprowadzonych w tresci ksigzki.

Jako$¢ danych

Modele uczenia maszynowego sa tylko tak wiarygodne, jak dane uzyte do ich trenowa-
nia. Jesli model uczenia maszynowego jest trenowany na niekompletnym zbiorze danych
ze stabo wybranymi cechami lub na danych, ktére nie reprezentuja dokladnie populacji
uzywajacej modelu, wtedy predykcje modelu bedg bezposrednio odzwierciedla¢ te dane.
W efekcie modele uczenia maszynowego sa czesto okreslane przy uzyciu popularnego
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powiedzenia ,$mieci na wejsciu, $mieci na wyjsciu”. Dlatego trzeba podkresli¢ cztery
wazne sktadowe jakos$ci danych: doktadnos¢, kompletnosé, spdjnosc i aktualnosé.

Doktadnos¢ danych odnosi si¢ zaréwno do cech zbioru uczacego, jak i etykiet prawdy
empirycznej odpowiadajacych tym cechom. Zrozumienie pochodzenia danych i ewentu-
alnych potencjalnych bledéw w procesie zbierania danych moze pomdc w zapewnieniu
doktadnosci cech. Po zebraniu danych wazne jest przeprowadzenie dokladnej analizy, aby
wykry¢ literowki, duplikaty wpiséw, niespdjnosci miar w danych tabelarycznych, braku-
jace cechy i ewentualne inne bledy, ktére moga wptywac na jakos¢ danych. Na przyklad
duplikaty w zbiorze uczacym moga powodowa¢, ze model bedzie nieprawidlowo przypi-
sywal wiekszg wage do tych punktéw danych.

Doklfadne etykiety danych s3 réwnie wazne, jak dokladnoé¢ cech. Model polega wy-
lacznie na etykietach prawdy empirycznej w danych uczacych, aby aktualizowaé swoje
wagi i minimalizowac¢ strate. W efekcie nieprawidtowo zaetykietowane przyklady uczace
moga prowadzi¢ do mylacej doktadnosci modelu. Powiedzmy na przyktad, ze konstru-
ujemy model analizy sentymentu, a 25% ,,pozytywnych” przyktadéw uczacych zostalo
btednie zaetykietowanych jako ,,negatywne” Model bedzie mial niedokladny obraz tego,
co powinien uwazac za sentyment negatywny, co zostanie bezposrednio odzwierciedlone
w jego predykcjach.

Aby zrozumie¢ kompletnos¢ danych, powiedzmy, ze trenujemy model, aby rozpoznawat
rasy kotow. Trenujemy model na wyczerpujacym zbiorze danych zdje¢ kotow, a wynikowy
model jest w stanie klasyfikowa¢ obraz do 1 z 10 mozliwych kategorii (,,bengalski’, ,,syjam-
ski” itd.) z 99% doktadnoscig. Po wdrozeniu modelu do produkgji, zauwazasz, ze oprdécz
przekazywania zdje¢ kotow do klasyfikacji, wielu uzytkownikow przekazuje zdjecia pséw
i jest rozczarowanych wynikami modelu. Poniewaz model zostat wytrenowany do rozpo-
znawania 10 réznych ras kotéw, jest to wszystko, co potrafi. Te 10 kategorii ras jest istotnie
calym ,widzianym $wiatem” modelu. Cokolwiek wyslesz do modelu, mozesz oczekiwac,
ze zostanie zakwalifikowane do jednej z tych 10 kategorii. Moze nawet zrobi¢ to z wysoka
pewnoscia dla obrazu, ktory nawet nie przypomina kota. Ponadto nie ma sposobu, aby
model zwrdcil odpowiedz ,to nie kot jedli takie dane i etykieta nie zostaly uwzglednione
w zbiorze uczacym.

Innym aspektem kompletnosci danych jest zapewnienie, ze dane uczace zawierajg roz-
ne reprezentacje kazdej z etykiet. W przyktadzie wykrywania rasy kotow, jesli wszystkie
obrazy sg zblizeniami pyska kota, model nie bedzie w stanie rozpoznawac obrazu kota
z boku ani calej postaci kota. Aby spojrze¢ na przyktad danych tabelarycznych, jesli kon-
struujemy model do prognozowania ceny nieruchomosci w konkretnym miescie, ale za-
miescimy tylko przyklady uczace doméw wiekszych niz 2 000 stép kwadratowych (okolo
185 m?), wynikowy model bedzie dziatat stabo dla mniejszych doméw.

Trzecim aspektem jakosci danych jest ich spdjnosé. W przypadku duzych zbiorow da-
nych typowo dzieli si¢ prace nad zbieraniem i etykietowaniem danych pomiedzy grupe
0s6b. Wypracowanie zbioru standardéw dla tego procesu moze pomaoc zapewnic spojnosé
w zbiorze danych, poniewaz kazda osoba do tego zatrudniona bedzie nieuchronnie wnosié
wlasne obcigzenia do procesu. Podobnie jak w przypadku kompletnosci, niespdjnosci
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danych mozna znalez¢ zardwno w cechach, jak i etykietach. Aby pokaza¢ przyktad nie-
spdjnych cech, powiedzmy, ze zbieramy dane atmosferyczne z czujnikdw temperatury.
Jesli kazdy czujnik zostal skalibrowany w innym standardzie, bedzie to skutkowa¢ niedo-
ktadanymi i niewiarygodnymi predykcjami modelu. Niespdjnosci moga odnosic si¢ takze
do formatu danych. Jesli przechwytujemy dane lokalizacji, niektére osoby moga napisac
pelen adres ulicy jako ,,ulica Dtuga’, a inni skroci¢ go do ,,ul. Dtuga” Jednostki miar takze
moga sie rézni¢, czego przykladem sg mile i kilometry.

Jesli chodzi o niespojnosci etykietowania, wro¢my do przyktadu analizy sentymentu.
W tym przypadku jest prawdopodobne, ze podczas etykietowania danych uczacych rdz-
ne osoby nie zawsze zgadzaja sie, co jest uwazane z pozytywne, a co za negatywne. Aby
to rozwigza¢, mozna kaza¢ wielu osobom zaetykietowanie kazdego przykladu w zbiorze
danych, a nastepnie wybrac najczesciej stosowane etykiety dla poszczegélnych elementéw.
Swiadomo$¢ potencjalnego obcigzenia osoby etykietujacej oraz implementowanie syste-
mow bioracych to pod uwage, zapewni spojnos¢ danych w zbiorze. Zbadamy koncepcje
obcigzenie w punkcie ,Wzorzec projektowy 30: Rzetelny obiektyw” w rozdziale 7.

Aktualnos¢ danych odnosi si¢ do opdznienia miedzy czasem wystapienia zdarzenia
a dodaniem go do bazy danych. Jesli na przyklad zbieramy dane w dziennikach apli-
kacji, dziennik btedéw moze pojawic¢ sie dopiero po kilku godzinach w bazie danych
dziennikéw. W przypadku zbioru danych rejestrujacego transakcje kartami kredytowymi
od wystgpienia transakcji do jej zarejestrowania w systemie moze uplyna¢ caly dzien.
Aby radzi¢ sobie z aktualnoscia, przydatne jest rejestrowanie mozliwie najwigkszej ilosci
informacji o konkretnych punktach danych i upewnianie sig, ze te informacje sa odzwier-
ciedlane podczas przeksztalcania danych w cechy dla modelu uczenia maszynowego.
Mowiac dokladniej, mozna sledzi¢ sygnatury czasowe wystapienia zdarzenia oraz doda-
nia go do zbioru danych. Nastepnie podczas przeprowadzania inzynierii danych mozna
odpowiednio uwzgledni¢ te réznice.

Odtwarzalnos¢

W tradycyjnym programowaniu dane wyjsciowe programu sa powtarzalne i gwaranto-
wane. Na przyklad, jesli piszemy program w jezyku Python, ktéry odwraca ciag znakéow,
wiemy, ze dla podanego na wejsciu stowa ,,banan” zawsze otrzymamy na wyjsciu ,,nanab”.
Podobnie, jesli w programie jest blad powodujacy nieprawidtowe odwracanie ciaggow
zawierajacych liczby, mozemy wysta¢ program do kolegi i oczekiwa¢, ze bedzie w stanie
odtworzy¢ ten blad z tymi samymi danymi wyjsciowymi, ktérych uzyliémy (o ile btad nie
ma czego$ wspolnego z utrzymywaniem przez program jakiego$ nieprawidtowego stanu
wewnetrznego, réznic w architekturze, takich jak precyzja liczb zmiennoprzecinkowych
lub réznic w dziataniu, zwigzanych np. z watkami).

Z drugiej strony, modele uczenia maszynowego zawieraja nieodlaczny element lo-
sowosci. Podczas trenowania modelu ML wagi sa inicjowane warto$ciami losowymi.
Te wagi nastepnie podlegaja konwergencji podczas trenowania, gdy model iteruje i uczy
sie na podstawie danych. Z tego powodu ten sam kod modelu z podanymi tymi samymi
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danymi uczacymi bedzie wytwarzaé w przebiegach trenowania troche réznigce sie wyni-
ki. Wprowadza to problem odtwarzalnosci. W przypadku trenowania modelu do 98.1%
doktadnosci, powtdrzony przebieg trenowania nie gwarantuje osiggniecia tego samego
wyniku. Sprawia to trudno$ci w poréwnywaniu réznych eksperymentéw.

W celu rozwigzania problemu odtwarzalnosci czesto ustawia si¢ wartos¢ ziarna losowe-
go uzywanego przez model w celu zapewniania, Ze ta sama losowos¢ zostanie zastosowana
za kazdym przebiegiem treningu. W TensorFlow mozemy to zrobi¢ przez uruchomienie
instrukcji tf.random.set_seed(value) na poczatku programu.

Dodatkowo w scikit-learn wiele funkcji narzedziowych do tasowania danych pozwala
réwniez na ustawianie warto$ci ziarna losowego:

from sklearn.utils import shuffle
data = shuffle(data, random_state=value)

Nalezy pamietac, ze trzeba uzy¢ tych samych danych oraz tego samego ziarna losowego
podczas trenowania modelu w celu zapewnienia powtarzalnych, odtwarzalnych wynikow
w roznych eksperymentach.

Trenowanie modelu ML obejmuje kilka artefaktéw, ktére muszg by¢ ustalone w celu
zapewnienia odtwarzalnosci: uzyte dane, mechanizm podzialu uzywany do generowania
zbioréw danych uczacego i walidacyjnego, przygotowanie danych i hiperparametry mo-
delu, a takze takie zmienne, jak rozmiar partii i harmonogram wspoéiczynnika uczenia.

Odtwarzalno$¢ dotyczy réwniez zaleznosci frameworkdw uczenia maszynowego.
Oproécz recznego ustawiania ziarna losowego frameworki implementujg takze wewnetrz-
nie elementy losowosci, ktére s3 wykonywane przy wywotywaniu funkcji do trenowania
modelu. Jesli ta wewnetrzna implementacja zmienia si¢ pomigdzy réoznymi wersjami fra-
meworkdow, odtwarzalno$¢ nie jest gwarantowana. Konkretnym przyktadem jest sytuacja,
gdy jedna wersja metody train() frameworku wykonuje 13 wywolan rand(), a nowsza
wersja tego samego frameworku wykonuje 14 wywotan. Wtedy uzycie réznych wersji
w réznych eksperymentach spowoduje nieco inne wyniki, nawet z tymi samymi danymi
i kodem modelu. Uruchamianie obcigzen praca ML w kontenerach i standaryzowanie
wersji bibliotek moze pomo6c w zapewnieniu odtwarzalnosci. W rozdziale 6 przedstawia-
my seri¢ wzorcow zapewniajgcych odtwarzalnos¢ proceséw ML.

W koncu odtwarzalnos¢ moze odnosi¢ sie do srodowiska do trenowania modelu.
Czesto z powodu duzych zbioréw danych i ztozonosci, wiele modeli potrzebuje znacznej
iloéci czasu do wytrenowania. Mozna to przyspieszy¢, stosujac takie strategie dystrybucji,
jak réwnoleglos¢ danych lub modelu (patrz rozdzial 5). Z takim przyspieszeniem wigze
sie jednak dodatkowy problem powtarzalnosci, gdy ponownie uruchamiamy kod, ktéry
wykorzystuje rozproszone trenowanie.

Dryfowanie danych

O ile modele uczenia maszynowego typowo reprezentuja statyczne zwiazki miedzy da-
nymi wejsciowymi a wyj$ciowymi, dane moga zmieniac si¢ znacznie z uptywem czasu.
Dryfowanie danych odnosi sie do problemu zapewnienia, ze modele uczenia maszynowego
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pozostaja odpowiednie, a predykcje modelu sg dokladnym odzwierciedleniem $rodowi-
ska, w ktérym sg uzywane.

Na przyklad powiedzmy, ze trenujemy model do klasyfikacji nagtowkow artykutow
informacyjnych do takich kategorii, jak ,,polityka”, ,,biznes” oraz ,technologia”. Jesli tre-
nujemy i ewaluujmy model na historycznych artykulach informacyjnych z XX w., praw-
dopodobnie nie bedzie on dziata¢ réwnie dobrze na biezacych danych. Dzisiaj wiemy,
ze artykut ze stowem ,,smartfon” w nagléwku prawdopodobnie dotyczy technologii.
Jednak model trenowany na danych historycznych nie mialby zadnej wiedzy na temat
tego stowa. W celu rozwigzania tego dryfowania wazne jest state aktualizowanie zbioru
uczacego, ponowne trenowanie modelu i modyfikowanie wag nieprzypisywanych przez
model do konkretnych grup danych wej$ciowych.

Aby zobaczy¢ mniej oczywisty przyklad dryfowania, przyjrzymy sie zbiorowi danych
NOAA® w BigQuery, ktory dotyczy silnych burz. W przypadku trenowania modelu
do prognozowania prawdopodobienstwa burzy na danym obszarze, trzeba wzia¢ pod
uwage sposob, w jaki raportowanie pogody zmienialo sie z czasem®. Mozemy zobaczy¢
na rysunku 1-3, ze liczba rejestrowanych silnych burz zwigkszata si¢ stale od roku 1950.
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Rysunek 1-3 Liczba silnych burz raportowanych rocznie, zgodnie z rejestrem NOAA od roku
1950 do 2011.

Z tego trendu mozemy zobaczy¢, ze trenowanie modelu na danych sprzed roku 2000
do generowania predykgcji burz w dzisiejszych czasach prowadziloby do niedokladnych

8  https://oreil.ly/obzvn
9 https://github.com/GoogleCloudPlatform/ml-designpatterns/blob/master/01_need_for_design_patter-
ns/ml_challenges.ipynb
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prognoz. Oprécz rosngcej liczby raportowanych burz, wazne jest takze rozwazenie in-
nych czynnikéw, ktére mogly wptywac na dane z rysunku 1-3. Na przykiad technologia
obserwowania burz poprawita si¢ z uplywem czasu, najmocniej z wprowadzeniem ra-
daréw pogodowych w latach 90. XX w. W kontekscie cech moze to oznaczaé, ze nowe
dane zawierajg wiecej informacji o kazdej burzy, a cecha dost¢pna w dzisiejszych danych
mogla nawet nie by¢ obserwowana w roku 1950. Objasniajaca analiza danych moze po-
moc rozpoznac ten typ dryfowania i wskaza¢ prawidlowe okno danych do uzycia w celu
trenowania. W punkcie ,Wzorzec projektowy 23: Schemat mostkowy” w rozdziale 6
przedstawiono sposob obstugi zbioréw danych, w ktérych dostepnos¢ cech poprawia sie
z uplywem czasu.

Skala

Problem skalowania jest obecny na wielu etapach typowego przeptywu pracy uczenia
maszynowego. Prawdopodobnie napotkamy problemy skalowania w zbieraniu danych
i wstepnym przetwarzaniu, trenowaniu i serwowaniu. Podczas przyswajania i przygotowy-
wania danych do modelu uczenia maszynowego rozmiar zbioru danych bedzie dyktowal
narze¢dzia wymagane do uzycia w rozwigzaniu. Czgsto zadaniem inzynieréw danych jest
konstruowanie potokéw danych, ktére moga skalowac si¢ do obstugi milionéw wierszy.

W przypadku trenowania modelu inzynierowie ML sg odpowiedzialni za wyznaczanie
niezbednej infrastruktury do konkretnego zadania trenowania. W zaleznosci od typu
i rozmiaru zbioru danych, trenowanie modelu moze zajmowa¢ duzo czasu lub by¢ kosz-
towne obliczeniowo, wymaga¢ infrastruktury zaprojektowanej specjalnie do obcigzen
praca ML (np. procesoréw graficznych — GPU). Na przyklad modele z obrazami wyma-
gaja zwykle znacznie wigcej infrastruktury trenowania, niz modele trenowane catkowicie
na danych tabelarycznych.

W kontekscie $wiadczenia ustug modelu, infrastruktura wymagana do obstugi zespotu
naukowcdw danych uzyskujacych predykcje z prototypu modelu jest zupelnie odmienna
od infrastruktury niezbednej do obstugi modelu produkcyjnego, otrzymujacego miliony
zadan predykcji co godzine. Deweloperzy i inzynierowie ML typowo s3 odpowiedzialni
za obstuge problemoéw skalowania, zwigzanych z wdrazaniem modelu i serwowaniem
zadan predykcji.

Wigkszos¢ wzorcow ML w tej ksigzce jest przydatnych bez wzgledu na dojrzatos¢ or-
ganizacji. Jednak kilka wzorcéw w rozdziatach 6 i 7 w rézny sposob dotyczy problemdw
elastycznosci i odtwarzalnosci, a wybor miedzy nimi sprowadza si¢ do przypadku uzycia
i zdolno$ci organizacji do asymilacji ztozonosci.

Wiele celow

Chociaz czesto zdarza sig, ze pojedynczy zespot jest odpowiedzialny za konstruowanie
modelu uczenia maszynowego, wiele zespoléw w organizacji bedzie wykorzystywac ten
model w pewien sposéb. Nieuchronnie te zespoly moga mie¢ rézne pomysly na to, co de-
finiuje udany model.
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Aby zrozumie¢, jak mozna to rozegra¢ w praktyce, powiedzmy, ze budujemy model
do rozpoznawania uszkodzonych produktéw na podstawie zdjeé. Celem naukowca danych
jest minimalizacja straty entropii krzyzowej modelu. Menedzer produktu natomiast moze
chcie¢ zredukowac¢ liczbe uszkodzonych produktow, ktére zostaly btednie sklasyfikowane
i wystane do klientéw. Na koniec celem zespolu zarzadzajacego moze by¢ zwiekszenie
dochodu 0 30%. Kazdy z tych celow rozni sie pod wzgledem tego, co jest optymalizowane,
a rownowazenie tych réznych potrzeb w organizacji moze stanowi¢ wyzwanie.

Naukowiec danych mdglby przelozy¢ potrzeby zespotu produktu w kontekscie mode-
lu, méwigc, ze falszywe wyniki negatywne sg pie¢ razy bardziej kosztowne niz falszywe
wyniki pozytywne. Dlatego nalezy optymalizowaé pod katem czulosci, przed precyzja,
w celu spelnienia tego zalozenia podczas projektowania modelu. Nastepnie mozemy zna-
lez¢ réwnowage miedzy celem zespotu produktowego (optymalizacji precyzji) a wltasnym
celem minimalizacji straty modelu.

Podczas definiowania celow dla modelu wazne jest rozwazenie potrzeb roéznych ze-
spoléw w organizacji oraz sposobu przenoszenia potrzeb kazdego zespolu z powrotem
do modelu. Przez analize¢ tego, co kazdy zespot optymalizuje, jeszcze przed skonstru-
owaniem rozwigzania mozna znalez¢ obszary kompromisu, aby optymalnie wywazy¢
te rozne cele.

Podsumowanie

Wzorce projektowe sa sposobem kodyfikowania wiedzy i doswiadczenia ekspertéw w po-
staci rady, ktorg wszyscy praktycy moga wykorzystywaé. Wzorce projektowe w tej ksigzce
ujmujg najlepsze praktyki i rozwigzania czesto wystepujacych problemoéw w projekto-
waniu, budowaniu i wdrazaniu systemoéw uczenia maszynowego. Najczestsze problemy
w uczeniu maszynowym dotyczg jakosci danych, odtwarzalnosci, dryfowania danych,
skalowania i koniecznosci spetnienia wielu celow.

Mamy tendencje do uzywania réznych wzorcéw ML na réznych etapach cyklu Zycia
ML. Istnieja wzorce, ktdre sg przydatne w formutowaniu problemu i ocenie wykonalnosci.
Wigkszos¢ wzorcoéw dotyczy etapéw wytwarzania lub wdrazania, a tylko nieliczne zajmuja
sie wzajemnymi zalezno$ciami miedzy tymi etapami.
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Rozdziat 2
Wzorce projektowe reprezentacji danych

Sercem dowolnego modelu uczenia maszynowego jest funkcja matematyczna, ktora z de-
finicji operuje tylko na konkretnych typach danych. Jednoczesnie modele uczenia maszy-
nowego w $wiecie rzeczywistym muszg operowac na danych, ktore niekoniecznie nadaja
sie do bezposredniego wprowadzania do funkcji matematycznej. Na przyklad matema-
tyczny rdzen drzewa decyzyjnego operuje na zmiennych logicznych. Zauwaz, ze méwimy
tutaj o matematycznym rdzeniu drzewa decyzyjnego — oprogramowanie uczenia maszy-
nowego drzewa decyzyjnego bedzie typowo zawieralo takze funkcje uczenia optymalnego
drzewa na podstawie danych i sposoby odczytywania i przetwarzania réznych typow
danych liczbowych i kategorialnych. Jednak funkcja matematyczna (patrz rysunek 2-1),
ktdra stanowi fundament drzewa decyzyjnego, operuje na zmiennych logicznych i uzywa
takich operacji jak AND (&& na rysunku 2-1) oraz OR (+ na rysunku 2-1).

CEEER
—> IC
Prawda ——
—p| X2
D Fatsz ( )
rawda
X1? —>. ND
Fatsz
Prawda —/
—| x2?
Fatsz

f(x1,x1)=((1 && x2) + ('x1 && x2))*IC
+ ((x1 && x2) + ('x1 && x2))*ND

Rysunek 2-1 Sercem modelu uczenia maszynowego drzewa decyzyjnego stuzgcego do progno-
zowania, czy dziecko wymaga intensywnej opieki, jest modelem matematycz-
nym, ktory operuje na zmiennych logicznych.
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Zalézmy, ze mamy drzewo decyzyjne do prognozowania, czy dziecko wymaga inten-
sywnej opieki (IC) lub czy moze otrzymac¢ normalny wypis (ND), a drzewo decyzyjne
przyjmuje na wejsciu dwie zmienne, xI oraz x2. Wytrenowany model moze wyglada¢
podobnie, jak na rysunku 2-1.

Jest dos¢ oczywiste, ze zmienne xI i x2 muszg by¢ zmiennymi logicznymi, aby funkcja
f(x1, x2) dzialala. Zalézmy, ze dwie informacje brane pod uwage podczas klasyfikacji
dziecka jako wymagajacego lub niewymagajacego intensywnej opieki, to szpital, w ktd-
rym urodzito si¢ dziecko, i masa dziecka. Czy mozemy uzy¢ szpitala, w ktéorym urodzito
sie dziecko, jako wejscia do drzewa decyzyjnego? Nie, poniewaz szpital nie przyjmuje
wartosci Prawda ani Falsz i nie moze by¢ podany do operatora && (AND). Jest matema-
tycznie niezgodny. Oczywiscie mozemy ,,przerobi¢” warto$¢ szpitala na wartos¢ logiczna
za pomocy takiej operacji:

x1 = (hospital IN France)

zatem x1 ma warto$¢ Prawda, gdy szpital jest we Francji, a warto$¢ Falsz, jesli nie jest.
Podobnie masa dziecka nie moze by¢ podana bezposrednio do modelu, ale dzieki wyko-
naniu takiej operacji:

x2 = (babyweight < 3 kg)

mozemy uzy¢ szpitala lub masy dziecka jako wejscia do modelu. Jest to przyklad, jak dane
wejsciowe (szpital, czyli ztozony obiekt, lub masa dziecka, czyli liczba zmiennoprzecinko-
wa) moga by¢ reprezentowane w formie (logicznej) oczekiwanej przez model. To wlasnie
okres$lamy reprezentacjg danych.

W tej ksigzce bedziemy uzywac terminu wejscie na okreslenie reprezentacji danych
$wiata rzeczywistego przekazywanych do modelu (na przyklad cigzaru dziecka), a terminu
cecha na okreslenie reprezentacji przeksztalconych danych, na ktérych model faktycznie
operuje (na przyklad, czy masa dziecka jest mniejsza niz 3 kilogramy). Proces tworzenia
cech do reprezentowania danych wejsciowych nazywamy inzynierig cech, a zatem mozemy
mysle¢ o inzynierii cech jako o sposobie wyboru reprezentacji danych.

Oczywiscie, zamiast kodowac na sztywno parametry, takie jak warto$¢ progowa 3 kilo-
gramy, preferujemy, aby model uczenia maszynowego uczyl sie, jak tworzy¢ kazdy z we-
716w przez wybor zmiennej wejsciowej i progu. Drzewa decyzyjne s przykladem modelu
uczenia maszynowego, ktdre sg zdolne nauczenia si¢ reprezentacji'. Wiele z wzorcow, kto-
rym przyjrzymy sie w tym rozdziale, obejmuje podobne wyuczalne reprezentacje danych.

Wzorzec projektowy Osadzanie jest kanonicznym przykladem reprezentacji danych,
ktérego glebokie sieci neuronowe s3 w stanie nauczy¢ si¢ samodzielnie. W osadzaniu
nauczona reprezentacja danych jest gesta i ma mniej wymiaréw niz wejscie, ktére moze
by¢ rzadkie. Algorytm uczacy potrzebuje wyodrebnic¢ najbardziej istotne informacje
na podstawie wejscia i reprezentowac je w bardziej zwiezly sposdb w postaci cechy. Proces
uczenia cech do reprezentacji danych wejsciowych jest nazywany wyodrebnianiem cech

1 Tutaj wyuczona reprezentacja danych skfada si¢ ze zmiennej wejsciowej baby weight (waga dziecka),
operatora mniejszy niz i progu 3 kg.
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i mozemy mysle¢ o wyuczalnych reprezentacjach danych (takich jak osadzanie) jako o au-
tomatycznej inzynierii cech.

Reprezentacja danych nie musi nawet by¢ pojedyncza zmienng wejsciowg — ukosne
drzewo decyzyjne na przyklad tworzy cechy logiczne przez tworzenie progoéw liniowych
kombinacji dwéch lub wiecej zmiennych wejsciowych. Drzewo decyzyjne, w ktérym kaz-
dy wezet moze reprezentowac tylko jedna zmienng wejsciows, redukuje sie do schodkowej
funkcji liniowej, a ukosne drzewo decyzyjne, gdzie kazdy wezel moze reprezentowac li-
niowa kombinacje¢ zmiennych wejsciowych, redukuje si¢ do funkcji przedziatami liniowej
(patrz rysunek 2-2). Biorac pod uwage liczbe krokéw do wyuczenia w celu odpowiedniego
reprezentowania linii, model przedzialami liniowy jest prostszy i szybszy do nauczenia.
Rozszerzeniem tej idei jest wzorzec projektowy KrzyZowanie cech, ktory upraszcza uczenie
relacji AND miedzy wielowarto$ciowymi zmiennymi kategorialnymi.

ND ND
X2 X2

| « | x

Rysunek 2-2 Klasyfikator drzewa decyzyjnego, w ktérym kazdy wezet moze stanowic prég
dla tylko jednej wartosci wejsciowej (x1 lub x2), bedzie skutkowac schodkowg
liniowg funkcjg graniczng, a ukosny klasyfikator drzewa, gdzie wezet moZze sta-
nowic prég dla liniowej kombinacji zmiennych wejsciowych, moze da¢ w wyniku
przedziatami liniowg funkcje graniczng. Przedziatami linowa funkcja graniczna
wymaga mniej weztow i moze osiggngc wigkszg doktadnosé.

Reprezentacja danych nie musi by¢ wyuczona ani ustalona — mozliwe jest takze rozwig-
zanie hybrydowe.Wzorzec projektowy Cecha haszowana jest deterministyczny, ale nie
wymaga, aby model znal potencjalne wartosci, ktére moze przyjmowac konkretne wejscie.

Wszystkie reprezentacje danych, ktérym przygladalismy si¢ do tej pory, byly jeden
do jednego. Chociaz mozemy reprezentowac dane wyjsciowe réznych typow oddzielnie
lub reprezentowac kazda dang po prostu jako jedna ceche, mozemy skorzystac z zalet
uzycia Wejscia wielomodalnego. Jest to czwarty wzorzec projektowy, ktory zbadamy w tym
rozdziale.

Proste reprezentacje danych

Zanim siegniemy po wyuczalne reprezentacje danych, krzyzowanie cech itp. przyjrzymy
sie prostym reprezentacjom danych. Mozemy mysle¢ o tych prostych reprezentacjach
danych jako o powszechnych idiomach w uczeniu maszynowym - raczej nie wzorcach,
niemniej jednak powszechnie stosowanych rozwigzaniach.

Proste reprezentacje danych | 21



Wejscia liczhowe

Wigkszo$¢ nowoczesnych, wielkoskalowych modeli uczenia maszynowego (lasy losowe,
maszyny wektoréw nosnych, sieci neuronowe) operujg na wartosciach liczbowych, a za-
tem jesli dane wejsciowe s numeryczne, mozemy przekazac je do modelu bez zmian.

Dlaczego skalowanie jest wskazane

Poniewaz framework ML uzywa optymalizatora, ktory jest dobrze dostrojony do pracy
z liczbami z zakresu [ - 1, 1], skalowanie wartosci liczbowych, aby lezaly w tym zakresie,
moze by¢ czgsto korzystne.

Dlaczego skalowac wartosci liczbowe, aby lezaty w zakresie [ - 1, 1]?

Optymalizatory spadku gradientu wymagaja wiecej krokdw, aby osiggnac zbiez-
no$¢, gdy krzywa funkgji straty sie zwieksza. Jest tak, poniewaz pochodne cech
z wiekszymi modutami wzglednymi bedg mialy tendencje, aby réwniez by¢ wieksze,
co prowadzi do anormalnych aktualizacji wag. Anormalnie duze aktualizacje wag
beda wymagac wigkszej liczby krokow do osiagniecia zbieznosci, a zatem zwiekszaja
obcigzenie obliczeniowe.

~Centrowanie” danych, aby lezaly w zakresie [ - 1, 1], powoduje, ze funkcja
bledu jest bardziej sferyczna. Wtedy modele trenowane z przeksztalconymi danymi
maj3 tendencje do szybszej zbieznosci, a zatem szybszego/tanszego trenowania.
Dodatkowo zakres [ - 1, 1] oferuje wigksza precyzje liczb zmiennoprzecinkowych.

Szybki test na jednym z wbudowanych zbioréw danych scikit-learn moze to udowodnic¢
(ten fragment kodu dostepny jest w repozytorium dla tej ksiazki?):

from sklearn import datasets, linear_model

diabetes_X, diabetes_y = datasets.load_diabetes(return_X_y=True)
raw = diabetes_X[:, None, 2]

max_raw = max(raw)

min_raw = min(raw)

scaled = (2*raw - max_raw - min_raw)/(max_raw - min_raw)

def train_raw():
linear_model.LinearRegression().fit(raw, diabetes_y)

def train_scaled():
linear_model.LinearRegression().fit(scaled, diabetes_y)

raw_time = timeit.timeilt(train_raw, number=1000)
scaled_time = timeit.timeit(train_scaled, number=1000)

2 https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/sim-
ple_data_representation.ipynb
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Po uruchomieniu tego kodu uzyskaliémy prawie 9% poprawe w przypadku modelu, ktory
uzywal tylko jednej cechy wejsciowej. Biorac pod uwage liczbe cech w typowym modelu
uczenia maszynowego, oszczedno$ci mogg si¢ sumowac.

Innym waznym powodem skalowania jest to, Ze pewne algorytmy i techniki uczenia
maszynowego s3 bardzo wrazliwe na wzgledne moduly réznych cech. Na przyklad algo-
rytm klastrowania k-srednich, ktéry uzywa odlegltosci euklidesowej jako miary przybli-
zenia, dojdzie do polegania mocno na cechach z wigkszymi modutami. Brak skalowania
wplywa takze na skuteczno$c¢ regularyzacji L1 lub L2, poniewaz modul wag dla cechy za-
lezy od modulu wartosci tej cechy, a zatem regularyzacja bedzie wptywac réznie na rézne
cechy. Dzigki skalowaniu wszystkich cech, aby lezalty miedzy [ - 1, 1] zapewniamy, Ze nie
ma zbyt wielkiej réznicy miedzy wzglednymi modutami réznych cech.

Skalowanie liniowe

Powszechnie stosowane sg cztery formy skalowania:

Skalowanie min-max
Warto$¢ liczbowa jest skalowana liniowo, aby minimalna warto$¢, ktérg mozna przyjac
na wejsciu, byla skalowana do - 1, a mozliwa maksymalna wartos¢ do 1:

x1_scaled = (2*x1 - max_x1 - min_x1)/(max_x1 - min_x1)

Problem ze skalowaniem min-max polega na tym, ze maksymalna i minimalna war-
to$¢ (max_x1 i min_x1) muszg by¢ oszacowane na podstawie zbioru uczacego, a czgsto
s3 to wartosci odstajgce. Rzeczywiste dane czesto kurcza si¢ do bardzo malego zakresu
w pasmie [ - 1, 1].

Przycinanie (w polgczeniu ze skalowaniem min-max)
Pomaga rozwigza¢ problem z elementami odstajgcymi przez uzycie ,,rozsagdnych” war-
to$ci zamiast szacowania minimum i maksimum ze zbioru uczacego. Wartos¢ liczbowa
jest liniowo skalowana miedzy dwiema rozsgdnymi granicami, a nast¢pnie przycinana
do zakresu [ - 1, 1]. W efekcie elementy odstajace sg traktowane jako — 1 lub 1.

Standaryzacja Z
Rozwigzuje problem z elementami odstajacymi bez wymagania wczesniejszej wiedzy
o rozsagdnym zakresie, dzieki linowemu skalowaniu wejscia przy uzyciu $redniej i od-
chylenia standardowego, oszacowanych dla zbioru uczacego:

x1_scaled = (x1 - mean_x1)/stddev_x1

Nazwa metody odzwierciedla fakt, ze skalowana warto$¢ ma $rednig réwng zero i jest
normalizowana przez odchylenie standardowe, tak aby miala jednostkowa wariancje
na zbiorze uczacym. Skalowana warto$¢ jest nieograniczona, ale miesci sie¢ w prze-
dziale [ - 1, 1] wiekszo$¢ razy (67%, jesli uzywamy rozktadu normalnego). Wartosci
poza tym zakresem s3 coraz rzadsze, gdy zwigksza sie ich warto$¢ bezwzgledna, ale
nadal obecne.
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Winsoryzacja
Empiryczny rozklad stwierdzony w zbiorze uczacym jest stosowany do przycigcia zbio-
ru danych do granic ustawionych na 10. i 90. percentyl wartosci danych (lub 5. i 95.
percentyl, itp.). Warto$¢ poddana winsoryzacji podlega skalowaniu min-max.

Wszystkie opisane do tej pory metody skaluja dane liniowo (w przypadku przycinania i win-
soryzacji — liniowo w typowym zakresie). Min-max i przycinanie zwykle dzialajg najlepiej
dla jednolitych rozkladéw danych, a standaryzacja Z sprawdza si¢ najlepiej dla rozktadu
normalnego. Wplyw réznych funkgcji skalowania na kolumne mother_age (wiek matki)
w przyktadzie predykcji masy dziecka jest pokazany na rysunku 2-3 (zobacz pelen kod?).

Bez wyrzucania,elementéw odstajacych”

Zauwaz, ze zdefiniowali$my przycinanie jako branie przeskalowanych warto$ci
mniejszych od - 1 i traktowanie ich jako - 1, a przeskalowanych wartosci wigkszych
od 1 i traktowanie ich jako 1. Nie odrzucamy po prostu takich ,elementéw odsta-
jacych”, poniewaz oczekujemy, Ze model uczenia maszynowego bedzie napotykac
takie elementy odstajace w srodowisku produkcyjnym. Wezmy na przyklad dzieci
urodzone przez 50-letnie matki. Poniewaz nie ma wystarczajaco duzo starszych
matek w naszym zbiorze danych, przycinanie konczy si¢ traktowaniem wszystkich
matek starszych niz 45-letnie (na przyklad) jako 45-letnich. To samo traktowanie
zostanie zastosowane w srodowisku produkcyjnym, a zatem nasz model bedzie
w stanie obslugiwac starsze matki. Model nie nauczylby sie, jak odzwierciedla¢ ele-
menty odstajace, jesli po prostu wyrzucilibysSmy wszystkie przyklady uczace dzieci
urodzonych przez matki 50-letnie i starsze!

Inny sposob myslenia o tym problemie polega na tym, ze chociaz akceptowalne jest
wyrzucenie nieprawidtowych danych wejsciowych, nie jest akceptowalne wyrzuce-
nie danych prawidtowych. Zatem mozna usprawiedliwi¢ wyrzucenie wierszy, gdzie
mother_age (wiek matki) jest liczba ujemna, poniewaz jest to prawdopodobnie
blad wprowadzania danych. W $rodowisku produkcyjnym walidacja formularza
wejsciowego zapewni, ze rejestratorka musi wprowadzi¢ wiek matki. Jednak nie
da sie usprawiedliwi¢ wyrzucenia wierszy, gdzie warto$¢ mother_age jest rowna 50,
poniewaz 50 jest doskonale prawidlowym wejsciem i oczekujemy uwzgledniania
50-letnich matek po wdrozeniu modelu do srodowiska produkcyjnego.

Na rysunku 2-3 mozna zauwazy¢, ze minmax_scaled sprowadza wartosci x do zagdanego
przedziatu [ — 1, 1], ale nadal zachowuje wartosci na ekstremalnych koncach rozktadu,
gdzie nie ma wystarczajacej liczby przykladéw. Przycinanie zawija wiele problematycz-
nych wartosci, ale wymaga, aby uzyte progi przycinania byly dokladnie prawidtowe - tutaj

3 https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/sim-
ple_data_representation.ipynb
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powolne zmniejszanie liczby dzieci matek w wieku powyzej 40 lat stanowi problem z usta-
wieniem sztywnego progu. Winsoryzacja, podobnie jak przycinanie, wymaga dokladnie
prawidtowego pobrania progéw percentylowych. Normalizacja Z poprawia zakres (ale nie
ogranicza wartosci, aby byty w zakresie [ - 1, 1]), i odsuwa dalej problematyczne wartosci.
Z tych trzech metod normalizacja Z dziala najlepiej dla mother_age, poniewaz surowe
warto$ci wieku przypominajg krzywa dzwonowa. W przypadku innych problemoéw ska-
lowanie min-max, przycinanie lub winsoryzacja moga by¢ lepsze.

le7 le7
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0.6 0.6
0.4 0.4
0.2 0.2
0.0 0.0
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0.8 —— num_babies 0.8 —— num_babies
0.6 0.6
0.4 0.4
0.2 0.2
0.0 0.0
-1.00-0.75-0.50-0.25 0.00 0.25 0.50 0.75 1.00 -20 -15 -1.0 -05 00 05 10 15 20
1e7 clipped 1e7 zscore
0.8 —— num_babies 0.8 —— num_babies
0.6 0.6
0.4 0.4
0.2 0.2
20 25 30 35 40 -1.00-0.75-0.50-0.25 0.00 0.25 0.50 0.75 1.00
winsorized_1_99 winsorized_scaled

Rysunek 2-3 Histogram mother_age w przykladzie predykcji masy urodzeniowej dziecka jest
pokazany w panelu po lewej u gory, a rézne funkcje skalowania (patrz etykieta
osi x) sq pokazane w pozostatych panelach.

Przeksztatcenia nieliniowe

Co w przypadku, gdy nasze dane sg skosne i nie majg ani rozkladu jednostajnego, ani
przypominajacego krzywa dzwonowg? W takim przypadku lepiej jest zastosowac prze-
ksztatcenie nieliniowe wejscia przed jego skalowaniem. Popularnym sposobem jest oblicze-
nie logarytmu wartosci wejsciowej przed jej skalowaniem. Inne popularne przeksztalcenia
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obejmuja funkcje sigmoidalng i rozwiniecia wielomianowe (kwadrat, pierwiastek kwadra-
towy, sze$cian, pierwiastek szescienny itd.). To, ze mamy dobrg funkcje przeksztalcenia,
poznamy po tym, gdy przeksztalcona warto$¢ uzyska rozklad jednostajny lub normalny.
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Rysunek 2-4 Lewy panel: rozktad liczby wyswietlen stron Wikipedii jest mocno skosny i obej-
muje duzy zakres dynamiki. Na drugim panelu zademonstrowano, Ze te problemy
mozna rozwigzac przez przeksztalcenie liczby wyswietlen przy uzyciu kolejno loga-
rytmu, funkcji potegowej oraz skalowania liniowego. Na trzecim panelu pokazano
efekty wyrownania histogramu, a na czwartym efekt przeksztalcenia Boxa-Coxa.

Zalézmy, ze konstruujemy model do predykeji sprzedazy ksigzki z kategorii literatury faktu.
Jednym z wej$¢ modelu jest popularnos¢ strony Wikipedii zwigzanej z tym tematem. Liczba
wyswietlen stron w Wikipedii jest jednak mocno skosna i zajmuje duzy zakres dynamiki
(patrz lewy panel na rysunku 2-4: rozklad jest mocno skosny w kierunku rzadko wyswiet-
lanych stron, ale najpopularniejsze strony sg wyswietlane miliony razy). Dzigki obliczeniu
logarytmu wyswietlen, a nastgpnie obliczeniu pierwiastka czwartego stopnia z wartosci tego
logarytmu i liniowemu przeskalowaniu wynikéw, otrzymujemy cos, co jest zadanym za-
kresem i ma ksztalt troch¢ przypominajacy dzwon. W celu uzyskania szczegélowego kodu
do odpytywania danych z Wikipedii, zastosowania przeksztalcen i generowania wykresu,
zobacz znajdujace sie w witrynie GitHub w repozytorium do tej ksigzki®.

Wynalezienie funkcji linearyzacji, ktéra sprawia, ze rozklad wyglada jak krzywa dzwo-
nowa, moze by¢ trudne. Latwiejszym podejsciem jest utworzenie zasobnikéw dla wielu
widokow i takie dobranie granic zasobnikéw, aby pasowaly do zadanego rozktadu wyj-
$ciowego. Pryncypialnym podejsciem do wyboru tych zasobnikéw jest wykonanie wyréw-
nania histogramu, gdzie zasobniki histogramu sg wybrane na bazie kwantyli w surowym

4 https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/sim-
ple_data_representation.ipynb
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rozkladzie (patrz trzeci panel na rysunku 2-4). W idealnej sytuacji wyréwnanie histogra-
mu skutkuje rozkladem jednostajnym (chociaz nie w tym przypadku, z powodu powta-
rzalnych wartosci w kwantylach). Aby wykona¢ wyréwnanie histogramu w BigQuery,
mozemy uzy¢ instrukgeji:

ML.BUCKETIZE(num_views, bins) AS bin
gdzie zmienna bins (zasobniki) jest uzyskana z:
APPROX_QUANTILES(num_views, 100) AS bins

Zobacz notes w repozytorium kodu do tej ksigzki, aby uzyska¢ petne szczegéty®.

Inng metoda do obstuzenia skos$nych rozkladéw jest uzycie techniki przeksztalcenia
parametrycznego, takiego jak przeksztatcenie Boxa-Coxa. Polega ono na wybraniu poje-
dynczego parametru, lambda, w celu kontroli ,,heteroskedastycznosci’, aby wariancja nie
zalezala juz od modulu. Tutaj wariancja wérdd rzadko odwiedzanych stron Wikipedii
byta znacznie mniejsza niz wariancja wsrod czesto odwiedzanych stron, a przeksztalce-
nie Boxa-Coxa probuje wyréwnac wariancje wsrdd wszystkich zakreséw wielu widokdw.
Mozna to zrobi¢ przy uzyciu pakietu SciPy jezyka Python:

traindf[ 'boxcox'], est_lambda = (
scipy.stats.boxcox(traindf['num_views']))

Parametr szacowany na podstawie zbioru uczacego (est_lambda) jest nastepnie uzywany
do przeksztalcenia innych wartosci:

evaldf[ 'boxcox'] = scipy.stats.boxcox(evaldf['num_views'], est_lambda)

Tablica liczb

Czasami dane wejsciowe sg tablicg liczb. Jesli tablica ma stalg dlugos¢, reprezentacja da-
nych moze by¢ doé¢ prosta: splaszczenie tablicy i traktowanie kazdej pozycji jako odmien-
nej cechy. Ale czgsto tablica bedzie miata zmienng dlugos¢. Na przyktad jednym z wejs¢
modelu do prognozowania sprzedazy ksigzki niefikcyjnej moze by¢ sprzedaz wszystkich
poprzednich ksigzek na ten temat. Przyktadem moze by¢:

[2160, 15200, 230000, 1200, 300, 532100]

Oczywiscie dlugosc tej tablicy bedzie rézna w kazdym wierszu, poniewaz mamy rdézne
liczby ksigzek publikowanych na rézne tematy.
Popularne idiomy do obstugi tablic liczbowych to m.in.:

» Reprezentacja tablicy wejsciowej w terminach jej statystyk zbiorczych. Na przyktad
mozemy uzy¢ dlugosci (czyli liczby wezesniejszych ksigzek na ten temat), sredniej,
mediany, minimum, maksimum itd.

5  https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/sim-
ple_data_representation.ipynb
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« Reprezentacja tablicy wejsciowej w terminach rozktadu empirycznego - tj. wedlug
10./20./... percentyla itd.

o Jesli tablica jest uporzadkowana w konkretny sposob (np. w kolejnosci czasu lub we-
dlug rozmiaru), reprezentacja tablicy wejsciowej nastepuje wedlug ostatnich trzech
lub jakiejs innej stalej liczby elementow. Dla tablic o dlugosci mniejszej niz trzy,
cechy sa dopelniane do dlugosci trzy brakujacymi wartosciami.

Wszystkie te sposoby koniczg sie reprezentacjg tablicy danych o zmiennej dlugosci jako
cechy o stalej dtugosci. Mozemy takze sformulowac ten problem jako problem progno-
zowania szeregéw czasowych, poniewaz problem przewidywania sprzedazy nastepnej
ksigzki na dany temat jest oparty na historii sprzedazy poprzednich ksigzek w czasie.
Traktujgc sprzedaz poprzednich ksigzek jako tablice wejsciows, zakladamy, ze najwaz-
niejszymi czynnikami w predykgcji sprzedazy ksigzki jest sama ksigzka (autor, wydawca,
recenzje itp.), a nie kontynuacja w czasie wielkosci sprzedazy.

Wejscia kategorialne

Poniewaz wigkszos¢ nowoczesnych modeli uczenia maszynowego (lasy losowe, maszyny
wektoréw noénych, sieci neuronowe) operuje na warto$ciach liczbowych, wejscia kate-
gorialne muszg by¢ reprezentowane jako liczby.

Proste ponumerowanie mozliwych warto$ci i odwzorowanie ich na skali porzagdkowej
bedzie dziala¢ stabo. Zalézmy, ze jednym z wejs¢ do modelu, ktéry prognozuje sprzedaz
ksiazki, jest jezyk, w jakim zostala ona napisana. Nie mozemy po prostu utworzy¢ takiej
tabeli odwzorowan:

Wejscie kategorialne Cecha liczhowa
angielski 1.0
chiski 2.0
niemiecki 3.0

Jest to niewtasciwe, poniewaz model uczenia maszynowego prébowalby dokona¢ inter-
polacji miedzy popularnoscia ksigzek niemieckich i angielskich, aby uzyska¢ popularnosé
ksigzki po chinsku! Poniewaz nie ma porzadkowej relacji miedzy jezykami, trzeba uzy¢
takiego odwzorowania kategorii na liczby, ktdre pozwala, aby model uczyl si¢ z rynku
ksiazek napisanych w tych jezykach w sposob niezalezny.

Kodowanie 1zn

Najprostszg metodg odwzorowania zmiennych kategorialnych przy zapewnieniu ze
zmienne s3 niezalezne, jest kodowanie 1 z n. W naszym przypadku kategorialna zmienna
wejsciowa zostataby skonwertowana na tréjelementowy wektor cech przy uzyciu naste-
pujacego odwzorowania:

Wejscie kategorialne Cecha liczbowa

angielski [1.0,0.0,0.0]

28 | Rozdziat 2: Wzorce projektowe reprezentacji danych



Wejscie kategorialne Cecha liczhowa
chinski (0.0, 1.0, 0.0]
niemiecki [0.0,0.0, 1.0]

Kodowanie 1 z n wymaga od nas znajomosci z wyprzedzeniem stownika wejscia kate-
gorialnego. Tutaj stownik sktada si¢ z trzech tokendéw (angielski, chinski i niemiecki),
a dlugos¢ wynikowej cechy jest rozmiarem tego stownika.

Dummy coding czy kodowanie 1z n?

Technicznie rzecz biorac, 2-elementowy wektor cech jest wystarczajacy do zapew-
nienia unikalnego odwzorowania stownika o rozmiarze 3:

Wejscie kategorialne Cecha liczbowa
angielski [0.0, 0.0]
chiriski [1.0,0.0]
niemiecki (0.0, 1.0]

Podejscie to jest nazwane dummy coding (glupie kodowanie). Poniewaz jest bardziej
zwiezly reprezentacja, jest preferowane w modelach statystycznych, ktére dzialajg
lepiej, gdy wejscia sa liniowo niezalezne.

Jednak nowoczesne algorytmy uczenia maszynowego nie wymagaja, aby ich wej-
scia byty liniowo niezalezne i uzywajg takich metod, jak regularyzacja L1, do przyci-
nania nadmiarowych wej$¢. Dodatkowy stopien swobody pozwala, aby framework
przejrzyscie obstugiwat brakujace wejscia w srodowisku produkcyjnym jako same
zera:

Wejscie kategorialne Cecha liczbowa
angielski [1.0, 0.0, 0.0]
chiniski [0.0, 1.0, 0.0]
niemiecki [0.0, 0.0, 1.0]
(brakujacy) [0.0,0.0, 0.0]

Zatem wiele frameworkdéw uczenia maszynowego czesto obstuguje tylko kodowanie
1zn.

W pewnych okoliczno$ciach moze by¢ przydatne traktowanie wejscia liczbowego jako
kategorialnego i odwzorowanie go w kolumnie z kodowaniem 1 z n:

Kiedy wejscie liczbowe jest indeksem
Na przyktad, jezeli prébujemy prognozowac poziomy ruchu i jednym z wejs¢ jest dzien
tygodnia, mozemy traktowac dzien tygodnia jako liczbe (1, 2, 3, ..., 7), ale warto
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zauwazy¢, ze numer dnia tygodnia nie tworzy ciaglej skali, ale faktycznie jest po prostu
indeksem. Lepiej traktowac go jako zmienng kategorialng (niedziela, poniedzialek, ...,
sobota), poniewaz indeksowanie jest arbitralne. Czy tydzien powinien zaczynac sig
od niedzieli (jak w USA), poniedziatku (jak we Francji) czy soboty (jak w Egipcie)?

Kiedy relacje miedzy wejsciem a etykietg sq nieciggte
To, co powinno przechyli¢ szale w kierunku traktowania dnia tygodnia jako cechy
kategorialnej, to fakt, ze na natezenie ruchu w pigtek nie wplywa nat¢zenie ruchu
w czwartek ani sobote.

Kiedy traktowanie zmiennej liczbowej jako zasobnika jest korzystne

W wiekszo$ci miast natezenie ruchu zalezy od tego, czy jest to weekend, a to z kolei
zalezy od lokalizacji (sobota i niedziela w wigkszosci $wiata, czwartek i pigtek w niektd-
rych krajach islamskich). Bytoby zatem pomocne traktowanie dnia tygodnia jako cechy
logicznej (weekend lub dzien roboczy). Takie odwzorowanie, gdzie liczba rozdzielnych
wejs¢ (tutaj siedem) jest wigksza niz liczba oddzielnych wartosdci cech (tutaj dwie)
jest nazywana stosowaniem zasobnikéw. Typowe stosowanie zasobnikéw odbywa sie¢
na podstawie zakresow — na przyklad mozemy podzieli¢ na zasobniki zakresy zmiennej
mother_age, ktore dzielg si¢ przy 20, 25, 30 itd. i traktowac kazdy z tych zasobnikow
jako kategorialny, ale powinnismy zdawac sobie sprawe, ze tracimy w ten sposéb po-
rzagdkowy nature zmiennej wejsciowej mother_age.

Kiedy chcemy traktowac rézne wartosci wejscia liczbowego jako niezalezne, gdy chodzi

o ich wplyw na etykiete
Na przyklad masa dziecka zalezy od mnogos$ci® ciazy, poniewaz bliznieta i trojaczki
maja zwykle mniejsza mase niz dzieci urodzone pojedynczo. Zatem dziecko, ktdre
ma nizsza mase, ale nalezy do trojaczkéw, moze by¢ zdrowsze niz blizniak o tej samej
masie. W takim przypadku mozemy odwzorowa¢ mnogo$¢ jako zmienng kategorialng,
poniewaz zmienna kategorialna pozwala, aby model uczyl si¢ niezaleznie strojonych
parametréw dla réznych warto$ci mnogosci. Oczywiscie mozemy zrobic to tylko wte-
dy, gdy mamy wystarczajaco duzo przykladéw blizniat i trojaczkdw w zbiorze danych.

Tablica wartosci kategorialnych

Czasami dane wejsciowe sg tablicg kategorii. Jesli tablica ma stalg dlugos¢, mozemy trak-
towac kazda pozycje jako oddzielng cechg. Jednak czesto tablica bedzie miata zmienng
dlugos¢. Na przyklad jednym z wejs¢ modelu dotyczacego urodzen moga by¢ typy po-
przednich porodéw tej matki:

[Induced, Induced, Natural, Cesarean]

Oczywiscie dlugos¢ tej tablicy bedzie rézna w kazdym wierszu, poniewaz mamy rézne
liczby starszego rodzenstwa dla kazdego dziecka.
Typowe idiomy do obstugi tablic wartosci kategorialnych to m.in.:

6 Dla bliznigt mnogos¢ to 2. Dla trojaczkéw mnogos¢ to 3.
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o Zliczanie liczby wystapien kazdego elementu slownika. Zatem reprezentacja dla
naszego przykladu bylaby [2, 1, 1] przy zalozeniu, Ze stownik to Induced, Natural,
oraz Cesarean (wywolywany, naturalny, cesarski — w tej kolejnosci). Jest to teraz
tablica liczb o statej dlugosci, ktéra mozemy splaszczy¢ i uzywac w kolejnosci po-
zycyjnej. Je$li mamy tablice, gdzie element moze wystapic¢ tylko raz (na przyklad
jezyki, ktorym mowi osoba), lub jesli funkcja po prostu wskazuje obecnos¢, a nie
liczbe (na przyklad, czy matka kiedykolwiek miata cesarskie ciecie), wtedy liczba
na kazdej pozycji jest 0 lub 1, co jest nazywane kodowaniem wiele z n.

o W celu unikniecia duzych liczb mozna uzy¢ wzglednej czestotliwosci zamiast zlicza-
nia. Reprezentacjg dla naszego przykltadu byloby [0.5, 0.25, 0.25] zamiast [2, 1, 1].
Puste tablice (pierworodne dziecko bez wczesniejszego rodzenstwa) s3 reprezen-
towane jako [0, 0, 0]. W przetwarzaniu jezyka naturalnego wzgledna czestotliwos¢
stowa jest ogélnie normalizowana przez wzgledna czestotliwos¢ w dokumentach,
ktore zawierajg to stowo, aby zwrdci¢ czgstos¢ termu x odwrotng czestosé w dokumen-
tach, czyli TE-IDF’. TE-IDF (skrot od term frequency x inverse document frequency)
odzwierciedla, jak unikalne jest stowo w danym dokumencie.

« W przypadku tablicy uporzadkowanej w konkretny sposéb (np. w kolejnosci czaso-
wej) reprezentacja tablicy wejsciowej wg trzech ostatnich elementéw. Tablice krétsze
niz trzy sg dopelniane brakujgcymi wartosciami.

» Reprezentacja tablicy przez zbiorcze statystyki, np. dtugos¢ tablicy, mode (najczes-
ciej wystepujacy wpis), mediane, 10./20./... percentyl itp.

Sposroéd nich idiom zliczania/wzglednej czestosci jest najczestszy. Zauwaz, ze oba te spo-
soby sa uogolnieniem kodowania 1 z n - jesli dziecko nie ma starszego rodzenstwa,
reprezentacjg byloby [0, 0, 0], a jesli dziecko ma jedno starsze rodzenstwo urodzone
naturalnie, reprezentacja bytoby [0, 1, 0].

Po obejrzeniu prostych reprezentacji danych oméwimy wzorce projektowe, ktére po-
magaja w reprezentacji danych.

Wzorzec projektowy 1: Cecha haszowana

Wzorzec projektowy Cecha haszowana (Hashed Feature) rozwigzuje trzy mozliwe prob-
lemy zwigzane z cechami kategorialnymi: niepelny slownik, rozmiar modelu zwigzany
z mocg zbioru i zimny rozruch. Robi to przez grupowanie cech kategorialnych i zgode
na kompromis dotyczacy wystepowania kolizji w reprezentacji danych.

Problem

Kodowanie 1 z n kategorialnej zmiennej wejsciowej wymaga znajomosci stownika z wy-
przedzeniem. Nie jest to problemem, jesli zmienna wejSciowa jest czyms takim, jak jezyk,
w ktorym napisano ksigzke, lub dzien tygodnia, kiedy prognozowany jest poziom ruchu

7 https://oreil.ly/kNYHr
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drogowego. Co jednak, jesli zmienna kategorialna, o ktérej mowa, jest czyms takim jak
identyfikator szpitala (hospital_id), gdzie urodzilo si¢ dziecko, lub identyfikator lekarza
(physician_id), czyli osoby odbierajacej poréd? Takie zmienne kategorialne stanowia
kilka problemdw:

 Znajomosc¢ stownika wymaga wyodrebnienia go z danych uczacych. Z powodu lo-
sowego probkowania jest mozliwe, Ze dane uczace nie beda zawiera¢ wszystkich
mozliwych szpitali lub lekarzy. Stownik moze by¢ niekompletny.

« Zmienne kategorialne majg wielkg moc. Zamiast wektoréw cech z trzema jezykami
lub siedmioma dniami mamy wektory cech, ktérych dlugos¢ liczona jest w tysiagcach
lub milionach. Takie wektory cech w praktyce generujg wiele problemoéw. Obejmuja
tyle wag, ze dane uczace mogg by¢ niewystarczajace. Jesli nawet uczenie modelu
bedzie mozliwe, wytrenowany model bedzie wymaga¢ duzo miejsca w pamigci ma-
sowej, poniewaz w czasie serwowania potrzebny jest caly sfownik. Zatem wdrozenie
modelu na mniejszych urzadzeniach moze by¢ niemozliwe.

« Po wprowadzeniu modelu do srodowiska produkcyjnego moga zosta¢ zbudowane
nowe szpitale i zatrudnieni nowi lekarze. Model nie bedzie w stanie dokonywac
dla nich predykcji, a zatem oddzielna infrastruktura serwowania bedzie wymagana
do obstuzenia takich probleméw zimnego rozruchu.

Nawet w przypadku prostych reprezentacji, takich jak kodowanie 1 z n,
warto przewidzie¢ problem zimnego rozruchu i jawnie zarezerwowac same
zera dla wejs¢ spoza stownika.

Jako konkretny przyklad wezmiemy problem prognozowania opdznienia ladowania sa-
molotu. Jednym z wejs¢ modelu jest lotnisko odlotu. W czasie zbierania danych w USA
bylo 347 lotnisk:

SELECT
DISTINCT(departure_airport)
FROM “bigquery-samples.airline_ontime_data.flights’

Niektdre lotniska miaty niewiele lotow;, od jednego do trzech, w calym rozpatrywanym prze-
dziale czasu, a zatem oczekiwali$my, ze stownik danych uczacych bedzie niekompletny. 347 jest
wystarczajaco duzg liczbg, zeby cecha byta dos¢ rzadka, a w tym przypadku z pewnoscig nowe
lotniska bedg budowane. Wszystkie trzy problemy (niepetny stownik, duza moc zbioru i zim-
ny rozruch) beda wystepowac, jesli zapiszemy lotnisko odlotu za pomocg kodowania 1 z n.
Zbioér danych linii lotniczych, podobnie jak zbiér danych urodzeniowych i prawie
wszystkie inne zbiory danych uzywane w tej ksigzce dla ilustracji, jest publicznym zbio-
rem danych w BigQuery®, na ktérym mozna wyprobowa¢ wiasne zapytania. Podczas
pisania tej ksigzki mozna bylo bezplatnie wykona¢ 1 TB zapytan miesiecznie i dostgpne

8  https://oreil ly/lgcKA
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jest sSrodowisko testowe, ktore pozwala uzywac BigQuery do tego limitu bez obcigzania
karty kredytowej. Zachecamy do dodania do zaktadek naszego repozytorium GitHub. Jako
przyktad, mozna wykorzysta¢ notes w witrynie GitHub zawierajacy peten kod®.

Rozwigzanie

Wzorzec projektowy Cecha haszowana reprezentuje kategorialng zmienng wejsciowa
W nastepujacy sposob:

1. Konwersja wejscia kategorialnego na unikalny ciag. W przypadku lotniska odlotu,
mozemy uzyc¢ trzyliterowego kodu IATA'® danego lotniska.

2. Wywolanie deterministycznego (bez ziaren losowych ani soli) i przeno$nego (aby
ten sam algorytm mogt by¢ uzywany do uczenia i serwowania) algorytmu haszo-
wania ciagu.

3. Wziecie reszty z dzielenia wyniku haszowania przez zadang liczbe zasobnikéw.
Typowo algorytm haszowania zwraca liczbe catkowita, ktéra moze by¢ ujemna,
a wynik modulo liczby calkowitej ujemnej jest ujemny. Zatem brana jest warto$¢

bezwzgledna wyniku.
W BigQuery SQL te kroki sg osiggane nastepujgco:
ABS(MOD(FARM_FINGERPRINT(airport), numbuckets))

Funkcja FARM_FINGERPRINT uzywa rodziny algorytmoéw FarmHash, ktére sa determi-
nistyczne, maja dobry rozklad, a takze implementacje dostepne w wielu jezykach
programowania'’.

W TensorFlow te kroki s3 implementowane przez funkcje feature_column:

tf.feature_column.categorical_column_with_hash_bucket(
airport, num_buckets, dtype=tf.dtypes.string)

Na przyktad w tabeli 2-1 przedstawiono wynik FarmHash niektdrych kodéw lotnisk IATA
po haszowaniu na 3, 10 i 1000 zasobnikdw.

Tabela 2-1 Wynik funkcji FarmHash dla niektérych kodow lotnisk IATA po haszowaniu
na rozng liczbe zasobnikow.

Wiesz departure_airport hash3 hash10 hash1000
1 DTW 1 3 543
2 LBB 2 9 709

9  https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/has-
hed_feature.ipynb

10 https://oreil.ly/B8nLw

11 https://github.com/google/farmhash/blob/master/Understanding_Hash_Functions, https://github.com/
google/farmhash
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Wiesz departure_airport hash3 hash10 hash1000

3 SNA 2 7 587
4 MSO 2 7 737
5 ANC 0 8 508
6 PIT 1 7 267
7 PWM 1 9 309
8 BNA 1 4 744
9 SAF 1 2 892
10 IPL 2 1 591

Dlaczego to dziata

Zalozmy, ze wybraliSmy haszowanie kodu lotniska przy uzyciu 10 zasobnikéw (hash10
w tabeli 2-1). Jak rozwigzuje to rozpoznany problem?

Wejscie spoza stownika

Nawet jesli lotnisko z garscia lotow nie jest czescia zbioru uczacego, jego haszowana war-
tos$¢ cechy bedzie w zakresie [0 — 9]. Zatem nie ma problemu elastycznosci podczas serwo-
wania — nieznane lotnisko bedzie otrzymywac predykcje odpowiadajace innym lotniskom
w zasobniku haszowania. Model nie wykaze btedu.

Jesli mamy 347 lotnisk, $rednio 35 otrzyma ten sam kod zasobnika haszowania, jesli
dokonamy haszowania na 10 zasobnikéw. Lotnisko, ktorego brakuje w zbiorze uczacym,
bedzie ,,pozyczac” swoje charakterystyki z innych podobnych ~35 lotnisk w zasobniku
haszowania. Oczywiscie predykcja dla brakujgcego lotniska nie bedzie dokladna (nie-
uzasadnione byloby oczekiwanie dokladnych predykgji dla nieznanych wejs¢), ale bedzie
miesci¢ sie we wlasciwym zakresie.

Liczbe zasobnikéw haszowania wybieramy przez réwnowazenie potrzeby rozsadnej
obstugi wejs¢ spoza stownika i potrzeby, aby model dokladnie odzwierciedlal wejscie
kategorialne. Przy 10 zasobnikach haszowania ~35 zostanie pomieszanych. Dobrg regula
praktyczng jest wybor takiej liczby zasobnikow haszowania, aby kazdy zasobnik otrzymat
pie¢ wpisow. W tym przypadku oznaczaloby to, ze 70 zasobnikéw haszowania jest dobrym
kompromisem.

Wielka moc

tatwo zauwazy¢, ze problem wielkiej mocy zbioru jest rozwigzywany, o ile wybierzemy
odpowiednio malg liczbe zasobnikow haszowania. Nawet jesli mamy miliony lotnisk,
szpitali czy lekarzy, mozemy haszowac te cechy na kilkaset zasobnikoéw, a zatem utrzymac
praktyczne wymagania dotyczace pamigci systemu i rozmiaru modelu.
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Nie potrzebujemy przechowywac stownika, poniewaz kod przeksztalcenia jest nieza-
lezny od rzeczywistej wartosci danych, a rdzenn modelu radzi sobie z wejsciami num_bu-
ckets, a nie z pelnym stownikiem.

Prawda jest, ze haszowanie jest stratne — poniewaz mamy 347, srednio 35 lotnisk otrzy-
ma ten sam kod zasobnika haszowania, jesli bedziemy haszowac na 10 zasobnikéw. Kiedy
alternatywg jest odrzucenie zmiennej z powodu zbyt rozlegtych wartosci, kodowanie strat-
ne jest akceptowalnym kompromisem.

Zimny rozruch

Sytuacja zimnego rozruchu przypomina sytuacje danej spoza stownika. Jesli nowe lotnisko
jest dodawane do systemu, poczatkowo otrzymuje predykcje odpowiadajace pozostatym
lotniskom w zasobniku haszowania. W miare, jak lotnisko staje si¢ popularne, bedzie
wigcej lotow z tego lotniska. O ile bedziemy okresowo ponownie trenowaé model, jego
predykcje zaczng odzwierciedla¢ opdznienia przylotu z tego nowego lotniska. Jest to opi-
sane bardziej szczegétowo w podrozdziale ,Wzorzec projektowy 18: Ciaggla ewaluacja
modelu” w rozdziale 5. Dzigki wybraniu takiej liczby zasobnikéw haszowania, ze kazdy
zasobnik otrzymuje okoto pigciu wpiséw, zapewniamy, ze dowolny zasobnik bedzie miat
rozsgdne wyniki poczatkowe.

Kompromisy i alternatywy

Wiekszos$¢ wzorcow projektowych uwzglednia pewnego rodzaju kompromis, a wzorzec
projektowy Cecha haszowana nie jest wyjatkiem. Kluczowym kompromisem jest tutaj
strata doktadnosci modelu.

Kolizje zasobnikow

Obliczanie modulo w implementacji Cechy haszowanej jest operacja stratng. Wybor roz-
miaru haszowania réwnego 100 oznacza, ze postanawiamy, aby 3 — 4 lotniska wspoldzieli-
ly zasobnik. Jawnie rezygnujemy ze zdolnosci reprezentacji danych (ze stalym stownikiem
i kodowaniem 1 z n) w celu obstuzenia wej$¢ spoza stownika, ograniczen mocy/rozmiaru
modelu oraz problemdéw zimnego rozruchu. Nie ma nic za darmo. Nie nalezy wybiera¢
Cechy haszowanej, jesli stownik jest znany z wyprzedzeniem, jesli rozmiar stownika jest
wzglednie maly (liczony w tysigcach jest akceptowalny dla zbioru danych z milionami
probek), a zimny start nie stanowi problemu.

Nalezy zauwazy¢, ze nie mozemy po prostu zwiekszy¢ liczby zasobnikéw do ekstre-
malnie wysokiej liczby w nadziei calkowitego uniknigcia kolizji. Nawet jesli zwiekszymy
liczbe zasobnikéw do 100 000 przy tylko 347, prawdopodobienistwo, ze co najmniej dwa
lotniska wspoéldzielg ten sam zasobnik haszowania, wynosi 45% - co jest nieakceptowalnie
wysokie (patrz tabela 2-2). Zatem powinnismy uzywacé Cech haszowanych tylko wtedy,
gdy chcemy tolerowaé wiele wejs¢ kategorialnych wspoétdzielgcych tg samag wartos¢ za-
sobnika haszowania.
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Tabela 2-2 Oczekiwana liczba wpisow na zasobnik i prawdopodobieristwo co najmniej jednej
kolizji, gdy kody lotnisk IATA sq haszowane na rozng liczbe zasobnikéw

num_hash_buckets entries_per_bucket collision_prob
3 115.666667 1.000000
10 34.700000 1.000000
100 3.470000 1.000000
1000 0.347000 1.000000
10000 0.034700 0.997697
100000 0.003470 0.451739
Skosnos¢

Utrata doktadnosci jest szczegdlnie dotkliwa, gdy rozklad wejscia kategorialnego jest bar-
dzo sko$ny. Rozwazmy przyklad zasobnika haszowania, ktéry zawiera ORD (Chicago, jed-
no z najbardziej ruchliwych lotnisk na §wiecie). Mozemy je znalez¢ w nastepujacy sposob:

CREATE TEMPORARY FUNCTION hashed(airport STRING, numbuckets INT64) AS (
ABS(MOD(FARM_FINGERPRINT(airport), numbuckets))

);

WITH airports AS (
SELECT
departure_airport, COUNT(1) AS num_flights
FROM “bigquery-samples.airline_ontime_data.flights’
GROUP BY departure_airport
)

SELECT
departure_airport, num_flights
FROM airports
WHERE hashed(departure_airport, 100) = hashed(‘ORD’, 100)

Wryniki pokazuja, ze chociaz w bazie jest ~3.6 milionéw lotéw z ORD, znajdziemy tam
tylko ~67000 lotow z BTV (Burlington, Vermont):

departure_airport num_flights
ORD 3610491

BTV 66555

Md 597761

To wskazuje, ze we wszystkich praktycznych zastosowaniach model bedzie uwzglednia¢
diugie czasy dojazdu takséwka i op6znienia pogodowe doswiadczane w Chicago przy
prognozach dla miejskiego lotniska w Burlington, Vermont! Dokladno$¢ modelu dla BTV
czy MCI (lotnisko w Kansas City) bedzie dos¢ staba z powodu ogromnej liczby odlotow
z Chicago.
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Funkcja agregujaca

W przypadkach, gdy rozklad zmiennej kategorialnej jest sko$ny lub gdy liczba zasobnikéw
jest tak mata, ze kolizje zasobnikow sg czeste, mozemy uznac za przydatne dodanie funkcji
agregujacej jako wejscia do naszego modelu. Na przykiad dla kazdego portu mozemy zna-
lez¢ prawdopodobienstwo lotéw bez opdznien w zbiorze uczacym i dodac to jako ceche
do naszego modelu Pozwoli to unikna¢ straty informacji zwigzanych z poszczeg6lnymi
lotniskami, gdy haszujemy kody lotnisk. W niektdérych przypadkach mozemy by¢ w stanie
catkowicie unikng¢ uzywania nazwy lotniska jako cechy, poniewaz wzgledna czestotliwos¢
lotéw bez opdznien moze by¢ wystarczajaca.

Strojenie hiperparametrow

Z powodu kompromiséw zwigzanych z czestotliwoscig kolizji zasobnikdéw wybdr liczby
zasobnikow moze by¢ trudny. Czesto zalezy od samego problemu. Zatem zalecamy trak-
towanie liczby zasobnikéw jako hiperparametru do strojenia:

- parameterName: nbuckets
type: INTEGER
minValue: 10
maxValue: 20
scaleType: UNIT_LINEAR_SCALE

Nalezy upewnic sie, ze liczba zasobnikow pozostaje w rozsadnym zakresie wzgledem
mocy zmiennej kategorialnej, ktdra jest haszowana.

Haszowanie kryptograficzne

To, co sprawia, ze Cecha haszowana jest stratna, to cz¢$¢ obliczania modulo w jej implementa-
cji. A jakby tak unikng¢ catkowicie obliczania modulo? Ostatecznie algorytm Farm Fingerprint
ma stalg dtugos¢ (INT64 ma 64 bity), a zatem moze by¢ reprezentowany przy uzyciu 64 war-
tosci cech, z ktdrych kazda wynosi 0 lub 1. Jest to nazywane kodowaniem binarnym.

Jednak kodowanie binarne nie rozwigzuje problemu wejs¢ spoza stownika ani zimnego
rozruchu (jedynie problem wielkiej mocy). Faktyczne kodowanie bitowe jest falszywym
tropem. Jesli nie dokonujemy operacji modulo, mozemy uzyska¢ unikalng reprezentacje
przez proste zastosowanie trzech znakéw kodu IATA (zatem uzywajac cechy o dlugosci
3*26=78). Problem z taka reprezentacja jest natychmiast widoczny: lotniska, ktorych na-
Zwy zaczynajg si¢ na litere O, nie maja ze sobg nic wspolnego, jesli chodzi o charakterystyki
op6znien lotow - kodowanie utworzylo pozorng korelacje miedzy lotniskami zaczynajacy-
mi si¢ na t¢ sama litere. To samo spostrzezenie zachodzi réwniez w przestrzeni binarne;.
Z tego powodu nie zalecamy binarnego kodowania wartosci algorytmu Farm Fingerprint.

Kodowanie binarne funkcji haszujacej MD5 nie wykazuje tego problemu pozornej ko-
relacji, poniewaz wynik funkcji haszujacej MD5 ma rozktad jednostajny, a zatem wyniko-
we bity réwniez beda miaty rozktad jednostajny. Jednak w przeciwienstwie do algorytmu
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Farm Fingerprint, algorytm haszujgcy MD5 nie jest deterministyczny ani unikatowy — jest
haszowaniem jednokierunkowym i moze mie¢ wiele nieoczekiwanych kolizji.

We wzorcu projektowym Cecha haszowana musimy uzywac algorytmu haszowania
odcisku palca, a nie kryptograficznego algorytmu haszowania. Jest tak, poniewaz celem
tunkeji odcisku palca jest wytworzenie deterministycznej i unikalnej wartosci. Jesli sie nad
tym zastanowimy, uznamy to wymaganie za kluczowe w funkcjach wstepnego przetwarza-
nia w uczeniu maszynowym, poniewaz potrzebujemy stosowac t¢ samg funkcj¢ podczas
serwowania modelu i otrzymywac te sama zahaszowang wartos¢. Funkcja Fingerprint nie
wytwarza wyj$cia o rozkladzie jednostajnym. Algorytmy kryptograficzne, takie jak MD5
lub SHA1 wytwarzajg wyjscie o rozkladzie jednostajnym, ale nie s3 deterministyczne i ce-
lowo sg kosztowne obliczeniowo. Dlatego haszowanie kryptograficzne nie jest uzyteczne
w kontekscie inzynierii cech, gdzie warto$¢ haszowana obliczona dla danego wejscia pod-
czas predykcji musi by¢ taka sama, jak obliczona podczas trenowania, a funkcja haszujaca
nie powinna spowalnia¢ modelu uczenia maszynowego.

Powodem, dla ktorego algorytm MD5 nie jest deterministyczny, jest typowe
dodawanie "soli” do ciggu, ktéry ma by¢ poddany haszowaniu. S61'? to lo-
sowy ciagg dodawany do kazdego hasla w celu zapewnienia, ze nawet jesli
dwoje uzytkownikéw przypadkowo uzyje tego samego hasla, zahaszowane
warto$ci w bazie danych beda rdzne. Jest to potrzebne, aby udaremni¢ ataki
oparte na ,teczowych tabelach’, czyli ataki polegajace na stownikach typowo
wybieranych hasel, ktére poréwnujg hasz znanego hasta z haszami w bazie
danych. Dzigki wzrostowi mocy obliczeniowej mozliwe jest przeprowadzenie
réwniez brutalnego ataku na kazdg mozliwg sdl, dlatego nowoczesne imple-
mentacje kryptograficzne dokonujg haszowania w petli, aby zwiekszy¢ koszt
obliczeniowy. Nawet jesli wytaczymy sél i zredukujemy liczbe iteracji do jed-
nej, haszowanie MD5 jest jednokierunkowe. Warto$¢ nie bedzie unikalna.

Podsumowujac, potrzebujemy uzy¢ algorytmu haszowania odciskow palcow. Potrzebujemy
tez oblicza¢ modulo z wyniku haszowania.

Kolejnos¢ operadji
Nalezy zauwazy¢, ze najpierw dokonujemy operacji modulo, a nast¢pnie obliczenia war-
tosci bezwzgledne;:

CREATE TEMPORARY FUNCTION hashed(airport STRING, numbuckets INT64) AS (
ABS(MOD(FARM_FINGERPRINT(airport), numbuckets))

);

Kolejnos¢ funkcji ABS, MOD oraz FARM_FINGERPRINT w powyzszym fragmencie kodu jest
wazna, poniewaz zakres INT64 nie jest symetryczny. Méwiac $cilej, zakres ten rozcigga

12 https://oreil ly/cv7PS

38 | Rozdziat 2: Wzorce projektowe reprezentacji danych



sieod - 9 223 372 036 854 775 808 do 9 223 372 036 854 775 807 (wlacznie). Zatem
gdybysmy zrobili tak:

ABS(FARM_FINGERPRINT (airport))

mogltby wystapic rzadki i prawdopodobnie nieodtwarzalny btad przepetnienia, gdy ope-
racja FARM_FINGERPRINT zwrdcilaby - 9 223 372 036 854 775 808, poniewaz jej
warto$¢ bezwzgledna nie moze by¢ reprezentowana przy uzyciu INT64!

Puste zasobniki haszowania

Chociaz jest to malo prawdopodobne, istnieje mozliwos¢, ze nawet jesli wybierzemy 10
zasobnikéw haszowania do reprezentacji 347 lotnisk, jeden z zasobnikéw haszowania
bedzie pusty. Dlatego podczas uzywania haszowanych kolumn cech korzystne moze by¢
uzycie takze regularyzacji L2'°, aby wagi skojarzone z pustym zasobnikiem byty spro-
wadzone prawie do zera. W ten sposob, jesli lotnisko spoza stownika wpadnie w pusty
zasobnik, nie spowoduje numerycznej niestabilnosci modelu.

Wzorzec projektowy 2: Osadzanie

Osadzanie (Embeddings) to uczaca si¢ reprezentacja danych, ktéra odwzorowuje dane
o wielkiej mocy na przestrzen o mniejszej liczbie wymiaréw w taki sposodb, ze informacje
znaczgce dla problemu uczenia sa zachowywane. Osadzanie jest sercem nowoczesnego
uczenia maszynowego i ma rézne wcielenia w tej dziedzinie.

Problem

Modele uczenia maszynowego systematycznie szukaja w danych wzorcéw, ktére prze-
chwytuja sposob relacji cech wejsciowych modelu z etykieta wyjsciowa. W efekcie re-
prezentacja danych dla cech wejsciowych bezposrednio wplywa na jako$¢ koncowego
modelu. Chociaz obstuga strukturalnych, numerycznych wejs¢ jest do$¢ prosta, dane
potrzebne do trenowania modelu uczenia maszynowego moga wystepowa¢ w niezliczo-
nych odmianach, takich jak zmienne kategorialne, tekst, obrazy, dzwigk, szeregi czasowe
i wiele innych. Dla tych reprezentacji danych potrzebujemy przekaza¢ do naszego modelu
uczenia maszynowego znaczgcg wartos¢ liczbowg, aby te cechy mogtyby pasowac do typo-
wego paradygmatu trenowania. Osadzanie zapewnia sposéb obstugi niektérych sposrod
tych réznych typéw danych, zachowujacy podobienstwo miedzy elementami, a zatem
poprawia zdolnosé¢ naszego modelu do nauczenia si¢ istotnych wzorcéw.

Kodowanie 1 z n jest powszechnym sposobem reprezentacji kategorialnych zmiennych
wejsciowych. Na przyklad rozwazmy wejscie mnogosci w zbiorze danych urodzenio-
wych'®. Jest to zmienna kategorialna, ktora ma sze$¢ mozliwych wartosci: [ 'Single(1)'
(pojedyncza), 'Multiple(2+)' (mnoga), 'Twins(2)' (bliznieta), 'Triplets(3)' (trojaczki),

13 https://oreil.ly/xIwAH
14 Ten zbior danych jest dostepny w BigQuery: bigquery-public-data.samples.natality.
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'Quadruplets(4)' (czworaczki), 'Quintuplets(5)'] (piecioraczki). Mozemy obstuzy¢
to wejscie kategorialne przy uzyciu kodowania 1 z n, ktére odzwierciedla kazda poten-
cjalng wartos¢ ciggu wejsciowego na wektor jednostkowy w R®, jak pokazano w tabeli 2-3.

Tabela 2-3 Przyktad kodowania 1 z n wejs¢ kategorialnych do zbioru danych urodzeniowych

Mnogos¢ Kodowanie 1zn
Single(1) (pojedyncza) [1,0,0,0,0,0]
Multiple(2+) (mnoga) [0,1,0,0,0,0]
Twins(2) (bliznieta) [0,0,1,0,0,0]
Triplets(3) (trojaczki) [0,0,0,1,0,0]
Quadruplets(4) (czworaczki) [0,0,0,0,1,0]
Quintuplets(5) (piecioraczki) [0,0,0,0,0,1]

Po zakodowaniu w ten sposdb potrzebujemy sze$ciu wymiaréw do reprezentacji kazdej
z réznych kategorii. Szes¢ wymiardw to moze nie by¢ bardzo zle, ale co z sytuacja, gdy
mamy duzo wigcej kategorii do rozwazenia?

Co jesli na przyklad nasz zbiér danych sklada si¢ z historii ogladania przez klientow
filméw z bazy danych, a zadaniem jest sugerowanie listy nowych filméw na podstawie
wczedniejszych interakcji? W tym scenariuszu pole customer_id (identyfikator klienta)
mogloby mie¢ tysigce unikalnych wejs¢. Podobnie pole video_id (identyfikator filmu)
dla wczesniej obejrzanych filméw réwnie dobrze mogloby zawiera¢ tysigce wpisow.
Kodowanie 1 z n kategorialnych cech o wielkiej mocy, takich jak video_ids lub custo-
mer_1ids jako wej$¢ do modelu uczenia maszynowego prowadzi do powstania rzadkiej
macierzy, ktora niezbyt dobrze pasuje do wielu algorytméw uczenia maszynowego.

Drugim problemem z kodowaniem 1 z n jest to, Ze traktuje zmienne kategorialne jako
niezalezne. Jednak reprezentacja danych bliznigt powinna by¢ bliska reprezentacji danych
trojaczkow i dos¢ odlegta od reprezentacji pigcioraczkdw. Cigza mnoga najprawdopo-
dobniej oznacza bliznigta, ale moze tez oznacza¢ trojaczki. Jako przyklad w tabeli 2-4
pokazano alternatywna reprezentacj¢ kolumny mnogosci w mniejszym wymiarze, ktéry
przechwytuje taka relacje bliskosci.

Tabela 2-4 Uzycie osadzania o mniejszej liczbie wymiarow do reprezentacji kolumny mno-
gosci w zbiorze danych urodzeniowych.

Mnogos¢ Kandydujace kodowanie
Single(1) (pojedyncza) [1.0,0.0]
Multiple(2+) (mnoga) [0.0,0.6]
Twins(2) (bliznieta) [0.0,0.5]
Triplets(3) (trojaczki) [0.0,0.7]

Quadruplets(4) (czworaczki) [0.0,0.8]
Quintuplets(5) (piecioraczki)  [0.0,0.9]
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Te liczby sg oczywiscie wybrane arbitralnie. Czy jest jednak mozliwe nauczenie si¢ najlepszej
mozliwej reprezentacji kolumny mnogosci przy uzyciu zaledwie dwdch wymiaréw dla prob-
lemu urodzen? To jest wlasnie problem rozwigzywany przez wzorzec projektowy Osadzanie.

Te same trudnoéci zwigzane z wielkg mocg i zaleznosciami danych wystepujg w obra-
zach i tekscie. Obrazy sktadajg sie¢ z tysiecy pikseli, ktore nie s3 wzajemnie niezalezne.
Tekst w jezyku naturalnym pochodzi ze stownika obejmujacego dziesiatki tysiecy stow,
a stowo takie jak walk (spacerowac) jest blizsze stowu run (biega¢) niz stowu book (ksigzka).

Rozwigzanie

Wzorzec projektowy Osadzanie rozwigzuje problem reprezentacji danych o wielkiej mocy
bardziej gesto w mniejszej liczbie wymiardw, dzigki przekazaniu danych przez warstwe
osadzania, ktorej wagi mozna wytrenowac. W ten sposéb zmienna wejsciowa kategorialna
o duzej liczbie wymiardw jest mapowana na wektor o wartosciach rzeczywistych w pewnej
przestrzeni o mniejszej liczbie wymiaréw. Wagi do tworzenia gestej reprezentacji sg uczo-
ne w trakcie optymalizacji modelu (patrz rysunek 2-5). W praktyce osadzanie ostatecznie
przechwytuje relacje bliskosci w danych wejsciowych.

Masa
dziecka
Architektura
modelu
; Warstwa
- osadzania

EORE-BRES

Rysunek 2-5 Wagi warstwy osadzania sq wyuczane jako parametry podczas trenowania.

Poniewaz osadzanie przechwytuje relacje bliskosci w danych wejsciowych
w reprezentacji o mniejszej liczbie wymiaréw, mozemy uzy¢ warstwy osa-
dzania jako zamiennika dla technik klastrowania (np. segmentacji klien-
tow) i metod redukcji wymiaréw, takich jak analiza gtéwnych sktadowych
(PCA). Wagi osadzania s3 wyznaczane w gtéwnej petli trenowania modelu,
zatem eliminujg potrzebe uprzedniego klastrowania lub analizy PCA.

Wagi w warstwie osadzania bytyby uczone jako cze$¢ procedury spadku gradientu pod-
czas trenowania modelu urodzen.

Na koniec trenowania wagi warstwy osadzania moglyby kodowa¢ zmienne kategorial-
ne, jak pokazano w tabeli 2-5.
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Tabela 2-5 Kodowanie 1 z n dla kolumny mnogosci w zbiorze danych urodzeniowych

Mnogos¢ Kodowanie 1zn Nauczone kodowanie
Single(1) (pojedyncza) [1,0,0,0,0,0] [0.4,0.6]
Multiple(2+) (mnoga) [0,1,0,0,0,0] [0.1,0.5]
Twins(2) (bliZnieta) [0,0,1,0,0,0] [-0.1,0.3]
Triplets(3) (trojaczki) [0,0,0,1,0,0] [-0.2,0.5]
Quadruplets(4) (czworaczki) [0,0,0,0,1,0] [-0.4,0.3]
Quintuplets(5) (piecioraczki) [0,0,0,0,0,1] [-0.6, 0.5]

Osadzanie odwzorowuje rzadkie, zakodowane 1 z n wektory na geste dane wektorowe w R2.
W TensorFlow najpierw konstruujemy kolumne cechy kategorialnej, nastepnie opako-
wujemy ja w kolumnie cechy osadzonej. Na przyklad dla cechy mnogosci cigz mielibysmy:

plurality = tf.feature_column.categorical_column_with_vocabulary list(
'plurality', ['Single(1)', 'Multiple(2+)', 'Twins(2)',
"Triplets(3)', 'Quadruplets(4)', 'Quintuplets(5)'])

plurality_embed = tf.feature_column.embedding column(plurality, dimension=2)

Wynikowa kolumna cechy osadzonej mnogosci (plurality_embed) stuzy jako wejscie do dal-
szych wezléw sieci neuronowej, zamiast kolumny cechy zakodowanej w 1 z n (plurality).

Osadzanie tekstu

Tekst stanowi naturalne srodowisko, w ktorym korzystne jest uzywanie warstwy osadza-
nia. Biorac pod uwage moc stownika (czesto rzedu dziesigtkow tysiecy stow), kodowanie
1 z n kazdego stowa nie jest praktyczne. Prowadziloby do utworzenia niezwykle duzej
(o ogromnej liczbie wymiaréw) i jednocze$nie rzadkiej macierzy do trenowania. Ponadto
chcielibysmy, aby podobne znaczeniowo stowa miaty osadzenie bliskie, a niezwigzane da-
lekie w przestrzeni osadzania. Dlatego uzywamy gestego osadzania stéw do wektoryzacji
dyskretnych wejs¢ tekstowych przed przekazaniem do modelu.

W celu implementacji osadzania tekstu w Keras najpierw tworzymy tokenizacje dla kazde-
go stowa w stowniku, jak pokazano na rysunku 2-6. Nastepnie uzywamy tej tokenizacji do od-
wzorowania warstwy osadzania, podobnie jak zostalo to zrobione dla kolumny mnogosci.

{1: ‘the’,

2: ‘a’

3 'to’

Korpusucz_qcy & for
(wszystkie 5: 'in”
artykuty) 6 of
7: ‘and,

o

Rysunek 2-6 Tokenizator tworzy tabele wyszukiwania, ktéra odwzorowuje kazde stowo
na indeks.

42 | Rozdziat 2: Wzorce projektowe reprezentacji danych



Tokenizacja jest tablica wyszukiwania (lookup table), ktéra odwzorowuje kazde stowo
w naszym stowniku na indeks. Mozemy mysle¢ o tym jako o kodowaniu 1 z n kazdego
stowa, gdzie tokenizowany indeks jest lokalizacja niezerowego elementu w kodowaniu 1
z n. To wymaga pelnego przejscia przez caly zbidr danych (zalézmy, ze sktada si¢ z tytulow
artykuléw'?), aby utworzy¢ tabele wyszukiwania i moze by¢ to dokonane w Keras. Pelny
kod mozna znalez¢ w repozytorium do tej ksigzki'®:

from tensorflow.keras.preprocessing.text import Tokenizer

tokenizer = Tokenizer()
tokenizer.fit_on_texts(titles_df.title)

Tutaj mozemy uzy¢ klasy Tokenizer z biblioteki keras.preprocessing.text. Wywolanie
do fit_on_texts tworzy tabele wyszukiwania, ktéra odzwierciedla kazdy wyraz znaleziony
w naszych tekstach na indeks. Wywotanie tokenizer.index_word umozliwia bezposrednie
zbadanie tej tabeli wyszukiwania:

tokenizer.index_word
{1: 'the',

'a',

"to',

"for',

"in',
'of ',

'and',

5!,

: 'on',

10: 'with',

11: 'show', ...

O 00 N O U1 D W N

Mozemy nast¢pnie wywolaé to odwzorowanie z metodg texts_to_sequences naszego to-
kenizatora. To odwzorowuje kazdg sekwencje slow reprezentowang w wejsciu tekstowym
(tutaj zakladamy, ze s3 to tytuly artykutéw) na sekwencje tokendéw odpowiadajacych po-
szczegolnym stowom (patrz rysunek 2-7):

integerized_titles = tokenizer.texts_to_sequences(titles_df.title)

Tokenizator zawiera odpowiednie informacje, ktérych uzyjemy pdzniej do tworzenia
warstwy osadzania. W szczegolno$ci VOCAB_SIZE przechwytuje liczbe elementéw w ta-
beli wyszukiwania indeksu, a MAX_LEN zawiera maksymalng diugo$¢ ciagéow tekstowych
w zbiorze danych:

VOCAB_SIZE = len(tokenizer.index_word)
MAX_LEN = max(len(sequence) for sequence in integerized_titles)

15 Ten zbidr danych jest dostepny w BigQuery: bigquery-public-data.hacker_news.stories.
16 https://github.com/GoogleCloudPlatform/ml-design-patterns/blob/master/02_data_representation/em-
beddings.ipynb
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Rysunek 2-7 Uzycie tokenizatora sprawia, ze kazdy tytut jest odwzorowany na sekwencje
wartosci indeksow catkowitoliczbowych.

Przed utworzeniem modelu niezb¢dne jest wczesniejsze przetworzenie tytulow w zbiorze
danych. Bedzie trzeba dopelni¢ elementy tytulu w celu zaladowania do modelu. Keras
ma stuzace do tego pomocnicze funkcje pad_sequence ponad metodami tokenizatora.
Funkcja create_sequences przyjmuje zaréwno tytuly, jak i maksymalng dlugo$¢ zdania
jako wejscie i zwraca liste liczb calkowitych odpowiadajacych naszym tokenom dopel-
nionym do maksymalnej dlugosci zdania:

from tensorflow.keras.preprocessing.sequence import pad_sequences

def create_sequences(texts, max_len=MAX_LEN):
sequences = tokenizer.texts_to_sequences(texts)
padded_sequences = pad_sequences(sequences,
max_Llen,
padding="post’)
return padded_sequences

Nastepnie bedziemy budowaé model glebokiej sieci neuronowej (DNN, deep neural
network) w Keras, ktory implementuje prosta warstwe osadzania do przeksztalcania
liczb catkowitych stéw na geste wektory. Warstwa Embedding Keras moze by¢ uwazana
za odwzorowanie z indekséw catkowitoliczbowych konkretnych stéw na geste wektory
(ich osadzenia). Liczba wymiaréw osadzenia jest determinowana przez wymiar wyjscia
(output_dim). Argument input_dim wskazuje rozmiar stownika, a input_shape wskazuje
diugos¢ sekwencji wejsciowych. Poniewaz tytuly zostaly dopelnione przed przekazaniem
do modelu, ustawiamy input_shape=[MAX_LEN]:

model = models.Sequential([layers.Embedding(input_dim=VOCAB_SIZE + 1,
output_dim=embed_dim,
input_shape=[MAX_LEN]),

layers.Lambda(lambda x: tf.reduce_mean(x,axis=1)),
layers.Dense(N_CLASSES, activation=’softmax’)])

Zauwaz, ze trzeba umiesci¢ niestandardowg warstwe Keras Lambda miedzy warstwg osa-
dzania a gestg warstwg softmax, aby usredni¢ wektory stéw zwracane przez warstwe osa-
dzania. Jest to srednia, ktora jest przekazywana do gestej warstwy softmax. W ten sposob
tworzymy model, ktory jest prosty, ale traci informacje o kolejnosci stow, tworzac model,
ktéry widzi zdanie jako ,worek stow”.
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Osadzanie obrazow

Problemy tekstowe muszg radzi¢ sobie z bardzo rzadkim wejsciem, natomiast inne typy da-
nych, takie jak obrazy lub audio, skladaja si¢ z gestych, wielowymiarowych wektoréw, zwykle
z wieloma kanalami zawierajacymi surowe piksele lub informacje o czgstotliwosci. W tym
srodowisku Osadzanie przechwytuje odpowiednig niskowymiarowg reprezentacje wejscia.

W przypadku osadzania obrazéw ztozone konwolucyjne sieci neuronowe - takie jak
Inception lub ResNet - s3 najpierw trenowane na duzym zestawie danych obrazéw, takim
jak ImageNet, zawierajacym miliony obrazow i tysiace mozliwych etykiet klasyfikujgcych.
Nastepnie ostatnia warstwa softmax jest usuwana z modelu. Bez koncowej warstwy kla-
syfikatora softmax model moze by¢ uzywany do wyodrebniania wektora cech dla danego
wejscia. Ten wektor cech zawiera wszystkie istotne informacje z obrazu, wiec jest istotnie
niskowymiarowym osadzeniem obrazu wejsciowego.

Podobnie mozna rozwazy¢ zadanie podpisywania obrazéw, to jest generowania teks-
towego podpisu dla danego obrazu, pokazane na rysunku 2-8.

)
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Rysunek 2-8 W przypadku zadania translacji obrazow koder wytwarza niskowymiarowg
reprezentacje osadzenia obrazu.

Przez trenowanie architektury tego modelu na olbrzymim zbiorze danych par obraz/
podpis, koder uczy sie skutecznej reprezentacji wektorowej obrazéw. Dekoder uczy sie,
jak tlumaczy¢ ten wektor na podpis tekstowy. W tym sensie koder staje si¢ maszyna
osadzania Image2Vec.

Dlaczego to dziata

Warstwa osadzania jest po prostu inng ukryta warstwa w sieci neuronowej. Wagi sg na-
stepnie przypisywane do kazdego z wymiaréw o wielkiej mocy, a wyjscie jest przekazy-
wane do reszty sieci. Dlatego wagi tworzace osadzanie s3 wyuczane w procesie spadku
gradientu, tak jak dowolne inne wagi w sieci neuronowej. Oznacza to, ze wynikowe osa-
dzenia wektorowe reprezentuja najbardziej skuteczng reprezentacje niskowymiarows tych
wartosci cech z uwzglednieniem celu uczenia.

Chociaz to poprawne osadzanie ostatecznie pomaga modelowi, same osadzenia sg war-
tosciowe i pozawalajg nam zyska¢ dodatkowy wglad w zbi6r danych.

Rozwazmy ponownie zbidr danych klientéw filméw. Uzycie tylko kodowania 1 z n
sprawia, ze dowolni dwaj oddzielni uzytkownicy user_i i user_j, beda mieli t¢ samg miare
podobienstwa. Podobnie iloczyn skalarny lub podobienstwo cosinusowe dla dowolnych

Wzorzec projektowy 2: Osadzanie | 45



