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Ocena metod regresji

wejscie [1]:
# Przygotowanie
from mlwpy import *
%matplotlib inline

diabetes = datasets.load diabetes()

tts = skms.train_test split(diabetes.data,
diabetes.target,
test_size=.25,
random state=42)

(diabetes_train_ftrs, diabetes_test ftrs,
diabetes_train_tgt, diabetes_test tgt) = tts

Omowitem juz ocene systemdéw uczacych sie i techniki oceny specyficzne dla
klasyfikatoréw. Teraz pora skupi¢ si¢ na ocenie metod regresji. Dla metod regresji istnieje
mniej technik oceny niz dla klasyfikatoréw. Nie istnieja na przyktad macierze btedéw lub
krzywe ROC. Poznasz jednak ciekawe nowe rozwigzanie w postaci wykresow sktadnikéw
resztowych. Dzigki dodatkowemu miejscu czeé¢ tego rozdziatu przeznacze na pomocnicze
zagadnienia zwiazane z oceng metod. Zobaczysz, jak utworzy¢ wlasne wskazniki oceny
zgodne z biblioteka sklearn, a takze zrobisz pierwsze podejécie do przetwarzania potokéw.
Potoki s3 uzywane, gdy systemy uczace si¢ muszg wykonywa¢ kilka krokéw. Tu potok
postuzy do standaryzacji danych przed proba uczenia sie na ich podstawie.

7.1. Metody regresji bedace punktem odniesienia

Podobnie jak w przypadku klasyfikatoréw, tak i tu potrzebna jest prosta metoda regresji
bedaca punktem odniesienia, z ktérg bedzie mozna poréwnywa¢ inne rozwigzania. Wiesz
juz, jak prognozowa¢ warto$¢ srodkowg dla réznych jej definicji. Za pomocg sztuczek

z biblioteki sk1earn mozna tatwo tworzy¢ modele odniesienia, ktore generuja predykeje
w postaci $redniej i mediany. Srednia i mediana sa okre$lone dla danego treningowego
zbioru danych. Po procesie nauki na podstawie tego zbioru danych uzyskiwana jest jedna
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warto$¢, ktora jest uzywana jako predykeja dla wszystkich przykladéw. Mozna tez
samodzielnie wybra¢ arbitralne stale. Mozliwe, ze posiadasz jakie$ doswiadczenie lub
wiedze z dziedziny i mozesz zaklada¢, ze okreslona warto$¢ — na przyktad minimum,
maksimum lub 0,0 — jest odpowiednim punktem wyjscia. Na przyktad, jesli rzadka choroba
powoduje goraczke, a wigkszoé¢ ludzi jest zdrowych, temperatura w poblizu 36,6°C jest
dobrg predykcja wyjsciows.

Ostatnia mozliwos¢, kwantyle, to uogdlnienie mediany. Gdy matematycy méwia, ze
co$ jest uogolnieniem, maja na mysli to, ze dane zagadnienie mozna opisac za pomocg
bardziej ogdlnego szablonu. W punkcie 4.2.1 dowiedziales si¢, ze mediana to srodkowa
warto$¢ w posortowanych danych. Mediana ma ciekawg wlasciwo$¢: polowa wartosci jest od
niej mniejsza, a polowa — wieksza. W bardziej ogélnym ujecia mediana odpowiada
okreslonemu percentylowi; jest to percentyl 50%. To ujecie mozna zastosowacé nie tylko
do punkt $rodkowego, ale tez do dowolnego innego punktu. Na przyktad percentyl 75%
to punkt, wzgledem ktdrego 75% danych ma warto$¢ mniejszg, a 25% warto$¢ wieksza.

Uzywajac kwantyléw, mozna zastosowaé dowolng warto$¢ procentows jako punkt
podziatu. Dlaczego uzywam nazw kwantyle zamiast percentyle? Poniewaz kwantyle to
dowolny zestaw punktéw podziatu w przedziale od 0 do 100 o stalych odleglosciach. Na
przyktad kwartyle to warto$ci 25%, 50%, 75% i 100%. Percentyle to okreslony zestaw 100
wartosci od 1% do 100%. Kwantyle mozna tez podzieli¢ bardziej precyzyjnie niz na kroki
o wielkosci jednego procenta — na przykltad na 1000 wartosci 0,1%, 0,2%, ..., 1,0%, ...,
99,8%, 99,9%, 100,0%.
wejscie [2]:
baseline = dummy.DummyRegressor(strategy='median')

wejscie [3]:
strategies = ['constant', 'quantile', 'mean', 'median', ]
baseline args = [{"strategy":s} for s in strategies]

# Dodatkowe argumenty dla statej wartosci i kwantylow
baseline_args[0] ['constant'] = 50.0
baseline_args[1]['quantile'] = 0.75

# Podobnie jak w rozdziale 5., ale z uzyciem wyrazenia listowego;
# przetwarzanie jednego argumentu (stownika)
def do_one(**args):
baseline = dummy.DummyRegressor(**args)
baseline.fit(diabetes_train ftrs, diabetes train_tgt)
base preds = baseline.predict(diabetes test ftrs)
return metrics.mean_squared_error(base preds, diabetes_test_tgt)

# Pobieranie wszystkich wynikéw za pomocq wyrazenia listowego
mses = [do_one(**bla) for bla in baseline_args]

display(pd.DataFrame({'mse':mses}, index=strategies))
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mse

constant 14 657.6847
quantile 102163874

mean  5607.1979
median 5542 2252

7.2. Dodatkowe miary w metodach regresji

Do tej pory jako miare sukcesu (lub, co moze jest bardziej precyzyjne, miare bledu) w regresji
stosowalismy blgd sredniokwadratowy (MSE). Ponadto zmodyfikowalismy btad
$redniokwadratowy, tworzac pierwiastek bledu Sredniokwadratowego (RMSE), poniewaz
skala bledu $redniokwadratowego jest niedopasowana do predykcji. MSE jest mierzony
na tej samej skali, co kwadraty btedéw, dlatego RMSE pozwala wréci¢ do skali uzywane;
dla bedéw. Te konwersje do tej pory stosowaliémy w ,,improwizowany” sposdb, wyciagajac
w réznych miejscach pierwiastek kwadratowy. Jednak miara RMSE jest calkiem popularna.
Dlatego zamiast caly czas oblicza¢ ja samodzielnie za pomoca recznie pisanego kodu,
warto zintegrowac ja z naszym zestawem sztuczek opartych na bibliotece sklearn.

7.2.1. Tworzenie wiasnych miar oceny

Biblioteka sklearn na ogélnym poziomie korzysta z wynikéw liczbowych, przy czym
wyzsze wartosci sg lepsze. Dlatego mozemy opracowa¢ nowg miare do oceny metod
regresji. Wymaga to trzech krokéw: zdefiniowania miary btedéw, uzycia btedu do
zdefiniowania oceny i wykorzystania oceny w funkcji oceniajacej. Po zdefiniowaniu
funkcji oceniajgcej mozna przekazad jg za pomocg parametru scoring do funkcji
cross_val_score. Pamietaj, ze: (1) w przypadku bledow i funkcji straty nizsze wartosci sa
lepsze, a (2) w przypadku funkcji oceniajgcych lepsze sa wyzsze wyniki. Dlatego potrzebna
jest odwrotna zalezno$¢ miedzy miarg bledow a wynikiem. Jednym z najlatwiejszych
rozwigzan jest negacja bledéw. Utrudnia to jednak myslenie. Wyniki oparte na RMSE
beda ujemne, a lepszym wynikiem z dwdch bedzie ten blizszy zeru (cho¢ nadal ujemny).
Mozliwe, ze poczatkowo Ci si¢ to nie spodoba. Zauwaz, ze jest to troche podobne jak utrata
mniejszej kwoty pieniedzy. Jesli i tak musisz je straci¢, najlepiej bedzie straci¢ zero.

Pora przej$¢ do szczeg6téw implementacji. Funkcje do obliczania btedéw i funkcje
oceniajace muszg przyjmowac trzy argumenty: dopasowany model, predyktory i warto$¢
docelowa. To prawda, nazwy argumentdéw w kodzie sa dos¢ dziwne. W sklearn stosowana
jest konwencja, zgodnie z ktéra nazwy argumentéw typu ,,im mniej, tym lepiej” korncza
sie czlonem _error lub _loss, a nazwy argumentdw typu ,,im wiecej, tym lepiej” koncza si¢
czfonem _score. Obiekt *_scorer odpowiada za zastosowanie modelu do cech, generowanie
predykcji i poréwnywanie ich z rzeczywistymi znanymi wartosciami. Do ilociowej oceny
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skuteczno$ci modelu uzywane sa funkcje do obliczania bledéw lub funkeje oceniajace.
Nie trzeba definiowa¢ wszystkich trzech opisanych argumentéw. Mozesz wybra¢, ktore
elementy do obliczania RMSE zaimplementujesz. Jednak napisanie kodu wszystkich
trzech elementéw pozwala zobaczy¢, jak sg one ze sobg powigzane.
wejscie [4]:
def rms_error(actual, predicted):

' Funkcja do obliczania RMSE '

# Mniejsze wartosci sq lepsze (a < b oznacza, ze a jest lepsze)

mse = metrics.mean_squared_error(actual, predicted)
return np.sqrt(mse)

def neg_rmse_score(actual, predicted):
' Funkcja do obliczania wyniku oparta na RMSE '
# Wyzsze wartosci sq lepsze (a < b oznacza, ze b jest lepsze)
return -rms_error(actual, predicted)

def neg_rmse_scorer(mod, ftrs, tgt_actual):
' Oparta na RMSE funkcja oceniajgca odpowiednia jako argument scoring '
tgt _pred = mod.predict(ftrs)
return neg_rmse_score(tgt_actual, tgt_pred)

knn = neighbors.KNeighborsRegressor(n_neighbors=3)
skms.cross_val_score(knn,
diabetes.data, diabetes.target,
cv=skms.KFold(5, shuffle=True),
scoring=neg_rmse_scorer)

wyjscie [4]:
array([-58.0034, -64.9886, -63.1431, -61.8124, -57.6243])

Funkcja hand_and_ti11_M_statistic z punktu 6.4.1 zwracala oceng modelu, a za pomoca
wywolania make_scorer przeksztalciliémy ja w funkcje oceniajaca. Tu przedstawitem
wszystkie wymagane przez biblioteke sklearn komponenty do obliczania RMSE: miare
bledéw, wynik i funkcje oceniajacg. W wywolaniu make_scorer mozna nakaza¢, by wyzsze
wartosci byly traktowane jako lepsze. Stuzy do tego argument greater_is_better.

7.2.2. Inne wbudowane miary regresji

W poprzednim rozdziale zapoznates sie z dtugg lista miar. Przypominam, ze sa one dostepne
za pomocg wywolania metrics.SCORERS. keys (). Domyslna miare stosowang dla regresji
liniowej mozna sprawdzi¢ za pomoca wywolania help(1r.score).

wejscie [5]:
Ir = linear_model.LinearRegression()

# help(lr.score) # Wlqcza petne dane wyjsciowe
print(1r.score. doc_ .splitlines()[0])

Returns the coefficient of determination R™2 of the prediction.
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Miarg domyslng na potrzeby regresji liniowej jest R?. Jest to miara domy$lna dla
wszystkich metod regresji. Wiecej na temat R* pisze dalej. Inne wazne wbudowane miary
do oceny skutecznosci metod regresji to: sredni blad bezwzgledny (ang. mean absolute error,
MAE), MSE (ktérego uzywalismy) i medianowy bfad bezwzgledny (ang. median absolute
error).

Z praktycznego punktu widzenia mozna tu poréwnac bledy MAE i MSE. Zignorujmy
na razie czton M, poniewaz w obu miarach dotyczy on dzielenia przez liczbe przyktadéw.
W MAE dla duzych i niewielkich réznic wzgledem rzeczywistych wartoéci kary sa réwne
wielkosci bledu. Blad o 10 jednostek oznacza kare réwng 10. Jednak w MSE wieksze bledy
oznaczajg wyzsze kary: blad o 10 jednostek to kara réwna 100. W MAE przejécie od bledu
2 do bledu 4 oznacza wzrost kary z 2 do 4. W MSE kara ro$nie wtedy z 4 do 16, a ostateczny
efekt jest taki, ze dla wysokich bledow kary sa naprawde duze. Ostatnia uwaga: jesli dwie
predykcje sa bledne o 5 jednostek (btedy wynosza w obu przypadkach 5), ich sumaryczny
wplyw to 5 + 5 = 10. W MSE dwa bledy réwne 5 oznaczajg wptyw 52 + 5% = 25 + 25 = 50.
W MAE sumaryczny blad réwny 50 mozemy otrzymac jako btad 5 jednostek dla 10 punktow
danych, btad 25 jednostek dla dwdch punktéw danych lub btad 50 jednostek dla jednego
punktu danych. W MSE wystarczy blad 7 jednostek w jednym punkcie danych (poniewaz
7* =49). Co gorsza, w MSE blad 50 jednostek w jednym punkcie danych oznacza 50* = 2500
punktow bledu sredniokwadratowego. Chyba jeste$émy sptukani.

Medianowy blad bezwzgledny dziata w nieco inny sposdb. Przypomnij sobie omdwienie
$redniej i mediany na przykladzie wag w punkcie 4.2.1. Mediana ma chroni¢ przed
nadmiernym wplywem pojedynczych wysokich bledéw na inne, mniejsze pomylki. Jesli
akceptujesz kilka naprawde powaznych odstepstw (jesli pozostate predykcje s poprawne),
medianowy biad bezwzgledny moze okazac si¢ przydatny.

7.2.3. R?

Miara R? z natury jest statystyczna, dlatego jest tez obcigzona sporym bagazem wiedzy

z tej dziedziny. Jednak ta pozycja nie jest ksiazka poswiecong samej statystyce. Miara R*
jest tez koncepcyjnie powigzana z regresja liniowa, jednak nie jest to ksiagzka dotyczaca
samej regresji liniowej. Cho¢ zaréwno statystyka, jak i regresja liniowa sg zagadnieniami
wchodzacymi w zakres ksigzki na temat uczenia maszynowego, chce sie tu skupi¢ na
ogolnych kwestiach, a nie na szczegdtach matematycznych (zwlaszcza ze istnieja odpowiednie
ksiazki, zajecia, wydzialy i dziedziny). Dlatego mierze R* po$wiecam tu tylko kilka stron.
Dlaczego w ogdle si¢ nig zajmuje? Poniewaz jest ona domyslnie stosowana jako miara regresji
w bibliotece sklearn.

Czym jest miara R*? Zdefiniuje ja na podstawie tego, jak oblicza ja biblioteka sklearn.
Aby przejé¢ do tego, najpierw nalezy omoéwi¢ dwie wartoéci. Warto zauwazy¢, ze nie stosuje
tu nazw uzywanych w podrecznikach do statystyki. Zamiast tego opisuje R* w kategoriach
dwoéch modeli. Model 1. to interesujgcy nas model. Na tej podstawie mozna obliczy¢, jak
dobre wyniki daje nasz model. Wykorzystamy do tego sume kwadratéw bledéw (SSE)

z punktu 2.5.3.
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SSE o, = Y Nasz_bledyi®=>" (nasz_predykcje,—rzeczywiste, )’

Drugi model to prosty model odniesienia, ktdry jako predykcje zawsze zwraca srednig
warto$ci docelowych. Suma kwadratéw bledéw dla modelu zwracajacego $rednig to:

SSE eiia = 2 $rednia_bledy;*=" ($rednia_predykcjg —rzeczywiste,)” = ($rednia—rzeczywist,)?

Przepraszam za zasypywanie Ci¢ tymi wszystkimi symbolami X. Oto zapis w kodzie:

wejscie [6]:

our_preds = np.array([1, 2, 3])
mean_preds = np.array([2, 2, 2])
actual = np.array([2, 3, 4])

sse_ours = np.sum(( our_preds - actual)**2)
sse_mean = np.sum((mean_preds - actual)**2)

Za pomocg tych dwoch komponentéw mozna obliczy¢ R* w podobny sposéb jak w opisie
dokumentacji biblioteki sklearn. Scisle rzecz biorac, obliczenia sg tu nieco inne,
co objasniam dalej:
wejscie [7]:

r2=1- (sse_ours / sse_mean)
print("recznie obliczone r2:{:5.2f}".format(r_2))

recznie oblicznone r2: 0.40
Wzér z dokumentacji biblioteki sk1earn to:

SSE
SSE

nasz

R =1-

srednia

SSE
Czym jest drugi wyraz w tym wzorze? SSEim to stosunek skutecznosci naszego

$rednia
modelu do skutecznosci prostego modelu. Dla obu modeli miarg jest suma kwadratéow
bledéw. Uzywanym tu modelem odniesienia jest dummy.DummyRegressor(strategy="'mean")
z poczatku rozdziatu. Na przyklad, jesli btedy naszego wymyslnego predyktora sg rowne
w sumie 2500, a bledy przy prostych predykcjach $redniej to 10 000, stosunek tych btedow
wyniesie 1/4,a R* =1 - 1/4 = 3/4 = 0,75. Ten proces to normalizacja (przeskalowanie)
wynikéw naszego modelu na podstawie modelu, ktéry zawsze prognozuje $rednig
wartoéci docelowych. Co jednak oznacza wyrazenie jeden minus ten stosunek?

7.2.3.1. Interpretacja R®> w Swiecie uczenia maszynowego

W kontekscie regresji liniowej drugi wyraz, SSEim , jest rowny od zera do jeden.

$rednia
Jesli w regresji liniowej uzywany jest tylko wyraz staly, skutecznos¢ naszego modelu bedzie
identyczna jak modelu uzywajacego sredniej, a wynik wyrazenia bedzie rowny 1.
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Z drugiej strony, jezeli regresja liniowa nie popelnia zadnych btedéw dla danych, wynik
wyrazenia wyniesie 0. Model z regresja liniowa dopasowywany do danych treningowych
i oceniany na podstawie tych danych nigdy nie jest mniej skuteczny niz model uzywajacy
$redniej.

Jednak ten opis nie zawsze jest prawdziwy, poniewaz nie zawsze uzywany jest model
liniowy. Aby sie o tym przekona¢, wystarczy pokaza¢, ze nasz ,,wymyslny” model daje
wyniki gorsze niz model uzywajacy sredniej. Cho¢ trudno wyobrazi¢ sobie tak kiepskie
wyniki dla danych treningowych, jest to wyobrazalne dla danych testowych. Jesli utworzysz
model gorszy niz model uzywajacy $redniej i zastosujesz wzor na R? z biblioteki sk1earn,
otrzymasz warto$¢ ujemng. W przypadku wartoéci o nazwie R* jest to dezorientujace.
W konicu kwadraty liczb sg zwykle dodatnie, prawda?

Mamy wigc wzor 1 - cos i wyglada na to, ze nalezy go czytac jako ,,100% minus co$”,
co powinno da¢ nam pozostalo$¢ ze 100%. Nie mozemy jednak zastosowac tego
rozwigzania, poniewaz to cos moze by¢ dodatnie Jub ujemne i nie wiemy, jak potraktowa¢
warto$¢ powyzej prawdziwego maksimum réwnego 100% dla przedziatu
uwzgledniajacego wszystkie mozliwosci.

Jak wiec wyglada sensowna interpretacja wartosci R? z biblioteki sk1earn? Stosunek
miedzy wynikami SSE pozwala uzyska¢ znormalizowana skuteczno$¢ na podstawie
standardowego modelu odniesienia. Na zapleczu SSE jest réwne MSE, ale bez $rednie;j.
Co ciekawe, mozna wykorzysta¢ tu obliczenia z algebry, o ktdrej my$lates, ze nigdy Ci sie
nie przyda. Jesli podzielisz oba SSE ze stosunku przez #, otrzymasz:

SSE
Rr=1- N =1 M
ﬁéf@d”ia M SEéredni a
n

Wida¢ tu, ze tak naprawde pracujemy z zakamuflowanym stosunkiem MSE. Pozbedziemy
sie teraz cztonu 1 -, aby ulatwi¢ interpretacje wyrazenia po prawej stronie:

Re_q SEw | MSE,
$Es’rednia Mszs’rednia

LR SEw | ME
$Es’rednia M SEéredr\i a

Zaletg tych przeksztalcen jest to, ze mozemy traktowac wyrazenie 1 — R? (dla dowolnych
modeli z obszaru uczenia maszynowego) jako MSE znormalizowane na podstawie MSE
dla prostego modelu odniesienia, ktérego predykcje zawsze sa réwne $redniej. Jesli istnieja
dwa modele i poréwnasz (za pomocg dzielenia) 1 - R* dla modelu numer 1i 1 - R* dla
modelu numer 2, otrzymasz:
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MSE,,,

1-Rwi _ MSE, .. MSE,,

1-Rm2  MSE,, MSE,,
M$s’rednia

Jest to po prostu stosunek MSE (lub SSE) dla dwdch modeli.

7.2.3.2. R? z biblioteki sklearn — niewygodne fakty

Obliczmy teraz kilka prostych warto$ci R* recznie i za pomoca biblioteki sklearn.
Obliczymy r2_score na podstawie rzeczywistych wartosci i predykcji dla zbioru testowego

w prostym modelu, ktéry jako predykeje zwraca $rednie:

wejscie [8]:
baseline = dummy.DummyRegressor(strategy="'mean')

baseline.fit(diabetes_train_ftrs, diabetes_train_tgt)
base preds = baseline.predict(diabetes_test ftrs)

# Wartos¢ r2 nie jest symetryczna, poniewaz do obliczenia Sredniej

# wartosci docelowych uzywane sq rzeczywiste wartosci

base r2_sklearn = metrics.r2_score(diabetes_test tgt, base preds)
print(base r2_sklearn)

-0.014016723490579253

Teraz zobaczmy, jakie warto$ci uzyskamy za pomoca recznych obliczen:

wejscie [9]:

# Srednia z danych treningowych jest predykciq dla testowych wartosci docelowych (sklearn)
base errors = base preds - diabetes test tgt

sse_base preds = np.dot(base_errors, base_errors)

# Srednia z danych treningowych jest predykcjq dla testowych wartosci docelowych (recznie)
train_mean_errors = np.mean(diabetes_train_tgt) - diabetes_test tgt
sse _mean_train = np.dot(train_mean_errors, train _mean_errors)

# Srednia z danych testowych jest predykcjq dla testowych wartosci docelowych (uwaga!)
test mean_errors = np.mean(diabetes_test tgt) - diabetes test tgt
sse_mean_test = np.dot(test _mean_errors, test mean_errors)

print("SSE(d1a danych test.) wg Sredniej dla dan. tren. - sklearn:", sse base preds)

print("SSE(dla danych test.) wg Sredniej dla dan. tren. - reczne :

, Sse_mean_train)

print("SSE(d1a danych test.) wg Sredniej dla dan. test. - reczne :", sse mean_test)

SSE(dTa danych test.) wg Sredniej dla dan. tren. - sklearn: 622398.9703179051
SSE(dTa danych test.) wg Sredniej dla dan. tren. - reczne : 622398.9703179051
SSE(dTa danych test.) wg Sredniej dla dan. test. - reczne : 613795.5675675676

Po co, do diabta, dodatem trzecig z tych mozliwosci? Obliczytem $rednig dla zbioru
testowego i sprawdzitem blad wzgledem testowych warto$ci docelowych. Nie jest
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zaskoczeniem, ze poniewaz proces uczenia jest dostosowany do danych testowych,
wyniki sg nieco lepsze niz w pozostatych przypadkach. Zobacz, co si¢ stanie, jesli uzyjemy
wartosci z uczenia dostosowanego do danych testowych jako punktu odniesienia

w obliczeniach R

wejscie [10]:
1 - (sse_base preds / sse mean_test)

wyjscie [10]:

-0.014016723490578809

Abrakadabra. Czy wszystko zauwazyte§? Zrobie to jeszcze raz.
wejscie [11]:

print(base r2_sklearn)

print(l - (sse_base preds / sse_mean_test))

-0.014016723490579253
-0.014016723490578809

W bibliotece sklearn w obliczeniach wartoéci R* model bazowy (uzywajacy $redniej)
jest tworzony na podstawie rzeczywistych wartosci z etapu testow. Nie poréwnujemy wiec
skutecznos$ci my_model.fit(train) i mean_model.fit(train). Zamiast tego w sklearn
poréwnywane sg my_model.fit(train) imean_model.fit(test), a do oceny uzywane sg
dane testowe. Poniewaz jest to nieintuicyjne, warto przedstawi¢ ten proces w pelnej postaci:

wejscie [12]:

#

# UWAGA! Nie prébujcie robic tego w domu, chtopcy i dziewczeta!

# Dopasowywanie odbywa si¢ z uzyciem *testowego* zbioru danych, aby odzwierciedli¢

# obliczenia R"2 z biblioteki sklearn.

#

testbase = dummy.DummyRegressor(strategy="'mean')

testbase.fit(diabetes_test ftrs, diabetes test tgt)

testbase_preds = testbase.predict(diabetes_test ftrs)

testbase mse = metrics.mean_squared_error(testbase preds,
diabetes_test_tgt)

models = [neighbors.KNeighborsRegressor(n_neighbors=3),
Tinear_model.LinearRegression()]
results = co.defaultdict(dict)
for m in models:
preds = (m.fit(diabetes_train_ftrs, diabetes_train_tgt)
.predict(diabetes_test ftrs))

mse = metrics.mean_squared_error(preds, diabetes test tgt)
r2 = metrics.r2_score(diabetes_test tgt, preds)
results[get model name(m)]['R*2'] = r2
results[get model _name(m)]['MSE'] = mse

print(testbase mse)

df = pd.DataFrame(results).T
df['Norm MSE'] = df['MSE'] / testbase mse
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df['1-R"2'] = 1-df['R"2']
display(df)

5529.689797906013

RA2 MSE MNorm_MSE 1-RA2
kKMeighborsRegressor 03722 3.471.4194 06278 06278
LinearRegression 04849 2 8482953 0.5151 0.5151

Tak wigc 1 — R* obliczone przez biblioteke sklearn odpowiada wartosci MSE dla naszego
modelu znormalizowanej na podstawie modelu uzywajacego $redniej dopasowanego
do danych testowych. Jesli znasz $rednig testowych wartosci docelowych, obliczony wynik
informuje, jak skuteczny jest nasz model w poréwnaniu z predykcjami tej znanej sredniej.

7.2.3.3. Zalecenia zwiazane z R?

Po calym tym opisie proponuje, aby nie uzywa¢ miary R* — chyba ze jeste§ zaawansowanym

uzytkownikiem i uwazasz, ze wiesz, co robisz. Oto uzasadnienie tego zalecenia:

1. Miara R® zwiazana jest z duzym bagazem naukowym i statystycznym. Gdy méwisz

o R?, ludzie mogg sadzié, ze masz na mys$li co$ wiecej niz przedstawione tu
obliczenia. Jesli w wyszukiwarce Google poszukasz informacji o R?, uzywajac
statystycznej nazwy — wspdlczynnik determinacji — znajdziesz tysiace stwierdzen,
ktére nie maja zastosowania w tym omowieniu. W konteksécie miary R?
z biblioteki sklearn kazde stwierdzenie ze stowami ,,procent”, ,liniowe” lub
»wyjasnionej” nalezy traktowac ze skrajng ostroznoscig. Niektore z tych
stwierdzen sg prawdziwe w okreslonych warunkach, ale nie zawsze.

2. Istnieje wiele wzorédw na R%.. W bibliotece sklearn uzywany jest jeden z nich.
Te wzory sg réwnoznaczne dla modelu liniowego z punktem przeciecia, jednak
w niektdrych scenariuszach nie s rownoznaczne. Ta wieza Babel wzoréw prowadzi
do watpliwosci w zwigzku z poprzednim punktem. Istniejg wzory na R?, ktére
w okreslonych warunkach oznaczaja cos$ wiecej niz wzdr stosowany w bibliotece
sklearn. Tu te nadmiarowe rzeczy nie s istotne.

3. Miara R? jest w prosty sposdb powigzana z bardzo dziwng wartoscig:
znormalizowanym MSE obliczonym na podstawie modelu uzywajgcego sredniej
dopasowanego do danych testowych. Mozna unikng¢ tej zaleznosci, wybierajac
inne miary.

Zamiast R* bedziemy uzywa¢ miar MSE lub RMSE. Jeéli naprawdg zalezy Ci na
znormalizowaniu tych miar, mozesz poréwna¢ nasz model regresji z uzywajacym $redniej
modelem dopasowanym do zbioru treningowego.
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7.3. Wykresy sktadnikow resztowych

Zaglebiliémy sie w matematyczne gestwiny. Pora zrobi¢ krok wstecz i przyjrzec sie graficznym
technikom oceny metod regresji. Opracujemy teraz odpowiednik macierzy btedéw
dla regresji.

7.3.1. Wykresy bitedow

Najpierw utworzymy wykres rzeczywistych warto$ci docelowych i predykcji. Odlegtos¢
miedzy tymi warto$ciami reprezentuje wysokos$¢ btedu. Jesli wiec dany przykltad miat
rzeczywistg warto$¢ 27,5, a predykcja byta réwna 31,5, trzeba narysowaé punkt (x = 27,5,
y = 31,5) na osiach (rzeczywiste, predykcje). Krotka uwaga: idealne predykcje to punkty
na linii y = x, poniewaz dla wszystkich danych wyjs$ciowych prognozowane sg rzeczywiste
wartoéci. Poniewaz zwykle modele nie sg idealne, mozna obliczy¢ btad miedzy predykcjami
a rzeczywistymi wartosciami. Czesto eliminowany jest znak warto$ci btedu. W tym celu
warto$¢ jest podnoszona do kwadratu lub uzywa si¢ wartoéci bezwzglednej. Tu na razie
zachowamy znak wartoéci btedu. Jesli predykeje sa zbyt wysokie, ta warto$¢ jest dodatnia.
Jezeli predykcje sa zbyt niskie, warto$¢ bledu jest ujemna. Na drugim wykresie osie
z predykcjami i rzeczywistymi warto$ciami sg zamienione, dlatego wczesniejszy punkt
ma postaé (x = 31,5, y = 27,5): (predykcje, rzeczywiste). Jesli wydaje Ci si¢ to zbyt proste,
czytaj dalej.
wejscie [13]:
ape_df = pd.DataFrame({'predykcje’ . [4, 2, 9],

'rzeczywiste' : [3, 5, 7]})

ape_df['bYad'] = ape_df['predykcje'] - ape_df['rzeczywiste']

ape_df.index.name = 'przyktad'
display(ape_df)

predykcje rrecrywiste biad

przykiad
0 4 3 1
1 2 5 -3
2 g 7 2

wejscie [14]:

def regression_errors(figsize, predicted, actual, errors='all'):

"' figsize -> podwykresy;

predicted i actual -> kolumny z ramki danych

errors -> "all" lub sekwencja indekséw """

fig, axes = plt.subplots(1l, 2, figsize=figsize,
sharex=True, sharey=True)
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df = pd.DataFrame({'rzeczywiste':actual,
'predykcje' :predicted})

for ax, (x,y) in zip(axes, it.permutations(['rzeczywiste',
'predykcje'])):
# Rysowanie danych jako punktéw - '.'; idealny wynik to linia y = x
ax.plot(df[x], df[y], '.', label="dane')
ax.plot(df['rzeczywiste'], df['rzeczywiste'], '-',
label="idealnie")
ax.legend()

ax.set_xlabel('{} - wartosci'.format(x.capitalize()))
ax.set_ylabel('{} - wartoSci'.format(y.capitalize()))
ax.set_aspect('equal')

axes[1].yaxis.tick right()
axes[1].yaxis.set_label position("right")

# Wyswietlanie kresek tqczqcych dane z idealnq linig
# dla wszystkich lub tylko wybranych punktéw

if errors == 'all':
errors = range(len(df))
if errors:

acts = df.rzeczywiste.iloc[errors]
preds = df.predykcje.iloc[errors]

axes[0].vlines(acts, preds, acts, 'r')
axes[1].hlines(acts, preds, acts, 'r')

regression_errors((6, 3), ape_df.predykcje, ape_df.rzeczywiste)

. dane - dane
5 B idealnie idealnie [
i -
£ m
Z 6 %
o o u
£ 2
84 |
(=1 — E

2 4 -
2 4 B B 2 4 5] B
Rzeczywiste - wartosci Predykcje - wartosci

W obu przypadkach pomaranczowa linia (y = x, ktdrg tu tworzymy na podstawie
wartosci predykcje = rzeczywiste) reprezentuje wszechwiedzacy model, w ktérym predykecje sg
réwne rzeczywistym wartosciom. Blad na tej linii jest réwny zeru. Na wykresie po lewej
stronie roznica miedzy predykcjami a rzeczywistymi warto$ciami jest mierzona w pionie.
Na wykresie po prawej stronie ta rdznica jest mierzona w poziomie. Zamiana osi skutkuje
odbiciem punktéw danych wzgledem linii y = x. Dzieki cudownej technice ponownego
wykorzystania kodu mozemy zastosowac to rozwigzanie do zbioru danych diabetes.
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wejscie [15]:

Tr = Tinear_model.LinearRegression()

preds = (Tr.fit(diabetes_train_ftrs, diabetes_train_tgt)
.predict(diabetes_test ftrs))

regression_errors((8, 4), preds, diabetes test tgt, errors=[-20])
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Réznica miedzy tymi wykresami polega na tym, Ze wersja po lewej stronie jest
odpowiedzig na pytanie: ,,Jak nasz model wypada w poréwnaniu z rzeczywistoscia
(Rzeczywiste — wartosci)?”. Wykres po prawej stronie to odpowiedz na pytanie: ,,Jak nasz
model wypadt dla danej predykeji (Predykcje — wartosci)?”. Ta réznica jest podobna do
obliczenia wrazliwoéci (i specyficznoéci) modelu na podstawie rzeczywistych zachorowat
i obliczania precyzji modelu na podstawie predykcji zachorowan. Oto przyktad: dla wartosci
rzeczywistych z przedziatu od 200 do 250 wiekszo$¢ predykciji jest zanizona. Gdy prognozowana
warto$¢ wynosi ok. 200, rzeczywiste wartoéci pochodza z przedziatu od 50 do 300.

7.3.2. Wykresy sktadnikow resztowych

Teraz jeste$ gotowy, aby zapoznac si¢ z wykresami skfadnikéw resztowych. Niestety,
zderzysz sie przy tym z przeszkodg w postaci probleméw terminologicznych. Opisalem
juz bledy predykgji: blad = predykcja — rzeczywista warto$¢. Jednak w wykresach skladnikéw
resztowych trzeba odwrdci¢ ten wzor: skladnik resztowy = rzeczywista warto$¢ — predykcja.
Oto bardziej konkretne ujecie:

wejscie [16]:

ape_df = pd.DataFrame({'predykcje’ . [4, 2, 9],
'rzeczywiste' : [3, 5, 71})

ape_df['bYad'] = ape_df['predykcje'] - ape_df['rzeczywiste']
ape_df['skt reszt'] = ape df['rzeczywiste'] - ape_ df['predykcje']

ape_df.index.name = 'przyktad'
display(ape_df)
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predykcje rrecrywiste biad ski_resrt

przyktad
0 4 3 1 -1
1 2 5 -3 3
2 g 7 2 -2

Przy omawianiu bfgdéw mozna interpretowac je jako warto$¢, o jakg predykcje byty za
wysokie lub za niskie. Btad réwny 2 oznacza, ze predykcja byta za wysoka o 2 jednostki.
Mozesz mysle¢ o bledzie jak o czyms, co si¢ stato. Natomiast sktadniki resztowe mozna
interpretowac jako warto$¢, o jaka trzeba dostosowa¢ predykeje, aby ja poprawié. Sktadnik
resztowy réwny -2 oznacza, ze trzeba odjac 2, aby uzyska¢ poprawng odpowiedz.

Wrykresy skladnikéw resztowych powstaja w wyniku narysowania predykcji i powigzanych
z nimi sktadnikéw resztowych. Potrzebna jest wiec odmiana wykresu pokazanego wczesniej
po prawej stronie (predykcji wzgledem rzeczywistych wartosci), gdzie uzywane sa sktadniki
resztowe, a nie bledy. Nalezy obliczy¢ sktadniki resztowe (odleglos¢ predykeji od rzeczywistych
wartoéci z uwzglednieniem znaku) i wyswietli¢ je razem z predykcjami.

Model generuje na przyklad predykcje 31,5 dla przykladu, ktérego rzeczywista warto$é
to 27,5. Sktadnik resztowy wynosi —4,0. Mamy wiec punkt (x = predykcja = 31,5, y = sktadnik
resztowy = —4,0). Sktadniki resztowe mozna traktowac jak pozostatosci po wygenerowaniu
predykcji. Takie pozostatosci czasem nazywane sg resztkami (wyobraz sobie zielong
ektoplazme z filmu Pogromcy duchéw).

Teraz zobaczysz dwa wykresy: (1) rzeczywistych warto$ci wzgledem predykcji
i (2) predykcji wzgledem sktadnikéw resztowych.
wejscie [17]:
def regression_residuals(ax, predicted, actual,

show_errors=None, right=False):
figsize -> podwykresy;
predicted i actual -> kolumny z ramki danych
errors -> "all" lub sekwencja indekséw """
df = pd.DataFrame({'rzeczywiste':actual,

'predykcje' :predicted})
df['btad'] = df.rzeczywiste - df.predykcje
ax.plot(df.predykcje, df.btad, '.')
ax.plot(df.predykcje, np.zeros_like(predicted), '-')

if right:
ax.yaxis.tick_right()
ax.yaxis.set_Tlabel position("right")

ax.set_xlabel('predykcja')
ax.set_ylabel('sktadnik resztowy')
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if show_errors == 'all':
show_errors = range(len(df))

if show_errors:
preds = df.predykcje.iloc[show_errors]
errors = df.btad.iloc[show_errors]
ax.vlines(preds, 0, errors, 'r')

fig, (axl, ax2) = plt.subplots(l, 2, figsize=(8, 4))

axl.plot(ape_df.predykcje, ape df.rzeczywiste, 'r.', # Predykcje wzgledem rzeczywistych
# wartosci
[o, 10], [0, 10], 'b-') # Idealna linia
axl.set xlabel('predykcje')
axl.set_ylabel('rzeczywiste')
regression_residuals(ax2, ape df.predykcje, ape df.rzeczywiste,
'all', right=True)

10 M2
B 1
& i
z
-1}
g6 "3
H . L
B4 _lE
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[
2 -2
0 F=3
0 2 4 3 B 10 2 4 B B
predykcje predykcje

Teraz mozna poréwna¢ dwa rézne modele na podstawie wykreséw sktadnikow
resztowych. Od teraz bedziemy uzywa¢ odpowiedniego podziatu na dane treningowe
i testowe, dlatego skladniki resztowe mozna nazwa¢ skfadnikami resztowymi predykcji.
Na zajeciach ze statystyki zwykle skfadniki resztowe sg obliczane na podstawie treningowego
zbioru danych (dla danych z probki). Nie jest to typowy sposob oceny. Tu preferowana
jest ocena na podstawie testowego zbioru danych.
wejscie [18]:

Tr = linear_model.LinearRegression()
knn = neighbors.KNeighborsRegressor()

models = [1r, knn]
fig, axes = plt.subplots(1l, 2, figsize=(10, 5),

sharex=True, sharey=True)
fig.tight_layout()
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for model, ax, on_right in zip(models, axes, [False, True]):
preds = (model.fit(diabetes train_ftrs, diabetes train_tgt)
.predict(diabetes_test ftrs))

regression_residuals(ax, preds, diabetes test tgt, [-20], on_right)

axes[0].set_title('sktadniki resztowe dla regresji liniowej')
axes[1].set_title('sktadniki resztowe dla regresji metodg k-NN');

skladniki resztowe dla regresji liniowej skladniki resztowe dla regresji metodg k-NN

150
100
.
50 L
g . . 2
8 ’ . f
i . ’ * s i
u . o
= ] r e n ke
z I. Z
=] - =
k) k-]
W I
50 . . L
—100 '
-
-150 T T T T T T T T T T T T
50 100 150 200 250 300 50 100 150 200 250 300
predykcje predykcje

Naleza sie tu objasnienia. Poniewaz dwa uzywane modele prognozujg inne wartoéci
dla analizowanego przyktadu, otrzymujemy inne punkty na poziomej osi x. W regresji
liniowej predykgja jest odrobine mniejsza od 250. W modelu regresji metoda k-NN predykcja
jest nieco wyzsza od 250. W obu przypadkach predykgja jest zbyt niska (pamietaj, ze sktadniki
resztowe informuja, o ile nalezy poprawi¢ predykcje; tu trzeba wiec doda¢ okre$lone
wartosci do predykeji). Rzeczywista warto$¢ to:

wejscie [19]:
print(diabetes_test tgt[-20])

280.0

Gdyby ktérys z modeli zwrécit predykcje réwna 280, skladnik resztowy wyniostby zero.

Na zajeciach ze statystyki wykresy skladnikéw resztowych stuzg do oceny, czy
zalozenia regresji liniowej nie zostaly naruszone. Poniewaz tu uzywamy regresji liniowej
jako metody typu ,,czarna skrzynka”, to, czy zalozenia s spelnione, nie jest zbyt istotne.
Jednak bardzo wazne mogg by¢ zmiany sktadnikéw resztowych wzgledem wartosci predykgji.
Przedstawione wykresy pozwalaja dostrzec takie zmiany. Dla najnizszych predykecji w modelu
z regresja liniowa wystepuje dosé¢ staly ujemny blad (sktadniki resztowe sg wiec dodatnie).
To oznacza, ze przy predykcjach niskich warto$ci model zapewne generuje zbyt niskie
wartoéci. To samo dzieje si¢ przy predykcjach wartosci od okoto 200 do 250. W modelu
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z regresja metoda k-NN wystepuje wigkszy rozrzut wérdd ujemnych bledéw. Dodatnie
bledy sa bardziej skoncentrowane przy linii oznaczajacej brak btedu. W rozdziale 10.
omawiam techniki ulepszania predykcji modelu na podstawie analizy ich sktadnikow
resztowych.

7.4. Pierwsze podejscie do standaryzaciji

Teraz chce przeanalizowad inny zbiér danych. W tym celu musz¢ wprowadzi¢ zagadnienie
normalizacji. Na og6lnym poziomie normalizacja to proces umozliwiajacy bezposrednie
poréwnywanie réznych pomiaréw. Czesto obejmuje on dwa etapy: (1) dostosowanie
$rodka danych i (2) dostosowanie skali danych. Oto krétkie ostrzezenie, do ktorego by¢
moze juz sie przyzwyczailes: cze$¢ osob uzywa okreslenia normalizacja w tym ogdlnym
sensie, natomiast niekt6rzy stosujg bardziej specyficzng definicje (a jeszcze inni robig to
i to jednoczesnie).

Ogdlne omdéwienie normalizacji i standaryzacji odkladam do podrozdziatu 10.3.
Jedli wiec interesuje Cie dokladniejsze omdéwienie, musisz troche poczeka¢ lub
przeskoczy¢ kilka rozdzialéw. Tu wazne sg dwie kwestie. Po pierwsze niektére metody
wymagajg normalizacji, aby sensowne byto ich uruchamianie. Po drugie tu zastosujemy
jedna z popularnych form normalizacji — standaryzacje. W ramach standaryzacji danych
wykonywane sg dwie czynnosci: (1) centrowanie danych wokot zera i (2) skalowanie
danych w taki sposob, aby odchylenie standardowe wyniosto 1. Te dwa kroki wymagaja
(1) odjecia $redniej od wartosci i (2) podzielenia wyniku przez odchylenie standardowe.
Odchylenie standardowe to bliski krewniak wariancji z punktu 5.6.1. Aby obliczy¢
odchylenie standardowe, nalezy wyciagna¢ pierwiastek kwadratowy z wariancji. Przed
przejéciem do obliczen chce przedstawi¢ standaryzacje w formie graficznej.
wejscie [20]:

# Standaryzacja danych jednowymiarowych.
# Umieszczanie wartosci w ramce danych

xs = np.linspace(-5, 10, 20)
df = pd.DataFrame(xs, columns=['x"'])

# Centrowanie ( - Srednia) i skalowanie (/ odchylenie standardowe)

df['po_standaryzacji'] = (df.x - df.x.mean()) / df.x.std()

# Wyswietlanie pierwotnych i nowych danych oraz obliczanie statystyk

fig, ax = plt.subplots(1l, 1, figsize=(3, 3))

sns.stripplot(data=df)
display(df.describe().Toc[['mean', 'std']])
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¥ standaryzacja

mean 2.5000 0.0000
std 46706 1.0000
10.0 1 >
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X standaryzacja

Wszystko wyglada dobrze, ale zadanie staje si¢ duzo ciekawsze dla dwoch wymiaréw:
wejscie [21]:
# Standaryzacja dla dwéch wymiaréw

xs = np.linspace(-5, 10, 20)
ys = 3*xs + 2 + np.random.uniform(20, 40, 20)

df = pd.DataFrame({'x':xs, 'y':ys})
df_std_ized = (df - df.mean()) / df.std()

display(df _std ized.describe().loc[['mean', 'std']])

X ¥

mean 0.0000 0.0000

std  1.0000 1.0000

Pierwotne i ustandaryzowane dane mozna wyswietli¢ na dwéch réznych skalach:
naturalnej skali, ktéra biblioteka matplot1ib chce zastosowa¢ do danych, i na prostej,
stalej, przyblizonej skali:

wejscie [22]:
fig, ax = plt.subplots(2, 2, figsize=(5, 5))

ax[0,0].plot(df.x, df.y, '.")
ax[0,1] .plot(df_std_ized.x, df_std_ized.y, '.')
ax[0,0] .set_ylabel('"naturalna" skala')

ax[1,0].plot(df.x, df.y, '.")
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ax[1,1].plot(df_std_ized.x, df_std ized.y, '.')

ax[1,0].axis([-10, 50, -10, 50])
ax[1,1].axis([-10, 50, -10, 50])

ax[1,0].set_ylabel('stata wspolna skala')
ax[1,0].set_xlabel('pierwotne dane')
ax[1,1].set _xlabel('dane po standaryzacji');
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W tej siatce wykreséw mozna dostrzec kilka rzeczy. Po standaryzacji ksztalt danych
pozostaje taki sam. Wida¢ to dobrze w gérnym wierszu, gdzie dane wyswietlane sg
w roznych skalach i w innych miejscach. W gérnym wierszu pozwolitem bibliotece
matplotlib uzywac roznych skal, aby podkresli¢ fakt, ze ksztaft danych pozostaje taki sam.
W dolnym wierszu uzywana jest stata wspolna skala, aby podkregli¢ to, ze lokalizacja
i rozrzut danych sie zmieniajg. Standaryzacja powoduje przesuniecie danych, tak ze sa
wycentrowane w punkcie zero, a takze przeskalowanie ich, tak aby wynikowe wartoéci
mialy odchylenie standardowe i wariancje réwne 1,0.

W bibliotece sklearn standaryzacje mozna przeprowadzi¢ za pomoca specjalnego
mechanizmu ,uczacego si¢” o nazwie StandardScaler. Uczenie si¢ ma w tym kontekscie
specjalne znaczenie: system uczacy si¢ oblicza srednig i odchylenie standardowe na
podstawie danych treningowych i stosuje te wartosci do transformacji treningowego lub
testowego zbioru danych. W bibliotece sklearn takie narzedzia sg nazywane mechanizmami
transformacji (ang. transformer). Funkcja fit dziala w nich tak samo jak w systemach
uczacych sie poznanych do tej pory. Jednak tu zamiast wywolania predict uzywana jest
funkcja transform.
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wejscie [23]:
train_xs, test xs = skms.train_test split(xs.reshape(-1, 1), test size=.5)

scaler = skpre.StandardScaler()
scaler.fit(train_xs).transform(test xs)

wyjscie [23]:

array([[ 0.5726],
.9197],
.9608] ,
.7462],
.7873],
.295 1,
.6138],
.4403],
.1215],
.0932]])

~TrTrehrerrsrreeerr o o
1
—FO MR PRP O, ORO

Reczne wykonywanie podziatu na dane treningowe i testowe oraz wielu krokéw
dopasowywania modelu, a nastgpnie wielu krokéw generowania predykcji byloby trudne.
Jesli doda¢ do tego sprawdzian krzyzowy, powstatoby ¢wiczenie na cierpliwo$¢. Na szczescie
biblioteka sklearn utatwia tworzenie sekwencji krokdw treningu i testow. Takie sekwencje
s nazywane potokami. Oto jak wyglada standaryzacja i dopasowywanie modelu z uzyciem
potoku:

wejscie [24]:

(train_xs, test xs,

train_ys, test ys)= skms.train_test split(xs.reshape(-1, 1),
ys.reshape(-1, 1),
test_size=.5)

scaler = skpre.StandardScaler()
1r = linear_model.LinearRegression()

std_1r_pipe = pipeline.make_pipeline(scaler, 1r)
std_Tr_pipe.fit(train_xs, train_ys).predict(test xs)

wyjscie [24]:

array([[17.0989],
[29.4954],
[41.8919],
[36.9333],
[61.7263],
[24.5368],
[31.9747],
[49.3298],
[51.8091],
[59.247 11)

Ten potok dziata jak inne mechanizmy uczace si¢ i udostgpnia wywolania fit oraz
predict. Potok mozna zastosowa¢ jako konfigurowalny zastepnik dla dowolnych innych
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metod uczacych sie. Spojny interfejs systemdw uczacych sie jest zapewne najwigksza
zaletg biblioteki sklearn. Mozesz uzywac tego samego interfejsu niezaleznie od tego,

czy system uczacy sie jest niezaleznym komponentem, czy zostat zbudowany z prostych
komponent6éw. Ta sp6jnos¢ jest powodem, dla ktdrego wszyscy powinniémy fundowaé
programistom biblioteki sk1earn drinki na konferencjach.

Oto pewien szczegdt dotyczacy potokéw: cho¢ w niezaleznie stosowanej klasie
StandardScaler uzywane jest wywolanie transform, w calym potoku nalezy wywota¢ funkcje
predict, aby przeprowadzi¢ transformacje. Oznacza to, ze wywolanie my pipe.predict()
wykonuje transformacje niezbedne do dojscia do ostatniego kroku generowania predykeji.

Na koniec ostrzezenie. Moze zauwazyles, ze parametry uzywane do standaryzacji
($rednia i odchylenie standardowe dla danych treningowych) uzyskiwane sag w wyniku
uczenia. Parametry te sg obliczane dla danych treningowych. Podobnie jak nie chcemy
»podglada¢” danych testowych w kompletnych systemach uczacych sie, nie nalezy robi¢
tego w ramach wstepnego przetwarzania danych. Wprawdzie to, na czym dokladnie
polega podgladanie, moze by¢ troche niejasne, dla bezpieczenistwa zachecam, by nigdy nie
podglada¢ danych testowych, chyba ze: (1) masz formalny dowdéd na to, Ze nie wprowadzi
to obciazenia do modelu i nie uniewazni wynikow, oraz (2) rozumiesz ograniczenia
formalnych dowoddw i wiesz, kiedy moga one nie mie zastosowania (wtedy wracamy
do scenariusza, w ktorym nie nalezy podglada¢). Unikaj stresu, zachowaj bezpieczenstwo
i nie podgladaj.

7.5. Ocena mechanizmow regresji w bardziej
zaawansowany sposob: podejscie drugie

W bardziej rozbudowanym przykladzie wrdcimy teraz do danych o uczniach z Portugalii.
Sa to te same dane, ktorych uzywales w rozdziale 6., jednak tym razem docelowa cecha
bedzie wartoscig liczbowa. Uzyjemy samych liczbowych cech z pierwotnego zbioru danych,

a wartosci docelowe bedg pochodzi¢ z kolumny G3.

wejscie [25]:

student_df = przyktad.read csv('data/portugese student numeric.csv')
display(student df[['absences']].describe().T)

count mean std min 25% 50% 5% max

absences 3950000 57089 8.0031 0.0000 00000 4.0000 8.0000 750000

wejscie [26]:
student_ftrs
student_tgt

student_df[student_df.columns[:-1]]
student df['G3']
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7.5.1. Wyniki po sprawdzianie krzyzowym
z uzyciem roznych miar

W pokazanym dalej kodzie uzywane jest wywolanie skms.cross_validate do oceny wynikéw
na podstawie wielu miar. Jest to bardzo wygodna funkcja pomocnicza. Umozliwia ocene
wielu miar za pomocg jednego wywotania. Ponadto rejestruje czas dopasowywania

i generowania predykgcji dla poszczegélnych modeli. Te dodatkowe dane na razie

pomijamy. Uzywane sa tylko oceny zwracane na podstawie réznych miar. Ta funkcja,

podobnie jak skms.cross_val_score, wymaga przekazania funkcji oceniajacej jako
argumentu scoring.

wejscie [27]:
scaler = skpre.StandardScaler()

Tr Tinear_model.LinearRegression()
knn_3 neighbors.KNeighborsRegressor(n_neighbors=3)
knn_10 = neighbors.KNeighborsRegressor(n neighbors=10)

std_Tr_pipe pipeline.make_pipeline(scaler, 1r)
std_knn3_pipe pipeline.make pipeline(scaler, knn_3)
std_knnl0_pipe = pipeline.make_pipeline(scaler, knn_10)

# Uzycie Sredniej ze standaryzacjq i bez standaryzacji powinno dacé te same wyniki
regressors = {'baseline' : dummy.DummyRegressor(strategy='mean'),
'std_knn3' : std _knn3 pipe,
'std_knnl0' : std_knnl0_pipe,
'std_1r! : std_1r_pipe}

msrs = {'MAE' : metm’cs.make_scorer‘(metrics.mean_abso]ute_err‘or),
'RMSE' : metrics.make_scorer(rms_error)}

fig, axes = plt.subplots(2, 1, figsize=(6, 4))
fig.tight layout()

for mod_name, model in regressors.items():
cv_results = skms.cross_validate(model,
student_ftrs, student_tgt,
scoring = msrs, cv=10)

for ax, msr in zip(axes, msrs):
msr_results = cv_results["test " + msr]

my _1b1 = "{:12s} {:.3f} {:.2f}".format(mod_name,
msr_results.mean(),
msr_results.std())

ax.plot(msr_results, 'o--', label=my 1b1)

ax.set_title(msr)

# ax.legend() # Przenies wywotanie poza komentarz, aby wyswietli¢ statystyki zbiorcze
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Widocznych jest tu kilka rzeczy. Metoda 3-NN nie sprawdza si¢ w tym problemie zbyt
dobrze. Metoda odniesienia cechuje si¢ zwykle nizszym bledem niz 3-NN. W kilku testach
metody 10-NN i regresja liniowa daja bardzo podobne wyniki, a ich ogdlna skutecznoé¢
jest zblizona i nieco wyzsza niz metody odniesienia.

Mozemy zwiekszy¢ rozbieznoéci miedzy bliskimi wartosciami (i utatwic¢
bezposrednie poréwnanie z metoda regresji bedacg punktem odniesienia),

MSE

analizujgc stosunek MSE: — ¥ — ez
Mszodni&sienia
wejscie [28]:
fig,ax = plt.subplots(1, 1, figsize=(6, 3))
baseline_results = skms.cross_val score(regressors['baseline'],
student_ftrs, student_tgt,
scoring = msrs['RMSE'], cv=10)

for mod_name, model in regressors.items():
if mod_name.startswith("std "):
cv_results = skms.cross_val_score(model,
student ftrs, student tgt,
scoring = msrs['RMSE'], cv=10)

my 1b1 = "{:12s} {:.3f} {:.2f}".format(mod_name,
cv_results.mean(),
cv_results.std())

ax.plot(cv_results / baseline results, 'o--', Tabel=my_1b1)
ax.set_title("RMSE(model) / RMSE(odniesienie)\n$<1$ — lepszy od modelu odniesienia")
ax.legend();
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RMSE(model) f RMSE(odniesienie)
<1 — lepszy od modelu odniesienia
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Tu dobrze wida¢, ze metoda 3-NN generuje wyzsze btedy niz metoda odniesienia
(stosunek bledow jest wickszy niz jeden) i daje gorsze wyniki niz dwie pozostate metody
regresji. Widac takze, ze w wiekszosci testdw najskuteczniejsza jest regresja liniowa, choé
metoda 10-NN okazuje sie najlepsza, gdy krotno$¢ sprawdzianu krzyzowego wynosi od 6 do 9.

Cho¢ fatwo o niewlasciwe zastosowanie tej techniki (co opisatem w punkcie 7.2.3),

warto zobaczy¢ wyniki oparte na domysélnej mierze R*:

wejscie [29]:
fig, ax = plt.subplots(l, 1, figsize=(6, 3))
for mod_name, model in regressors.items():
cv_results = skms.cross_val_score(model,
student_ftrs, student_tgt,
cv=10)
my _1b1 = "{:12s} {:.3f} {:.2f}".format(mod_name,
cv_results.mean(),
cv_results.std())

ax.plot(cv_results, 'o--', label=my 1b1)
ax.set_title("$R"2$");
# ax.legend(); # Przenies wywotanie poza komentarz, aby wyswietlié statystyki zbiorcze
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Wida¢ tu dwa ciekawe wzorce. Pierwszy dotyczy tego, ze regresja liniowa daje lepsze
wyniki niz regresja metodg k-NN. Po drugie zalezno$¢ miedzy tymi metodami wydaje si¢
doé¢ stata. Kolejnos¢ metod w kazdym teécie (pamietaj, ze im bardziej R? zbliza sie do
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jednego, tym metoda jest lepsza) zdaje si¢ by¢ identyczna. Z uwagi na opisang wczesniej
zalezno$¢ miedzy miarami R* i MSE nie powinno to by¢ dla Ciebie zaskoczeniem.

Jesli uwaznie czytasz te ksigzke, mozesz sie ponadto zastanawia¢, dlaczego dla modelu
odniesienia (w ktorym predykcje sa rowne $redniej) R* nie wynosi zero. Przy okazji —
zastugujesz na medal za spostrzegawczo$¢. Czy potrafisz znalez¢ odpowiedz? Wyjasnitem
juz, ze $rednie s rozne dla zbioréw treningowego i testowego. Poniewaz podzial na dane
treningowe i testowe odbywa sie w ramach sprawdzianu krzyzowego, $rednie dla danych
treningowych i testowych réznig sie miedzy soba (cho¢ o niewielka warto$¢). Zauwaz, ze
wiekszo§¢ wartoéci R* w modelu uzywajgcym $redniej jest zblizona do zera. Jest to cena,
jaka placimy za losowo$¢ i uzywanie miary R2.

7.5.2. Omowienie wynikow ze sprawdzianu krzyzowego
Inne podejscie do predykeji w sprawdzianie krzyzowym polega na tym, by potraktowa¢
caly proces sprawdzianu krzyzowego jak jeden system uczacy si¢. Je$li przejrzysz notatki,
moze przypomnisz sobie, ze w ramach sprawdzianu krzyzowego kazdy przyklad jest
uzywany w tylko jednym scenariuszu testowym. Dlatego mozna zebra¢ wszystkie predykcje
(wygenerowane przez zestaw systeméw uczacych sie, dla ktorych w treningu uzywane sg
rézne partycje danych) i poréwnac je ze znanymi warto$ciami docelowymi. Zastosowanie
okreslonych miar do tych predykcji i wartosci docelowych pozwala ostatecznie uzyskaé
jedng wartos¢ dla kazdego modelu i kazdej miary. Uzyskac te predykcje mozna za pomoca
wywolania cross_val predict.

wejscie [30]:

msrs = {'MAD' : metrics.mean_absolute error,
'"RMSE' : rms_error} # Bez funkcji oceniajgcej i bez modelu

results = {}
for mod_name, model in regressors.items():
cv_preds = skms.cross_val_predict(model,
student ftrs, student tgt,
cv=10)
for ax, msr in zip(axes, msrs):
msr_results = msrs[msr] (student_tgt, cv_preds)
results.setdefault(msr, []).append(msr_results)
df = pd.DataFrame(results, index=regressors.keys())
df

wyjscie [30]:

MAD RMSE

baseline 3.4470 4.6116
std_knn3 37797 4.8915
std_knn10 3.3666 4.4873
std_Ir 3.3883 4.3653
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7.5.3. Skiadniki resztowe

Wezesniej pokazalem juz podstawowe wykresy skladnikéw resztowych. Teraz pora je

uatrakeyjni¢, (1) przygladajac sie sktadnikom resztowym dla modelu odniesienia
i (2) uzywajac ustandaryzowanych, wstepnie przetworzonych danych.
wejscie [31]:

plt.subplots(1l, 4, figsize=(10, 5),
sharex=True, sharey=True)

fig, axes

fig.tight layout()

for model_name, ax in zip(regressors, axes):
regressors[model name]
skms.cross_val_predict(model,

student_ftrs, student_tgt,

modeT
preds

regression_residuals(ax, preds, student tgt)
ax.set_title(model_name + " - sktadniki resztowe")
pd.DataFrame(student_tgt).describe().T

wyjscie [31]:

baseline - ski. resztowe

std_knn3 - ski. resztowe  std_knnl0 - ski. resztowe

std_Ir - ski. resztowe

wn

sktadniki resztowe
=]

-5

sktadniki resztowe
sktadniki resztowe
sktadniki resztowe

ALY IRALALALANES -

Oto kilka interesujacych uwag:

15

m Cho¢ modelem odniesienia jest tu model uzywajacy $redniej, tych érednich jest
kilka — jedna dla kazdej porcji danych treningowych. Nie martw si¢ jednak —
réznice miedzy predykcjami w modelach uzywajacych sredniej sa niewielkie.

m W sktadnikach resztowych w modelach ,,standaryzacja i dopasowanie” widoczne

$3 wyraz’ne WZorce.
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1. Na wszystkich wykresach widoczne sg paski. Wynikaja one z tego, ze wartosci
docelowe to liczby catkowite. Mamy wartosci docelowe 17 i 18, ale juz nie 17,5.
Pojawiaja si¢ wiec wyrazne luki miedzy paskami.

2. Ogolne wzorce s3 podobne dla wszystkich modeli oprécz modelu odniesienia.

3. Pojawia si¢ cala grupa ,,warto$ci odstajacych”, jesli chodzi o bledy. Sktadniki
resztowe w tej grupie sa ujemne (tym bardziej, im wyzsze sa predykcje). Ujemne
skladniki resztowe oznaczajg dodatnig warto$¢ btedu. Wskazuje to na zbyt wysokie
predykcje. Po prawej stronie predykcja wynosi 15 i jest za wysoka o okoto 15,
poniewaz warto$¢ rzeczywista jest bliska zeru. Po lewej stronie predykcja wynosi
blisko pigc i jest za wysoka o okolo pie¢ (warto$¢ rzeczywista ponownie jest bliska
zeru). Tak wigc powodem wystepowania tej grupy bledéw jest to, ze obrazuje ona
maksymalny blad (minimalne skfadniki resztowe) dla kazdej mozliwej predykgji.
Jesli predykeja jest rowna x, a rzeczywista warto$¢ to zero, bfad wynosi x (skfadnik
resztowy to —x).

7.6. Koniec rozdziatu

7.6.1. Podsumowanie

Dodali$my kilka pozycji do przybornika z narzedziami do oceny metod regresji: (1)
modele regresji bedace punktem odniesienia, (2) wykresy sktadnikow resztowych i (2)
odpowiednie miary. Objasnilem tez trudno$ci zwigzane z uzywaniem tych miar. Ponadto
po raz pierwszy zetknates si¢ z potokami i standaryzacjg, ktérych bardziej szczegdtowe
omowienie znajdziesz w dalszych rozdziatach.

7.6.2. Uwagi

Na wykresach sktadnikéw resztowych mogles zauwazy¢, ze punkty (rzeczywista wartos¢,
predykcja) znajduja sie w réwnej odlegtosci od linii y = x zaréwno w poziomie, jak i w pionie.
Taka regularnosc, jesli jest nieoczekiwana, moze wskazywa¢ na bledy. Okazuje sie jednak,
ze powinnismy spodziewa¢ sie tej regularnosci.

Kazdy tréjkat, ktéry ma jeden kat 90° i dwa katy 45°, ma krotsze boki (przyprostokatne)
o tej samej diugoéci (ach, co za podréz we wspomnieniach do geometrii z poziomu szkoty
$redniej). Koncepcyjnie oznacza to, ze: (1) odleglos¢ od rzeczywistej wartosci do predykcji
jest taka sama jak (2) odlegto$c¢ od predykcji do rzeczywistej wartosci. Nie jest to zaskoczeniem.
Odlegtosé¢ z Warszawy do Krakowa jest taka sama jak z Krakowa do Warszawy. Nie ma
sie nad czym rozwodzi¢, idziemy dale;.

Gdy dostrzezesz problematyczny wzorzec na wykresie skladnikow resztowych, mozesz
zadac¢ sobie pytanie: ,,Co zrobi¢, aby poprawi¢ wyniki?”. Oto kilka zalecen ze §wiata
statystyki (zapoznaj si¢ na przyklad z rozdziatem 3. ksiazki Applied Linear Statistical
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Models Kutnera i wspotpracownikéw). Zauwaz, ze te wskazowki zwykle dotycza regresji
liniowej i s3 punktem wyjécia do wprowadzania zmian. Twoja sytuacja moze wygladac
inacze;j.
m Je$li rozrzut skltadnikéw resztowych jest w miare jednorodny, nalezy przeksztalci¢
dane wejsciowe (a nie wartosci docelowe).

m Je$li rozrzut sktadnikéw resztowych rosnie (ma ksztalt lejka), uzycie logarytmu
wartosci docelowych moze pozwoli¢ uzyska¢ jednorodny rozrzut.

m Jesli wystepuje wyrazna zaleznosé¢ funkcyjna w skladnikach resztowych (na
przyklad, jesli sprobujesz utworzy¢ model dla réwnania x* z uzyciem regresji
liniowej, skladniki resztowe bedg mialy postaé¢ wykresu funkeji x* - (ax + b), ktéry
przypomina parabole), pomocne moze by¢ przeksztalcenie danych wejsciowych.

Wykonywanie tych operacji jest opisane w rozdziale 10.

Statystycy — znowu na nich natrafiamy — lubig korzystac ze studentyzowanych
sktadnikéw resztowych. Studentyzacja wymaga modelu opartego na regresji liniowej.
Poniewaz nie zawsze uzywamy takiego modelu, mozna zastosowac czesciowo
btedy
RMSE

studentyzowane sktadniki resztowe, dzielgc bledy (sktadniki resztowe) przez RMSE:

Oznacza to normalizacje wielkosci bledéw mniej wiecej na podstawie ich $rednie;.
Jesli upierasz sie przy statystycznym poréwnywaniu algorytmow (test t, poréwnywanie
$rednich itd.), mozesz zapoznac si¢ z nastepujacym artykulem:
m Dietterich Thomas G., Approximate Statistical Tests for Comparing Supervised
Classification Learning Algorithms, ,Neural Computation”, 10 (7), 1998,
s. 1895 - 1923.

W podrozdziale 11.3 wykorzystamy jeden z pomystéw z tego artykutu — sprawdzian

krzyzowy 5x2.

W artykule z 2010 roku What You Can and Can’t Properly Do with Regression Richard

Berk opisuje trzy poziomy zastosowan regresji liniowe;j.

m Na pierwszym poziomie regresja liniowa jest modelem czysto opisowym. W ten
sposob zwykle uzywamy modeli w tej ksiazce. Méwimy: ,,Model liniowy najlepiej
opisuje zaleznoéci miedzy predyktorami a warto$ciami docelowymi”. Nie
przyjmujemy zadnych zalozen co do sposobu powstawania danych ani co do
wspomnianej zaleznoéci. Po prostu wyciagamy linijke i sprawdzamy, jak dobrze
mierzy uzyskane dane.

m Na poziomie drugim stosowane jest wnioskowanie statystyczne. Obliczane sg
przedzialy ufnoéci i tworzy sie formalne testy hipotez statystycznych. Aby przejs¢
na poziom drugi, dane musza by¢ odpowiednia losowa prébka z wiekszej populacji.

m Na poziomie trzecim mozna przedstawial twierdzenia na temat przyczynowosci:
predyktory powodujg wartoéci docelowe. Wynika z tego, ze na podstawie zmian
wartosci predyktorow mozemy okreslic, jaka bedzie zmiana wartosci docelowych.
Jest to bardzo mocne stwierdzenie i nie bedziemy tu iS¢ w tym kierunku. Jesli mozesz
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zmienia¢ warto$ci zmiennych i tworzy¢ przypadki testowe, aby sprawdzi¢ wyniki
(czyli przeprowadza¢ eksperymenty), prawdopodobnie mozesz tez wyeliminowa¢
mylace czynniki i pozorne korelacje.

Wiecej informacji na temat R Scigle rzecz biorac, R? jest w bibliotece sklearn
domyslng miarg dla klas dziedziczacych po gléwnej klasie regresji, RegressorMixin.
Omawianie dziedziczenia wykracza poza zakres tej ksigzki. Oto krétkie objasnienie:
mozesz umiesci¢ wspolne operacje w klasie bazowej i uzywa¢ tych operacji bez ponownego
ich implementowania w klasach pochodnych. Jest to podobne do dziedziczenia cech
genetycznych przez dzieci po rodzicach.

Jesli chcesz zapoznad sie z ograniczeniami miary R zacznij od nastepujgcych artykutow:

m  Tarald O. Kvalseth, Cautionary Note about R2, ,,The American Statistician”, 39 (4),
1985, 5. 279 — 285.

m F.J. Anscombe, Graphs in Statistical Analysis, ,American Statistician”, 27 (1),
1973,s.17 - 21.

To prawda, oba artykuly pochodza z magazynéw statystycznych. Nie, nie mam zamiaru za
to przepraszal. Pierwszy tekst dotyczy przede wszystkim obliczen R?, a drugi —
interpretowania tej miary. Wczeéniej ograniczytem krytyke miary R* do jej zastosowan do
oceny systemdéw uczacych sie. Jednak w ogdlniejszym kontekécie statystycznym (1) nawet
w sytuacjach, gdy uzywanie miary R* jest w pelni uzasadnione, ludzie czesto mylnie jg
interpretuja, a ponadto (2) czesto stosuje sie ja w niewlasciwy sposéb. Mozna powiedzie¢,
ze ludzie biegajg z nozem w reku, narazajac sie na potkniecie i zrobienie sobie krzywdy.
Jesli chcesz zabezpieczy¢ sie przed najczestszymi przypadkami blednego uzycia tej miary,
zapoznaj sie z rozdzialem 2. ksigzki Advanced Data Analysis Shaliziego.

Miara R* w formie uzywanej przez statystykdw oznacza znacznie wigcej niz
zaprezentowane tu okreslone obliczenia. Dla wielu 0sdb ze §wiata nauki miara R? jest
nieodlacznie powigzana z modelami liniowymi, czyli z regresja liniowa. Dodatkowo czg¢sto
przyjmowane sg inne zatozenia. Dlatego czesto zetkniesz si¢ ze zdaniami takimi jak ,,R* to
procent wariancji wyjasnionej przez relacje liniowg miedzy predyktorami a warto$ciami
docelowymi”. To stwierdzenie jest prawdziwe, jesli do generowania predykcji uzywasz
modelu liniowego. Tu jednak interesujg nas modele, ktére wykraczajg poza typows
regresje liniowa.

Pobieranie danych o uczniach. Oto kod do pobierania i wstepnego przetwarzania
danych uzywanych w ostatnim przykladzie.
wejscie [32]:
student url = ('https://archive.ics.uci.edu/' +

'ml/machine-learning-databases/00320/student.zip"')
def grab_student_numeric():
# Pobieranie pliku zip i rozpakowywanie go.
# Wypakowywanie nieznanych plikow jest zagrozeniem
import urllib.request, zipfile

urllib.request.urlretrieve(student _url,
'port_student.zip')
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zipfile.ZipFile('port_student.zip').extract('student-mat.csv')

# Wstepne przetwarzanie
df = pd.read_csv('student-mat.csv', sep=';")

# g1ig2 sq mocno skorelowane z g3;
# pominigcie ich znacznie utrudnia rozwiqzanie problemu.
# Usuwane sq takze wszystkie kolumny zawierajgce dane nieliczbowe

df = df.drop(columns=['Gl', 'G2']).select_dtypes(include=["'number'])

# Zapisywanie jako pliku csv
df.to_csv('portugese_student numeric.csv', index=False)

# grab_student_numeric()

7.6.3. Cwiczenia
Sprobuj zastosowaé techniki oceny metod regresji do zbioru danych boston, ktéry mozna
pobra¢ za pomocg wywolania datasets.Toad_boston.

A oto pytanie prowokujace do mygélenia: jaka zalezno$¢ miedzy rzeczywistymi
warto$ciami i predykcjami da w efekcie liniowy wykres skladnikéw resztowych?
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UCZENIE MASZYNOWE Z PYTHONEM:

OD DzZIS DLA KAZDEGO!

Sztuczna inteligencja i uczenie maszynowe rozwijaja sie z niezwykta
dynamika i znajduja coraz wiecej réznorodnych zastosowan w niemal
wszystkich branzach. Ten spektakularny postep jest silnie zwigzany

z osiggnieciami w Swiecie sprzetu i oprogramowania. Obecnie do
uczenia maszynowego uzywa sie wielu jezykéw programowania,
takich jak R, C, C++, Fortran i Go, jednak najpopularniejszym wy-
borem okazat sie Python wraz z jego specjalistycznymi bibliotekami.
Znajomosc¢ tych bibliotek i narzedzi umozliwia tworzenie systemdw
uczacych sie nawet tym osobom, ktére nie dysponuja gteboka wiedza
z dziedziny matematyki.

Ta ksiazka jest przeznaczona dla kazdego, kto choc troche zna Pytho-
na i chce nauczy¢ sie uczenia maszynowego. Zagadnienia matematy-
czne zostaty tu zaprezentowane w minimalnym stopniu, za to wiecej
uwagi poswiecono koncepcjom, na ktérych oparto najwazniejsze

i najczesciej uzywane narzedzia oraz techniki uczenia maszynowe-
go. Nastepnie pokazano praktyczne zasady implementacji uczenia
maszynowego z wykorzystaniem najdoskonalszych bibliotek i na-
rzedzi Pythona. Opisano uzywane dzié komponenty systeméw ucza-
cych sie, w tym techniki klasyfikacji i regresji, a takze inzynierie cech,
ktéra pozwala przeksztatcaé¢ dane na uzyteczng postac. Przeana-
lizowano liczne algorytmy i najczesciej stosowane techniki uczenia
maszynowego. Pokrétce przedstawiono modele grafowe i sieci
neuronowe, w tym sieci gtebokie, jak rowniez potaczenie tych technik
z bardziej zaawansowanymi metodami, przydatnymi chocby w pracy
na danych graficznych i tekstowych.

W ksigzce miedzy innymi:

e algorytmy i modele
uczenia maszynowego

zasady oceny
skutecznosci
systemow uczacych

techniki
przeksztatcania
danych

techniki uczenia
maszynowego
do obrazu i tekstu

sieci neuronowe
i modele grafowe

biblioteka scikit-learn
i inne narzedzia

Pythona

Dr Mark E. Fenner uczy dorostych informatyki i matematyki. Prowadzit
badania w dziedzinach uczenia maszynowego, bioinformatyki

i bezpieczenstwa systemow komputerowych. Zajmowat sie tez analiza
bezpieczenstwa repozytoriow oprogramowania, probabilistycznym
modelowaniem biatek oraz analiza i wizualizacja danych pochodza-
cych z badan ekologicznych i mikroskopowych. Mieszka z rodzina

w potudniowo-wschodniej Pensylwanii.
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