maszynowe
na Raspberry Pi

Eksperymentowanie z danymi
| rozpoznawaniem obrazow

Donald J. Norris

\

Apress-



Apress’

Donald J. Norris

Uczenie maszynowe
na Raspberry Pi

Eksperymentowanie z danymi
| rozpoznawaniem obrazow

Przektad: Maria Chaniewska

APN Promise, Warszawa 2020



Uczenie maszynowe na Raspberry Pi. Eksperymentowanie z danymi i rozpoznawaniem
obrazéw

First published in English under the title
Machine Learning with the Raspberry Pi: Experiments with Data and Computer Vision
by Donald J. Norris

Copyright © 2020 by Donald J. Norris

This edition has been translated and published under licence from APress Media, LLC, part of
Springer Nature.

APress Media, LLC, part of Springer Nature takes no responsibility and shall not be made liable
for the accuracy of the translation.

All rights reserved. No part of this book may be reproduced or transmitted in any form or by any
means, electronic or mechanical, including photocopying, recording or by any information
storage retrieval system, without permission from publisher.

Polish language edition published by APN PROMISE S.A., Copyright © 2020

Autoryzowany przektad z wydania w jezyku angielskim, zatytulowanego: PMachine Learning
with the Raspberry Pi: Experiments with Data and Computer Vision by Donald J. Norris,
opublikowanego przez APress Media, LLC, oddzial Springer Nature.

Wszystkie prawa zastrzezone. Zadna cze$¢ niniejszej ksigzki nie moze by¢ powielana ani
rozpowszechniana w jakiejkolwiek formie i w jakikolwiek spos6b (elektroniczny, mechaniczny),
wlacznie z fotokopiowaniem, nagrywaniem na tasmy lub przy uzyciu innych systeméw bez
pisemnej zgody wydawcy.

APN PROMISE SA, ul. Domaniewska 44a, 02-672 Warszawa
tel. +48 22 35 51 600, fax +48 22 35 51 699
e-mail: mspress@promise.pl

Ksigzka ta przedstawia poglady i opinie autoréw. Przyklady firm, produktéw, oséb i wydarzen
opisane w niniejszej ksigzce s3 fikcyjne i nie odnoszg si¢ do zadnych konkretnych firm,
produktéw, osob i wydarzen, chyba Ze zostanie jednoznacznie stwierdzone, ze jest inaczej.
Ewentualne podobienstwo do jakiejkolwiek rzeczywistej firmy, organizacji, produktu, nazwy
domeny, adresu poczty elektronicznej, logo, osoby, miejsca lub zdarzenia jest przypadkowe

i niezamierzone.

Wszystkie znaki towarowe wystepujace w ksigzce mogg by¢ wlasnoscig ich odnosnych
wlascicieli.

APN PROMISE SA dolozyla wszelkich staran, aby zapewni¢ najwyzsza jakosc tej publikacji.
Jednakze nikomu nie udziela sie rekojmi ani gwarancji.

APN PROMISE SA nie jest w zadnym wypadku odpowiedzialna za jakiekolwiek szkody bedace

nastepstwem korzystania z informacji zawartych w niniejszej publikacji, nawet jesli APN
PROMISE zostala powiadomiona o mozliwosci wystgpienia szkod.

ISBN: 978-83-7541-418-9 (druk), 978-83-7541-421-9 (ebook)

Przektad: Maria Chaniewska

Redakcja: Marek Wtodarz

Korekta: Ewa Swedrowska

Sklad i tamanie: MAWart Marek Wlodarz



Spis tresci

D aAULOIZE . . . . . Vii

Przyktady Kodu . .. ... .. e viii

Rozdziat 1. Wprowadzenie do uczenia maszynowego (ML) na Raspberry Pi (RasPi) . . . .1

Wprowadzeniedo RasPi. . ............ ..o e 1
Zapisywanie obrazu systemu Raspbiannakarte microSD . .......... ... i, 4
Aktualizowanie i uaktualnianie dystrybucji systemu Raspbian. ..................... 13
Fakty dotyczace uczenia MaszyNOWEQ0. .« . .. v vttt et et e e 20

Rozdziat 2. Badanie modelu danych uczenia maszynowego: czeS¢1............... 43

Instalacja OpenCV 4 . . ... .. .. e 43
Pobieranie kodu zrodtowego OpenCV 4. . ... .ot 45
Kompilacja oprogramowania OpenCV . .. ... e e 46
Biblioteka wizualizacji danych Seaborn .. ... . oo 51
Wazna podstawowa zasada . . . .. .. oot e 67
Naiwny Klasyfikator Bayesa . .. ..ot 80

Model k najblizszych sasiadow (KNN) . ......... ... i 89
Demonstracia KNN . .. ... 89

Klasyfikator drzewa decyzyjnego. .. ...ttt e e e 93
Algorytm drzewa deCyzyjNego . ... .ot it e 94
Demonstracja klasyfikatora drzewa decyzyjnego w scikit-learn. ................... 106

Rozdziat 3. Badanie modeli danych uczenia maszynowego: czes¢2............... 117

Analiza gtdwnych sktadowych . . .......... ... .. 118

OpIS SKIYPIU PCA . e 119



Spis tresci

Liniowa analiza dyskryminacyjna. . . ...t 131
Opis SKIyptU LDA . .o e 133
Maszyny wektorow nosSnych . ............. . i 141
Demonstracja SYM —CzeSC 1. . . oot 145
Demonstracja SYM —CZSC 2. . . . v v vt 148
Kwantyzacja wektorow uczacych ............. ... .. ... . . . . . ... 154
Podstawowe koncepcje LVQ. . ... oo 155
Demonstracia LVQ. .. ..o e 157
Baggingilasy loSOWe . ...t e 166
Wprowadzenie do algorytmow bagging i lasow losowych. ............. ..o ..t 166
Demonstracja ponownego probkowania metodg bootstrap. . ............. ... ..... 169
Demonstracja algorytmu bagging. . .. .o oo e 171
Demonstracja [asu l0SOWEG0 . . o oo v vt et e e 179
Rozdziat 4. Przygotowanie do uczenia gtebokiego . ............................ 189
Podstawy uczenia gtebokiego . .......... ... ... 189
Uczenie maszynowe na podstawie wzorcow danych ........... ... ..., 190
FUNKC)E Straty . v o et e e e 196
Algorytm optymalizatora. . . ... . e 199
SZtuCzNa SIeC NBUrONOWA . . . ... ...ttt ittt et it eia e 208
Uczenie i dziatanie sztucznych sieci neuronowych . .. ...t 211
Praktyczny przyktad modyfikacji wag Sieci Neuronowej. . . .. .. ovv e i i e 228
Demonstracija sieci neuronowej w Pythonie —czeSC1....... ...t 231
Demonstracja sieci neuronowej w Pythonie —czeSC2 ... 236

Rozdziat 5. Praktyczne demonstracje uczenia gtebokiego sztucznych sieci

NEUrONOWYCH . . . ... . 245
ListaczesCi. . .. ... 246
Demonstracja rozpoznawania odrecznie pisanychcyfr......................... 246

Szczeqoty historii i przygotowania projektu . ... ... 250
Dostosowywanie wejsciowych zbiorow danych ........... . o i 256
Interpretacja wartosci danych wyjsciowych SieCiANN. .. ....... .ottt 258
Tworzenie sieci do rozpoznawania odrecznie napisanych cyfr . ................... 260
Demonstracja poczatkowego skryptu uczacego Sieci Neuronowej . .. ....vvvevvn ... 261

v



Spis tresci

Demonstracja skryptu testujgcego SieC NeUuronOwa . . ... vv v v e e e 263
Demonstracja skryptu testowego sieci neuronowej z wykorzystaniem petnego
ZDIOU tBSIOWEG0 . v vttt e e 270
Rozpoznawanie samodzielnie napisanych cyfr. . ... 274
Rozpoznawanie cyfr napisanych odrecznie przy uzyciu biblioteki Keras. . .......... 283
Wprowadzenie do biblioteki Keras . .........cc i 283
Instalacja biblioteki Keras. . . ... .. oo 284
Pobieranie zbioru danych i tworzeniemodelu .......... ..o 284
Rozdziat 6. Demonstracje konwolucyjnych sieci neuronowych................... 293
Lista CzeSCi. ... ..o 293
WprowadzeniedomodeluCNN . . ......... ... .. ... . .. 294
HistoriaiewolucjasieCiCNN . ... ... ... i e 299
Demonstracja rozpoznawania odziezy ze zbioru MNIST .. ...................... 312
Bardziej ztozona demonstracja rozpoznawania odziezy ze zbioru MNIST . ... .... ... 321
Demonstracja modelu VGG do rozpoznawania odziezy ze zbioru MNIST. . .......... 325
Demonstracja rozpoznawania odziezy ze zbioru MNIST wedtug Jasona. . .......... 330

Rozdziat 7. Prognozowanie przy uzyciu zwyktych i konwolucyjnych sieci

NEUrONOWYCKH . . . . ... e e e 337
Demonstracja dotyczaca cukrzycy w plemieniu IndianPima .................... 338
Tto badania cukrzycy w plemieniu Indian Pima .. ............ ... ... ... . ... 338
Przygotowywanie danyCh. . ... e e 339
Uzycie biblioteki scikit-learn zKeras. .. .......... ... ... .. ... ... . i .. 355
Optymalizowanie hiperparametrow przy uzyciu Keras i scikit-learn . .. .............. 358
Demonstracja predyktora regresji cen nieruchomosci. . ........................ 362
Wstepne przetwarzanie danych . ... 363
MOOBI DAZOWY . . . v e ot 367
Poprawiony model Dazowy. . .. ..ot e 371
Inny poprawiony model Dazowy .. ... 374
Predykcje przy uzyciusieCiCNN . ... ... ... ... .. ... . 377
Model CNN szeregu czasowego jednej Zmiennej . . ..o e ee v e i e eee e 378



Spis tresci

Rozdziat 8. Prognozowanie przy uzyciu modeli CNN i MLP w badaniach medycznych 395

ListaCzesCi. . .. ... 396
Pobieranie zbioru danych obrazow histologicznych raka piersi................... 396
Przygotowanie Srodowiska projeKtowego. . . . ..o v e i 400

Uzycie modelu MLP do prognozowania raka piersi. . .....ovv v i 427
Rozdziat 9. Uczenie przez wzmachnianie ................ .. .. .. .. ... .. .. .. ... 435
Proces decyzyjny Markowa . . ........... ... .. . . 437
Zdyskontowana przyszta nagroda. . .. ... 438
Uczenie metodg Q-16aming . ... oo v e i 439
Q-learning i SIECI NBUIONOWE . . . . .. ...ttt e ettt e 475
0] 481

vi



0 autorze

Donald J. Norris jest zapalonym hobbysta i majsterkowiczem. Jest takze inzynierem
elektroniki ze stopniem naukowym z zarzgdzania produkcjg. Don jest emerytowanym
pracownikiem rzgdowej stuzby cywilnej w Marynarce Wojennej USA, gdzie specjalizo-
wal sie w akustyce i cyfrowym przetwarzaniu sygnaléw. Ma takze ponad dwanascie lat
doswiadczenia jako profesjonalny programista uzywajacy jezykoéw C, C#, C++, Python

i Java oraz 5 lat doswiadczenia jako certyfikowany konsultant zabezpieczen IT.

0 recenzencie technicznym

Ahmed Fawzy Gad jest inzynierem zajmujgcym si¢ uczeniem ma-
szynowym posiadajacym stopien licencjata i magistra technologii
informacyjnej. Ahmed jest asystentem dydaktycznym i naukow-
cem, ktory interesuje si¢ uczeniem maszynowym/glebokim, kom-
puterowym rozpoznawaniem obrazéw oraz Pythonem. Jest recen-

zentem technicznym uczenia maszynowego i konsultantem, ktory

pomaga innym osobom w realizacji projektéw. Ahmed wspol-
tworzy pisemne samouczki i artykuly na wielu blogach w tym
Paperspace, Real Python, KDnuggets, Heartbeat i Towards Data
Science.

Ahmed jest autorem trzech ksiazek: TensorFlow: A Guide to Build Artificial Neural
Networks Using Python (TensorFlow: Przewodnik budowania sztucznych sieci neuro-
nowych w jezyku Python), wydawnictwo Lambert, 2017 r., Practical Computer Vision
Applications Using Deep Learning with CNNs (Praktyczne aplikacje komputerowego
rozpoznawania obrazow przy uzyciu uczenia gtebokiego w sieciach CNN), wydawni-
ctwo Apress, 2018 r. oraz Building Android Apps in Python Using Kivy with Android Stu-
dio (Budowanie aplikacji Android w jezyku Python przy uzyciu Kivy i Android Studio),
wydawnictwo Apress, 2019 r.

Zacheca do kontaktéw przez LinkedIn (linkedin.com/in/AhmedFGad), Facebook
(fb.com/AhmedFGadd) i e-mail (ahmed.f.gad @gmail.com).

vii



Przyktady kodu

Wszystkie pliki skryptow przedstawione w ksigzce dostepne s3 w witrynie wydawcy

pod adresem:
https://ksiazki.promise.pl/produkt/uczenie-maszynowe-na-raspberry-pi

Poniewaz ksigzka drukowana jest w wersji czarno-bialej, udostepnilismy tam réwniez
plik PDF zawierajacy kolorowe wersje tych ilustracji, ktérych czytelno$¢ bez koloru jest

niewystarczajaca.

viil



Rozdziat 1

Wprowadzenie do uczenia
maszynowego (ML)
na Raspberry Pi (RasPi)

Ten rozdzial zawiera wprowadzenie do platformy RasPi i uczenia maszynowego. Na po-
czatek zostanie opisana platforma sprzetowa, RasPi, na ktorej zostang przeprowadzo-
ne wszystkie demonstracje w tej ksigzce. P6zniej nastapi wprowadzenie do koncepcji
uczenia maszynowego oraz wyjasnienie, dlaczego jest tak ekscytujacg i szybko rozwija-

jacq sie dziedzing nauki.

Wprowadzenie do RasPi

Do przeprowadzenia demonstracji z tej ksigzki bedzie potrzebna ptytka RasPi. W kilku
nastepnych podrozdzialach pokaze, jak skonfigurowac¢ model RasPi 3 B lub B+ jako sta-
cje roboczg, na ktdrej beda wykonywane skrypty i programy wymagane w réznych de-
monstracjach uczenia maszynowego. Rysunek 1-1 przedstawia model RasPi 3 B+, ktory
jest uzywany w tej ksigzce.

Modele RasPi 3 B i B+ roznig sie kilkoma szczegétami. Zasadniczo sg podobne, ale
w poréwnaniu z modelem B model B+ ma troche wigkszg predkos¢ taktowania proce-

sora oraz kilka poprawek funkcji bezprzewodowych. Zadne z tych ulepszen nie wptywa

......
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Rysunek 1-1. Model Raspberry Pi 3 B+

Nie bede omawiaé budowy jednoptytkowego komputera RasPi, poniewaz zostalo to juz
wyczerpujaco opisane w wielu dostepnych ksigzkach i blogach. Jak wspomnialem
wczesniej, uzywalem modelu RasPi 3 B+ w konfiguracji stacji roboczej. W tej konfigu-
racji do ptytki RasPi podlgczono klawiature USB, mysz USB i monitor HDMI. W mojej
konfiguracji ptytka RasPi jest zasilana zasilaczem 2,2 A, 5V ze zlgczem micro USB.

RasPi nie uzywa mechanicznego dysku twardego do implementacji systemu plikow
zawierajgcego system operacyjny (OS). Wszystkie dotychczasowe wersje RasPi wyko-
rzystujg podlaczang karte micro SD, ktéra stuzy za pamie¢ masowsg. Chociaz jest moz-
liwe podlgczenie tradycyjnego dysku twardego do RasPi, stuzylby on tylko jako zapa-
sowe urzgdzenie pamieci, a nie jako gtéwna pamiec na system operacyjny ani partycja
rozruchowa. Dalej pokaze, jak pobrac i zainstalowac system operacyjny na karcie micro
SD, aby umozliwi¢ dzialanie RasPi jako funkcjonalnego mikrokontrolera ML.

Niewgtpliwie najprostszym sposobem rozpoczecia pracy jest zakup wstepnie zapro-
gramowanej karty micro SD. Takie karty sg gotowe do uzytku i wymagaja tylko skonfi-
gurowania, aby odpowiadaty konfiguracji konkretnej stacji roboczej, w tym sieci WiFi.
Proces konfiguracji WiFi zostanie opisany dalej w tym podrozdziale, ale najpierw chce
opisac sposob tworzenia wlasnej karty micro SD w razie potrzeby.

Oprogramowanie karty micro SD do zaladowania jest nazywane obrazem syste-
mu Raspbian (Raspbian Image) i jest dostepne bezptatnie z wielu witryn interneto-

wych, w tym zalecanej witryny fundacji Raspberry Pi pod adresem raspberrypi.org.
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Najnowszy obraz systemu operacyjnego jest zawsze dostepny z sekcji Downloads tej
witryny. Istnieja dwa typy obrazu systemu operacyjnego do pobrania. Pierwszy typ
ma nazwe NOOBS, ktora jest skrotem od ,New Out of the Box Software”. Dostepne
sq dwie wersje obrazu NOOBS. Jedna nazywa si¢ NOOBS, a druga NOOBS Lite. W cza-
sie pisania tej ksigzki obie wersje byly rozpoznawane jako v3.0.0. NOOBS zawiera tatwy
instalator systemu operacyjnego, ktdry zawiera Raspbian OS, a takze inny popularny
system operacyjny LibreELEC. Ponadto wersja NOOBS umozliwia wybor alternatyw-
nych system6w operacyjnych, ktore sa nastepnie pobierane z Internetu i instalowane.
NOOBS Lite zawiera ten sam instalator systemu operacyjnego, ale bez wstepnie zalado-
wanego systemu Raspbian i bez opcji LibreELEC. Jednak ta wersja zapewnia to samo
menu wyboru systemu operacyjnego, ktére pozwala na pobranie i zainstalowanie obra-
zu systemu Raspbian i innych systeméw operacyjnych.

Obrazy NOOBS i NOOBS Lite s3 tylko zbiorami plikow i podkatalogéw, ktére moz-
na pobra¢ przy uzyciu aplikacji BitTorrent lub po prostu jako surowy plik Zip. Pliki
pobierane z BitTorrent i Zip majg rozmiar okoto 1,2 GB. Wyodrebniony obraz ma roz-
miar 1,36 GB, ale ostateczny rozmiar po zainstalowaniu przekracza 4 GB. Oznacza to,
Ze na ostateczny obraz systemu bedzie potrzebna karta micro SD o rozmiarze co naj-
mniej 8 GB. Jednak w celu replikacji wszystkich demonstracji ML z tej ksigzki stanow-
czo polecam karte micro SD o rozmiarze co najmniej 16 GB, klasy 10, aby zapewni¢
mno6stwo dostepnej pamieci, a takze maksymalizowac przepustowos¢ danych dziatajg-
cego komputera RasPi.

Drugi typ obrazu pozwala na bezposrednie pobranie systemu operacyjnego. Obec-
nie dostepnym obrazem jest dystrybucja systemu Raspbian Linux o nazwie kodowej
Stretch. Ta wersja systemu Raspbian moze by¢ pobrana przy uzyciu BitTorrent lub jako
plik Zip z koicowym obrazem o rozmiarze podobnym do obrazu NOOBS.

Karta micro SD musi by¢ skonfigurowana po pobraniu obrazu. Omoéwie tylko bez-
posredni typ pobierania systemu Raspbian, poniewaz wierze, ze wiekszo$¢ Czytelni-
kow tej ksigzki ma wystarczajace doswiadczenie z podstawowymi operacjami kom-
puterowymi, a takze z plytkg RasPi, aby zdecydowa¢ si¢ na podejscie z bezposrednim

pobieraniem.
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Zapisywanie obrazu systemu Raspbian na karte micro SD

Karta micro SD nie wymaga formatowania przed zapisaniem obrazu. Ta czes$¢ proce-
su jest wykonywana automatycznie przez aplikacje, ktora zapisuje obraz na karte. Wy-
starczy tylko skonfigurowaé odpowiednig aplikacje na wykorzystywanym komputerze.
W przypadku komputera z systemem Windows stanowczo zalecam uzycie programu
Win32DiskImager, dostepnego pod adresem

https://sourceforge.net/projects/win32diskimager/files/latest/download

Pobrany plik to archiwum Zip, ktoére trzeba rozpakowaé przed uzyciem. Nastepnie wy-
starczy uruchomic aplikacje, wybrac lokalizacje obrazu dysku, a takze wybrac litere pli-
ku logicznego karty micro SD. Rysunek 1-2 przedstawia moéj ekran konfiguracji uzytej
do zapisania wersji Raspbian Stretch na karcie micro SD na komputerze z systemem

Windows.

Image File Device

deS,I’ZOIB-l1-13-raspbim-stretd‘l-ﬁ.lﬂ,’2018-11-13-raspbian-stretd'l-\‘|.ﬂl.img‘% EN *

Hash

None v | | Generate Copy

D Read Only Allocated Partitions
Progress
Cancel Read Write Verify Only Exit

Rysunek 1-2. Zrzut ekranu programu Win32DiskImager

Uzytkownikom systemu Mac polecam uzycie programu Etcher do zapisu obrazu dys-
ku. Jest on dostepny pod adresem https://etcher.io/. Ta aplikacja dziala podobnie
do programu Win32DiskImager. Rysunek 1-3 przedstawia zrzut ekranu tego programu
dzialajacego na moim komputerze MacBook Pro.
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2018-03-1...retch.img /dev/disk3

ETCHER @ resin.o

Rysunek 1-3. Zrzut ekranu programu Etcher

Po zapisaniu obrazu systemu operacyjnego na karcie micro SD trzeba go skonfiguro-
wac. Podzielitem proces konfiguracji na dwa etapy. Pierwszy skupia si¢ na tym, co uzna-
lem za konfiguracje obowigzkows tym sensie, Ze jej przeprowadzenie jest konieczne,
aby system operacyjny dziatal zgodnie z oczekiwaniami w danej sytuacji. Drugi etap
konfiguracji to ,strojenie” juz ogdlnie skonfigurowanego systemu operacyjnego w celu
dostosowania do konkretnych potrzeb.

Uwaga Proces konfiguracji RasPi jest dynamiczny i stale ewoluuje. Niniejszym przyznaje,
ze ponizsze instrukcje, chociaz zasadne w czasie pisania tej ksigzki, mogg by¢ nieaktualne, kie-
dy bedziesz probowac je wykonac. Wynika to po prostu z natury oprogramowania open source.
Jednak jestem przekonany, ze bez wzgledu na zastosowane procedury, bedg przejrzyste i proste
do przeprowadzenia.
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Obowigzkowa konfiguracja

Rysunek 1-4 przedstawia pierwszy ekran po rozruchu RasPi.

Welcome to the Raspberry Pi Desktop!
Before you start using it, there are a few things to set up.

Press ‘Next to get started.

Cancel Next

Rysunek 1-4. Poczgtkowy zrzut ekranu konfiguracji

Trzeba klikng¢ przycisk Next (Dalej), aby rozpocza¢ proces konfiguracji, zupelnie tak,
jak na rysunku. Natychmiast pojawi sie ekran z rysunku 1-5 pokazujacy domyslny kraj,
jezyk i strefe czasows.

Set Country

Enter the details of your location. This is used to set the language,
time zone, keyboard and other interational settings.

Country: United Kingdom -
Language: British English v
Timezone: London -

Press 'Next when you have made your selection.

Back Next

Rysunek 1-5. DomysIne okno dialogowe Set Country (Ustaw kraj)

Wazne jest, aby przynajmniej wybra¢ odpowiedni kraj i jezyk, poniewaz w przeciw-

nym razie pojawig sie trudno$ci z wprowadzaniem skryptéw lub programéw z powodu
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konfliktéw miedzy konfiguracjg fizycznej klawiatury a wprowadzanymi znakami. Menu
strefy czasowej réwniez zostanie automatycznie dostosowane, aby odzwierciedli¢ stre-
ty czasowe dostepne w wybranym kraju.

Rysunek 1-6 przedstawia to pole po dokonaniu przeze mnie odpowiednich wyboréw.

Welcome to Raspberry Pl - 0 X
Set Country

Enter the details of your location. This is used to set the language,
time zone, keyboard and other intemational settings.

Country: United States =
Language: American English -
Timezone: New York -

Press ‘Next’ when you have made your selection.

Back Next

Rysunek 1-6. Dostosowane okno dialogowe Set Country

Klikniecie przycisku Next przywoluje okno dialogowe Change Password (Zmien ha-
sto) pokazane na rysunku 1-7.

Welcome to Raspberry Pi oy B
Change Password

The default 'pi’ user account currently has the password 'raspberry’.
Itis strongly recommended that you change this to a different
password that only you know.

Enter new password: ‘

Confirm new password: ‘

W Hide Passwords
Press 'Next' to activate your new password.

Back Next

[ ]

Rysunek 1-7. Okno dialogowe Change Password

Zmiana domyslnego hasla raspberry, ktore jest prawdopodobnie powszechnie znane,

powinno poprawié¢ bezpieczenstwo systemu. Ten wybor nalezy catkowicie do Ciebie
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i nie ma wptywu na przebieg jakichkolwiek demonstracji z tej ksigzki. Koniecznie za-
pamietaj hasto. W przeciwnym razie bedzie wymagana instalacja obrazu od nowa. Nie
wydaje mi sie, aby byt jakis latwy sposob odzyskania zapomnianego hasta do systemu
operacyjnego Raspbian. Jesli zdecydujesz sie nie zmienia¢ hasta, po prostu kliknij przy-
cisk Next, a powinno sie pojawi¢ okno dialogowe Select WiFi Network (Wybierz sie¢
WiFi). Rysunek 1-8 przedstawia to okno dialogowe, ktdre pojawilo si¢ u mnie po klik-

nieciu przycisku.

Select WiFi Network

Select your WiFi network from the list

o3
!

claralane123
DIRECT-roku-697-33CB75
HOME-5395

JPLAT

A AT A

o))

BB P

2

Press ‘Next to connect, or 'Skip' to continue without connecting

Back Skip Next

Rysunek 1-8. Okno dialogowe Select WiFi Network

Trzeba klikng¢ odpowiedni identyfikator SSID sieci WiFi w celu ustanowienia tgcza ko-
munikacyjnego WiFi. Pojawi si¢ kolejne okno dialogowe z monitem o naci$niecie przy-
cisku na fizycznym routerze lub wprowadzenie hasta skojarzonego z wybranym identy-
fikatorem SSID sieci WiFi. Zdecydowatem sie, aby nie pokazywac tego szczegdlnego
okna dialogowego z oczywistych wzgleddéw bezpieczenstwa. Klikniecie przycisku Next
spowoduje przywolanie okna dialogowego Check For Updates (Sprawdz aktualizacje),
pokazanego na rysunku 1-9.

Nie da sie sprawdzi¢ aktualizacji bez wczesniejszego skonfigurowania sieci WiFi.
W istocie nie jestem pewien, czy to okno dialogowe w ogdle si¢ pojawi, jesli nie ma dzia-
lajacej konfiguracji tacza WiFi. Przy zalozeniu, ze faktycznie zostalo skonfigurowane
lacze WiFi, klikniecie przycisku Next spowoduje, ze RasPi polaczy sie z Internetem
i sprawdzi status obecnie zainstalowanego oprogramowania zawartego w nowym obra-
zie. Jednak nie musisz uruchamia¢ sprawdzania w tym momencie konfiguracji, ponie-

waz wkrétce pokaze, jak dokona¢ aktualizacji przy uzyciu polecenia okna terminala.

8
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Wybér nalezy do Ciebie. W rzeczywistosci zadna z tych opcji nie zaszkodzi, a jedynym
kosztem jest dodatkowy czas procesu konfiguracji. Jesli chcesz uzywaé recznego pro-
cesu aktualizacji, po prostu kliknij przycisk Skip (Pomin), a w przeciwnym razie kliknij
przycisk Next. Rysunek 1-10 przedstawia zmiane wygladu okna dialogowego Check For
Updates po kliknieciu przycisku Next.

Welcome to Raspberry Pi x

Check For Updates

Press 'Next' to check that Raspbian is up to date.

Back Skip Next

Rysunek 1-9. Okno dialogowe Check For Updates

Check For Updates
Press 'Next to check that Raspbian is up to date.

Checking for updates - please wait.

Rysunek 1-10. Aktywne okno dialogowe Check For Updates

Pasek aktywnosci pozostanie aktywny przez kilka minut, w zaleznosci od liczby wy-
krytych aktualizacji. Po ukoniczeniu aktualizacji pojawi sie okno z informacja, ze proces

konfiguracji zostal prawie ukonczony i potrzeba klikngé¢ przycisk Reboot (Uruchom
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ponownie), aby ukonczy¢ proces. Sugeruje, aby to zrobic¢ i nie zapomnie¢ o wprowa-
dzeniu nowego hasta, jeéli zostalo zmienione.
Teraz polecam wprowadzenie nastepujacego polecenia do okna terminala, aby

sprawdzi¢ stan polgczenia WiFi:
Ifconfig

Rysunek 1-11 przedstawia wyniki tego polecenia w moim systemie RasPi.

pl@raspoermypi: ~ = ‘8 x
File Edit Tabs Help

pi@raspberrypi:~ S ifconfig |
ethe: flags=4099<UP, BROADCAST, MULTICAST> mtu 1500

ether b8:27:eb:bd:e9:c9 txqueuelen 1000 (Ethernet)

RX packets 0 bytes 0 (0.0 B)

RX errors 8 dropped 8 overruns @ frame 8

TX packets © bytes 0 (0.0 B)

TX errors © dropped © overruns © carrier @ collisions ©

lo: flags=73<UP,LOOPBACK, RUNNING> mtu 65536
inet 127.0.0.1 netmask 265.0.0.0
inetf ::1 prefixlen 128 scopeid Ox10<host>
loop txqueuelen 10068 (Local Loopback)
RX packets 8 bytes 8 (0.9 B)
RX errors © dropped @ overruns © frame ©
TX packets @ bytes © (0.8 B)
TX errors @ dropped @ overruns © carrier © collisions @

wlanB: flags=4163<UP, BROADCAST, RUNNING, MULTICAST> mtu 1500
inet 192.168.0.6 netmask 255.255.255.0 broadcast 192.168.0.255
inet6 2601:700:8002:5dc@:d6b8:bble:6516:f013 prefixlen 64 scopeid Ox@<
global>
inet6 feB80::daVe:cBel:7c6:a750 prefixlen 64 scopeid ©x20<link>
inet6 2601:700:8002:5dc@::8 prefixlen 128 scopeid Bx8<global>
ether b8:27:eb:e8:bc:9¢c txqueuelen 1000 (Ethernet)
RX packets 76 bytes 9012 (8.8 KiB)
RX errors 8@ dropped 8 overruns 8 frame ©
TX packets 101 bytes 18827 (18.3 KiB)
TX errors @ dropped @ overruns @ carrier @ collisions @

ufi@raspherrypi:- s D

Rysunek 1-11. Ekran polecenia ifconfig

W sekcji wlan0 powinno by¢ widoczne, ze lokalny adres IP 192.168.0.6 zostal przypisa-
ny do RasPi przez domowy router WiFi. To przypisanie potwierdza, ze RasPi jest w sta-
nie polagczyc¢ sie z Internetem. Sprawdz, czy router domowy ma skonfigurowany pro-

tokot DHCP, jesli nie zobaczysz adresu IP podobnego to tego pokazanego na rysunku.

10
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Opcjonalna konfiguracja

Proces konfiguracji opcjonalnej wykorzystuje narzedzie o nazwie raspi-config. To na-
rzedzie jest dostarczane w poczgtkowo pobranym obrazie. Aby uruchomic narzedzie

raspi-config, mozna otworzy¢ okno terminala i wpisac nastepujgce polecenie:

sudo raspi-config

Rysunek 1-12 przedstawia ekran startowy narzedzia raspi-config.

pi@raspberrypi: ~ -0 x

File Edit Tabs Help

Rysunek 1-12. Ekran startowy narzedzia raspi-config

Wybranie z menu pozycji Interfacing Options (Opcje interfejséw) spowoduje pokaza-

nie menu podrzednego, jak na rysunku 1-13.

11
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pi@raspberrypi: ~ = o x

File Edit Tabs Help

Rysunek 1-13. Menu Interfacing Options

To menu ma osiem opcji wyboru, jak wida¢ na rysunku. Wiaczenie opcji bedzie zalezec
od typu urzgdzen uzywanych w systemie RasPi. Zalecam wlgczenie nastepujacych opcji
w celu dopasowania konfiguracji do demonstracji i procedur opisanych w tej ksigzce:

e Camera (kamera)

e SSH

e SPI

o 12C

e Serial (szeregowy)

e 1-Wire

Opcje interfejsow mozna tatwo dodawaé lub usuwa¢ w dowolnym momencie, wystar-
czy ponownie uruchomic¢ narzedzie raspi-config. W kazdym razie dodanie opcji inter-
fejsu tylko minimalnie zwieksza rozmiar calego systemu operacyjnego. Zauwaz takze,
ze wlaczenie interfejsu powoduje tylko wywotanie skojarzonych sterownikéw dla tego

konkretnego urzadzenia.

12
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Znéw trzeba bedzie ponownie uruchomic¢ RasPi, aby wdrozy¢ te opcjonalne usta-
wienia konfiguracyjne. Wprowadz nastepujace polecenie w oknie terminala, aby po-

nownie uruchomié¢ komputer:
sudo reboot

W tym momencie mamy pomyslnie zainstalowany i skonfigurowany system RasPi. Na-
stepnie trzeba zaktualizowa¢ i uaktualnié system, aby zapewni¢, ze jest zainstalowana

najnowsza wersja systemu operacyjnego Raspbian.

Aktualizowanie i uaktualnianie dystrybuciji systemu Raspbian

Dystrybucja Raspbian systemu Linux jest nieustannie poprawiana, jak wspomniatem
wczeséniej. Bardzo tatwo mozna zapewnié, Ze mamy najnowszg zaktualizowang i uak-
tualniong dystrybucje po ustanowieniu tgcznosci internetowej. Wprowadz nastepujace

polecenie w oknie terminala, aby zaktualizowa¢ zainstalowany system operacyjny:
sudo apt-get update

Akcja aktualizacji (update) zmienia liste pakietéw wewngtrz systemu, aby pasowala
do biezacej listy pakietéw online. W rzeczywistosci nie zmienia ona zadnego z zain-
stalowanych pakietow, nawet jesli sa przestarzate lub nieaktualne. Faktyczne zmiany

sq realizowane dopiero po wprowadzeniu w oknie terminala nastepujacego polecenia:
sudo apt-get upgrade

Jesli oryginalnie zainstalowana dystrybucja nie jest zbyt stara, aktualizacja (update)
odbywa sie dos¢ szybko. Jednak uaktualnienie (upgrade) moze zaja¢ dos¢ duzo czasu
w przypadku obecnosci wielu nieaktualnych pakietéw.

Wystarczy pamietaé, aby zawsze wykonywac najpierw akcje update, a potem upgra-
de. Wszystkie projekty w tej ksigzce zostaly utworzone przy uzyciu zaktualizowanej
i uaktualnionej dystrybucji Stretch Raspbian. Zauwazylem, ze brak aktualizacji i uak-
tualnienia moze czasami prowadzi¢ do dziwnych bledéw i awarii systemu, ktdre s3 nie-
oczekiwane i klopotliwe.

W tym momencie procesu instalacji i konfiguracji system RasPi powinien by¢ juz
w pelni funkcjonalny. Nadszed! czas, aby wprowadzi¢ koncepcje sSrodowiska wirtualne-

go Pythona, przed przejsciem do omowienia uczenia maszynowego.

13
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Srodowisko wirtualne Pythona

Ten podrozdzial zawiera odpowiedzi na dwa pytania:

1. Co to jest srodowisko wirtualne Pythona?

2. Dlaczego jest potrzebne?

Najpierw zajme si¢ drugim pytaniem. Dzialanie Pythona, jak wielu podobnych jezy-
kéw zorientowanych obiektowo, zalezy od wielu bibliotek pomocniczych i procedur.
W Pythonie te biblioteki sa nazwane zalezno$ciami i s3 przechowywane w jednym
z dwoch katalogdw w zalezno$ci od pochodzenia. Pochodzenie oznacza, ze te bibliote-
ki, ktore s3 uwazane za istotne lub rdzenne dla jadra systemu Linux, sg przechowywane
w katalogu System-packages. Wszystkie pozostate, chociaz mogg by¢ niezwykle waz-
ne do prawidlowego dzialania Pythona, s3 przechowywane w katalogu Site-packages.
Za kazdym razem, gdy jest wydawana nowa wersja jezyka Python, katalog System-
-packages jest aktualizowany i modyfikowany zgodnie z potrzebami najnowszej wersji.
Dlatego jest tylko jedna wersja kazdej z niezbednych bibliotek systemowych, zapisanych
w tym katalogu. Inaczej jest w przypadku katalogu Site-packages. Jest to spowodowane
tym, ze uzytkownik zwykle instaluje Zagdane oprogramowanie i wszelkie biblioteki lub
zalezno$ci wymagane dla tego oprogramowania. Jest caltkiem mozliwe posiadanie wiek-
szej liczby wersji tej samej biblioteki (zaleznosci) w katalogu Site-packages, po prostu
z powodu wielu instalacji oprogramowania. Problem szybko narasta, poniewaz Linux
instaluje zalezno$ci, bazujac wylacznie na ich nazwach, i lekcewazy jakiekolwiek spraw-
dzanie wersji. Jest catkiem mozliwe, Ze Projekt A wymaga biblioteki oprogramowania
X w wersji 1, a Projekt B wymaga biblioteki oprogramowania X w wersji 2. Linux nie
potrafi ujednoznaczni¢ niesp6jnosci wersji, wiec jeden lub oba projekty nie bedg dzia-
ta¢ prawidlowo. Srodowiska wirtualne Pythona zostaly zaprojektowane w celu wyeli-
minowania tego problemu.

Glownym celem $rodowisk wirtualnych Pythona jest utworzenie izolowanego §ro-
dowiska dla kazdego projektu Pythona. To oznacza, ze kazdy projekt bedzie mial wlas-
ne zaleznosci, bez wzgledu na zaleznosci wymagane przez inne projekty.
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Utworzenie oddzielnych srodowisk wirtualnych dla obu projektéw A i B wyelimi-
nowaloby problem z niesp6jnos$cia wersji. Kazde srodowisko mogloby zaleze¢ od do-
wolnej wymaganej wersji oprogramowania X, niezaleznie od jakichkolwiek innych
projektow.

Jedng z zalet srodowisk wirtualnych jest to, Ze nie ma ograniczenia liczby tworzo-
nych §rodowisk, poza ograniczeniami wynikajacymi z ilo$ci pamieci fizycznej. Odpo-
wiedz na pierwsze postawione wczeéniej pytanie jest wiec prosta. Srodowiska wirtual-
ne Pythona to po prostu hierarchiczny zbior katalogéw, zawierajacych troche skryptow
i 1acz symbolicznych, nic wiecej. Ich utworzenie nie jest zwigzane z zadng czarng ma-
gia ani sztuka. Wierze, ze gdy zaczniesz z niech korzysta¢d, juz nie zrezygnujesz. Wielu
deweloper6w rutynowo ich uzywa, oszczedzajgc sobie wielu godzin frustracji i ztosci
w trakcie préb rozwigzywania nieznanych bledéw powodowanych nieumy§$lnymi prob-

lemami dotyczacymi zaleznosci.

Instalacja Srodowiska wirtualnego Pythona

Przed wykonaniem tych instrukcji upewnij sie, ze Python 3 jest zainstalowany i dziala

prawidtowo. Ponadto upewnij si¢, ze masz zaktualizowang i uaktualniong dystrybucje

Raspbian Stretch systemu Linux, zgodnie z wczes$niejszym opisem w tym rozdziale.
Taprocedura zawiera szes¢ krokoéw. Wykonaj je kolejno, aby pomyslnie utworzy¢ sro-

dowisko wirtualne Pythona, ktérego bedziesz uzywac¢ w pracy nad modelami danych:

1. Zainstaluj pip, czyli narzadzie menedzera pakietéw Pythona. To narzedzie jest
bardzo podobne do zaawansowanego narzedzia pakietéw (apt), ale uzywa od-
dzielnego repozytorium dystrybucji. Wprowadz nastepujgce polecenia:

wget https://bootstrap.pypa.io/get-pip.py
sudo python3 get-pip.py

Uwaga Podczas pisana tej ksigzki najnowsza wersjg narzedzia pip byta 19.0.3.

2. Zainstaluj narzedzia virtualenvivirtualenvwrapper. Narzedzie virtualenv stuzy
do tworzenia wirtualnego srodowiska w Pythonie 3. Narzedzie virtualenvwrapper
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tworzy lacza miedzy jezykiem Python a kodem Pythona do wykonania w §rodo-
wisku. Wprowadz nastepujace polecenie:

sudo pip install virtualenv virtualenvwrapper
sudo rm -rf ~/get-pip.py ~/.cache/pip

. Trzeba przeedytowaé ukryty plik o nazwie .profile, znajdujacy sie w katalogu

domowym, aby zawierat pewne dane inicjowania. Zalecam uzycie edytora nano
i dopisanie danych, jak ponize;j:

cd ™

sudo nano .profile

Dane do dopisania po ostatnim wierszu w istniejagcym pliku:

# virtualenv and virtualenvwrapper

export WORKON HOME=$HOME/.virtualenvs

export VIRTUALENVWRAPPER PYTHON=/usr/bin/python3
source /usr/local/bin/virtualenvwrapper.sh

Zamiast tego mozesz bezposrednio wprowadzi¢ dane inicjujace w wierszu pole-

cenia przy uzyciu nastepujacych polecen:

echo -e "\n# virtualenv and virtualenvwrapper"” >> ~/.profile

echo "export WORKON HOME=$HOME/.virtualenvs" >> ~/.profile

echo "export VIRTUALENVWRAPPER PYTHON=/usxr/bin/python3™ >> ~/.profile
echo "source /usr/local/bin/virtualenvwrapper.sh” >> ~/.profile

. Teraz trzeba wykona¢ polecenie source na pliku ~./profile. Polecenie source

stuzy do zaladowania funkcji zawartych w nazwanym pliku do biezgcej powloki

w celu wykonania.

source ~/.profile

Uwaga Po uruchomieniu powyzszego polecenia po raz pierwszy powinien pojawic sie
tekst pokazany na rysunku 1-14.
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pi@raspberypi: ~ = sl

File Edit Tabs Help

pi@raspberrypi:~ S source ~/.profile A
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/premkproject
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/postmkproject
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/initialize
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/premkvirtualenv
virtualenvwrapper.user_scripts creating /home/pil/.virtualenvs/postmkvirtualenv
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/prermvirtualenv
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/postrmvirtualenv
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/predeactivate
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/postdeactivate
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/preactivate
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/postactivate
virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/get_env_details
pi@raspberrypi:-

Rysunek 1-14. Poczgtkowe wyniki polecenia source

Ten krok w istocie tworzy srodowisko wirtualne przy uzyciu narzedzi virtualenv
i virtualenvwrapper, zainstalowanych wcze$niej w kroku 2. Bedzie trzeba podaé
unikalng nazwe srodowiska. W tym przykladzie uzylem py3cv4_1. Jesli planujesz
generowanie wielu srodowisk, wtedy mozesz uzyc¢ schematu nazw, takich jak py-
3cv4_1, py3cv4_2, py3cv4_3 itd. Nazwa py3cv4_1 odwoluje sie do faktu, ze §ro-
dowisko wirtualne uzywa wersji Python 3, a takze zawiera pakiet oprogramowa-
nia OpenCV 4. Ponadto warto dokumentowac¢ przyczyne tworzenia kazdego ze
srodowisk, aby sie w tym szybko nie pogubi¢. Wprowadz nastepujace polecenie,

aby utworzy¢ srodowisko wirtualne Pythona py3cv4_1:
mkvirtualenv py3cv4 1 -p python3

Utworzenie §rodowiska wirtualnego zajmuje okolo 40 sekund. Rysunek 1-15
przedstawia wyniki dzialania tego polecenia. Zwro¢ uwage na napis (py3cv4 1)
poprzedzajacy zwykly monit wiersza polecenia. To wskazuje, ze obecnie dziala

srodowisko wirtualne.
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pi@raspberrypi: ~ = E R

File Edit Tabs Help

pi@raspberrypi:~ S mkvirtualenv py3cv4 -p python3 A
Already using interpreter /usr/bin/python3

Using base prefix '/usr'

New python executable in /home/pi/.virtualenvs/py3cv4/bin/python3

IAlso creating executable in /home/pi/.virtualenvs/py3cv4/bin/python

Installing setuptools, pip, wheel...

done.

virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/py3cva/bin/predeac
tivate

virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/py3cv4/bin/postdeal
ctivate

virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/py3cv4/bin/preacti
vate

lvirtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/py3cv4/bin/postact

1vate

virtualenvwrapper.user_scripts creating /home/pi/.virtualenvs/py3cv4/bin/get_env|
_details

(py3cv4) pi@raspberrypi:~ S []

Rysunek 1-15. Wyniki polecenia mkvirtualenv

Srodowisko wirtualne py3cv4_1 mozna latwo zamknaé, po prostu zamykajac

okno terminala. Zalecam, aby to zrobi¢.

6. Otworz nowe §rodowisko terminala, aby zweryfikowad, Ze mozesz uruchomi¢

srodowisko wirtualne py3cv4_1. Wprowadz nastepujace polecenie:

source ~/.profile
workon py3cv4 1

Polecenie workon jest zawarte w pakiecie oprogramowania virtualenvwrapper.
To polecenie pozwala na fatwe i szybkie uruchomienie dowolnego §rodowiska

wirtualnego Pythona. Rysunek 1-16 przedstawia wyniki powyzszych polecen.

pi@raspberrypl: ~ - 0O x
File Edit Tabs Help

pi@raspberrypi:~ S source ~/.profile
pi@raspberrypi:~ S workon py3cvd
(py3cvd) pi@raspberrypi:~ S D

Rysunek 1-16. Wyniki polecenia workon

Rysunek ten potwierdza, ze masz dzialajace $rodowisko wirtualne przygotowane

do przeprowadzenia kolejnych krokéw w celu utworzenia srodowiska modelu danych.
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Instalacja zaleznosci

Nastepna demonstracja wymaga instalacji kilku pakietéw oprogramowania. Niektore
pakiety sg juz preinstalowane w oryginalnym pobranym obrazie, a inne trzeba jawnie
zainstalowaé. Nastepujgce polecenia stuza do instalacji wszystkich pakietéw. Otrzymasz
informacje, jesli pakiet jest juz zainstalowany, w przeciwnym razie nastapi petna insta-
lacja. Te polecenia zajmg dtuzszy czas, poniewaz pakiety do instalacji mogg by¢ duze

i zlozone:

pip install numpy

pip install scipy

pip install matplotlib

pip install pandas

sudo apt-get install libatlas-base-dev
pip install -U scikit-learn

Nastepujacy skrypt Pythona o nazwie checkLib.py zwraca numery wersji wszystkich
zaladowanych pakietéw oprogramowania. Zalecam uruchomienie go, aby potwierdzic,
ze wszystkie zaleznosci sg zainstalowane. Ten skrypt jest dostepny w witrynie interne-
towej towarzyszacej tej ksigzce!:

# Sprawdzanie wersji bibliotek

# Wersja Pythona

import sys

print('Python: {}'.format(sys.version))

# scipy

import scipy

print('scipy: {}'.format(scipy. version ))
# numpy

import numpy

print('numpy: {}'.format(numpy. version ))

1 Pliki skryptow dostepne sg w witrynie wydawcy pod adresem
https://ksiazki.promise.pl/produkt/uczenie-maszynowe-na-raspberry-pi
Strona ta zawiera rowniez plik PDF zawierajacy wszystkie ilustracje w wersji kolorowe;j.
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# matplotlib

import matplotlib

print('matplotlib: {}'.format(matplotlib. version ))
# pandas

import pandas

print('pandas: {}'.format(pandas. version ))

# scikit-learn

import sklearn

print('sklearn: {}'.format(sklearn. version ))

Rysunek 1-17 przedstawia wyniki uruchomienia przeze mnie tego skryptu.

File Edit Tabs Help

(py3cv4) pi@raspberrypi:~ 5 python checkLib.py &
Python: 3.5.3 (default, Jan 19 2017, 14:11:04)
[6CC 6.3.0 20170124]

scipy: 1.2.1

numpy: 1.16.2

matplotlib: 3.0.3

pandas: 0.24.2

sklearn: 0.20.3

(py3cv4) pifraspberrypi:- s []

Rysunek 1-17. Wyniki skryptu checkLib.py

Widoczne wersje prawdopodobnie beda w pewnym stopniu r6znié sie od tych na ry-
sunkach, poniewaz oprogramowanie open source jest stale modyfikowane. Jednak
dzialanie pakietéw powinno by¢ zgodne z wcze$niejszymi wersjami, o ile nie zostang
wprowadzone radykalne i nieprzewidziane zmiany. Zwykle ze wzgledéw zachowania
spojnosci tak sie nie dzieje.

Teraz, gdy wszystkie zaleznos$ci s zainstalowane i dzialajgce, nadszedt czas na zmie-

rzenie sie z demonstracjg uczenia maszynowego.

Fakty dotyczace uczenia maszynowego

Uczenie maszynowe jest znacznym dziatem nadrzednej dziedziny sztucznej inteligencji.
Rysunek 1-18 to diagram Venna pokazujacy relacje miedzy sztuczng inteligencja (arti-
ficial intelligence — Al), uczeniem maszynowym (machine learning — ML) i uczeniem
glebokim (deep learning - DL).
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Z tego rysunku jasno wynika, Ze uczenie maszynowe jest wazng czescig sztucznej
inteligencji, a uczenie glebokie jest wazng czeScig uczenia maszynowego. Jesli cho-
dzi o biezgce zainteresowania i rozwdj, rysunek powinien by¢ odwrdécony, poniewaz
najwieksza uwaga przywigzywana jest do uczenia glebokiego, uczenie maszynowe
ma mniejszg waznos¢, a jeszcze mniejszg sztuczna inteligencja w ogélnosci. Hierarchia,
w ktorej przewazajaca uwaga kierowana jest na uczenie glebokie, jest takze zauwazal-
na w tej ksigzce. Jest tak po prostu dlatego, ze uczenie glebokie jest istotnym skladni-
kiem implementacji rozpoznawania obrazow, co jest obecnie najwazniejszym tematem
sztucznej inteligencji i uczenia maszynowego. Bardziej ztozonymi kwestiami uczenia
glebokiego zajme sie dokladnie w dalszych rozdzialach, jednak najpierw musze opisac

pewne podstawowe tematy uczenia maszynowego.

Rysunek 1-18. Diagram Venna dotyczgcy AI, ML i DL

Podstawy uczenia maszynowego

Jesli zapytasz tuzina badaczy AI/ML, czym jest uczenie maszynowe, prawdopodobnie
otrzymasz tuzin roznych, chociaz umiarkowanie podobnych odpowiedzi. Studiowatem
wiele definicji i uwazam, Ze ponizsza, utworzona przeze mnie, jest rOwnie prawidtowa,

jak pozostale.

Uczenie maszynowe to nauka i sztuka tworzenia algorytmow umozliwiajgcych
komputerom uczenie si¢ na podstawie danych bez jawnego programowania.
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Interesujace jest, Ze znalaztem wiele definicji, w ktorych uzyto dokladnie tej samej frazy
»bez jawnego programowania’, co potwierdzilo moje przekonanie, ze dowolna czysta
aplikacja uczenia maszynowego musi wyklucza¢ wszystkie algorytmy lub systemy, ktd-
re obejmujg wiedze ekspercky. Zauwaz jednak, ze systemy eksperckie s3 wazng cze$cia
sztucznej inteligenciji, ale juz nie uczenia maszynowego. Jednak zdarzajg sie systemy hy-
brydowe, ktére uwzgledniajg zardwno uczenie maszynowe, jak i systemy eksperckie,
wykorzystujac najlepsze mozliwosci zapewniane przez kazda z tych technologii.

Uczenie maszynowe zostalo po raz pierwszy zdefiniowane w roku 1959 przez profe-
sora MIT Arthura Samuela, znanego pioniera zaréwno informatyki, jak i sztucznej in-
teligencji. Profesor Samuel sformutowat czes¢ ,,...daje komputerom mozliwo$¢ uczenia
sie bez jawnego programowania”. Jego dazeniem byly komputery programowane przez
algorytmy uczjce sie z danych wejsciowych, a nastepnie dokonujace kolejnych predyk-
cji na podstawie tych samych danych. Oznacza to mozliwos$¢ calkowitego oddzielenia
algorytmow uczacych sie od jakichkolwiek algorytméw wstepnie zaprogramowanych
lub statycznych, a takze swobode podejmowania decyzji lub predykcji sterowanych da-
nymi poprzez budowanie modeli opartych na danych wejsciowych.

Modele uczenia maszynowego sg gtownie uzywane do predykcji lub klasyfikacji.
Warto zatem wprowadzi¢ pewnie fundamentalne koncepcje dotyczace tych operacji
przed omoéwieniem bardziej zlozonych zastosowan uczenia maszynowego. To wprowa-

dzenie bedzie mialo forme malego, ale kompletnego projektu ML.

Liniowa predykcja i klasyfikacja

Ten projekt jest oparty gtéwnie na wpisie bloga z czerwca 2016 roku, zatytutlowanego
Your First Machine Learning Project in Python Step by Step (Pierwszy projekt uczenia
maszynowego w Pythonie krok po kroku), napisanego przez dr. Jasona Brownlee, ktéry
jest obecnie aktywnym badaczem ML mieszkajagcym w Australii. Polecam zagladanie
do jego bloga pod adresem MachinelLearningMastery.com, zawierajacego bogactwo in-
formacji i zasobéw zwigzanych z uczeniem maszynowym. Jason sugeruje i calym ser-
cem si¢ z nim zgadzam, ze projekty ML nalezy rozpoczynac¢ od podejscia strukturalnego

skladajgcego sie z nastepujacych krokéw, ktére parafrazuje na podstawie bloga:

1. Zdefiniuj problem.
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Przygotuj i oczy$¢ odpowiednie dane.
Oszacuj wszelkie odpowiednie algorytmy.

Stale poprawiaj wyniki, az do otrzymania zanikajacych przyrostéw.

AN

Zaprezentuj wyniki w mozliwie czytelnej i jednoznacznej formie.

Ten poczatkowy projekt ML jest stawnym projektem dotyczacym klasyfikacji kwiatow
iryséw. Zbiér danych Iris dotyczacy tych kwiatéw jest zbiorem danych wielu zmien-
nych zaprezentowanym przez brytyjskiego statystyka i biologa Ronalda Fishera w do-
kumencie z roku 1936 ,,The Use of Multiple Measurements in Taxonomic Problems”
(Zastosowanie wielu miar w problemach taksonomicznych) jako przyktad liniowej ana-
lizy dyskryminacyjnej (LDA, ang. linear discriminant analysis). Ten zbior danych jest
czasem nazywany zbiorem Iris Andersona, poniewaz Edgar Anderson zebral te dane,
aby uzyskac oszacowanie morfologicznych odmian kwiatéw trzech powigzanych gatun-
kéw irysow. Dwa z trzech gatunkow zostaly zebrane na Pélwyspie Gaspésie w prowincji
Quebec w Kanadzie, ,wszystkie z tego samego pastwiska i zebrane tego samego dnia
i zmierzone w tym samym czasie przez t¢ samg osobe za pomoca tego samego przy-
rzagdu” zgodnie z cytatem z dokumentu Andersona. Zdjecia trzech gatunkéw iryséw

sg pokazane na rysunku 1-19.

Zbior danych IRIS

Iris Setosa

Iris Virginica

Rysunek 1-19. Trzy gatunki iryséw
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Zbioér danych sktada sie z 50 probek z kazdego z trzech gatunkéw iryséw (iris setosa,
iris virginica i iris versicolor). W kazdej probce zmierzono cztery cechy: dltugos¢ i sze-
rokos¢ dzialek kielicha (sepal) i platkéw (petal), w centymetrach. Fisher opracowat li-
niowy model dyskryminacyjny oparty ma kombinacji tych czterech cech w celu rozr6z-
niania gatunkéw iryséw. Dzialka kielicha jest cze$cig kwiatéw okrytonasiennych (roslin
kwitngcych) i jest zwykle zielona. Dzialki kielicha typowo stuzg jako ochrona dla kwiatu
w paku, a czesto jako wsparcie dla ptatkéw podczas kwitnienia. Platki sg zmodyfikowa-
nymi li§¢mi wokot rozrodczych czeéci kwiatow. Czesto majg jasne kolory i niezwykle
ksztalty, aby przycigga¢ owady zapylajace, czyli pszczoly. Rysunek 1-20 pokazuje kwiat
(nie irys) z wyrézniong dziatkg kielicha i platkiem.

Krok 1 podejscia do rozwigzania problemu jest rozsgdnie prosty. Rozpoznac gatunki
irysa na podstawie czterech wymiaréw opisujacy wysokos¢ i szeroko$¢ dzialki kielicha
oraz wysoko$c i szerokos$¢ platka. Wszystkie wymiary powinny by¢é w centymetrach,
aby pasowac do jednostek w podstawowym zbiorze danych.

Nastepnym krokiem w procesie rozwigzania jest odniesienie do zbioru danych. Ist-
nieje wiele zasobow online dostepnych do pobrania oryginalnego zbioru danych Iris
w formacie CSV. Uzylem zbioru danych Iris Jasona w formacie CSV, ktéry jest udo-
stepniony na github.com. W pierwszej czesci demonstracji w tym rozdziale skupimy sie¢

na zapoznaniu ze zbiorem danych.

Rysunek 1-20. Dziatka kielicha (sepal) i platek (petal)
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Demonstracja Iris — czeSc 1

Przedstawiony ponizej skrypt Pythona nazywa si¢ irisDemo.py i zostal utworzony
do pracy z wieloma kolejnymi krokami, aby zapozna¢ Czytelnikéw z wlasciwo$ciami
i charakterystykami danych. Zapoznanie z tymi danymi pomoze wybraé wlasciwe algo-

rytmy, ktére bedg najlepiej pasowacé do wymagan. Te kroki to:

e Ladowanie zaleznosci.

e Ladowanie zbioru danych.

e Wyswietlanie wymiaréw zbioru danych.

e Wyswietlenie pierwszych 20 rekordéw zbioru danych.

o Wyswietlanie statystyk zbioru danych.

e Wyswietlanie klas zbioru danych i skojarzonych rozmiaréw.

e Wykresy jednej zmiennej i wielu zmiennych danych.

Ponizszy skrypt jest w calosci dostepny w witrynie internetowej dotyczacej tej ksigzki.

Opisze wyniki calego skryptu po listingu kodu.

# UZycie
# python irisDemo.py

# tadowanie bibliotek

import pandas

from pandas.plotting import scatter matrix
import matplotlib.pyplot as plt

# tadowanie zbioru danych

url = "https://raw.githubusercontent.com/jbrownlee/Datasets/master/iris.csv"
names = ['sepal-length', 'sepal-width', 'petal-length', 'petalwidth’,
'‘class']

dataset = pandas.read csv(url, names=names)

# Wyswietlanie ksztattu
print('Dataset dimensions')
print(dataset.shape)

25



Rozdziat 1 Wprowadzenie do uczenia maszynowego (ML) na Raspberry Pi (RasPi)

# Wyswietlanie pierwszej czesci zbioru danych
print('Head of the data')
print(dataset.head(20))

# Wyswietlanie statystyk danych
print('Statistics')
print(dataset.describe())

# Wyswietlanie rozktadu klas
print('Class distribution')
print(dataset.groupby('class"').size())

# Wyswietlanie danych na wykresach pudetkowych z wgsami
dataset.plot(kind="box", subplot=True, layout=(2,2), sharex=False,
sharey=False)

plt.show()

# Wizualizacja danych na histogramach
dataset.hist()
plt.show()

# Wizualizacja danych na wykresach punktowych
scatter matrix(dataset)
plt.show()

Rysunek 1-21 przedstawia pierwszg czes¢ wynikow skryptu irisDemo.

Pierwsze dwa wiersze przedstawiajg wymiary zbioru danych, czyli 150 wierszy o 5 ko-
lumnach. Nastepnie wida¢ pierwsze 20 wierszy zbioru danych. Nagléwki kolumn sg wy-
raznie pokazane z wszystkimi wierszami danych wy§wietlonymi w formie tabelarycz-
nej. Ten listing powinien zapewni¢ dobry wglad w dane, ktore majg by¢ przetwarzane.

Nastepnie pokazano maly ekran statystyk pokazujacy klasyczne miary statystyczne
dla kolumn zbioru danych obejmujgce $rednie, odchylenia standardowe, warto$ci mini-
malne/maksymalne, a takze poziomy 25, 50i 75 percentyla.

Na koncu wida¢, ile elementow zostalo zaliczonych do kazdej z klas iryséw w zbiorze
danych. Zgodnie z oczekiwaniami w kazdej klasie zgloszono 50 elementéw, co doklad-

nie odpowiada oczekiwanym warto§ciom.
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pi@raspbemypi: ~ ST

File Edit Tabs Help

(py3cvd) pz@rnspherryp1:~ S python 1irisDemo.py
ataset dimensions

1>

(150, 5)
ead of the data

sepal-length sepal-width petal-length petal-width class

5.1 3.5 1.4 0.2 Iris-setosa

1 4.9 3.0 1.4 0.2 Iris-setosa

2 4,7 3.2 1.3 ©.2 Iris-setosa

3 4.6 3.1 1.5 8.2 Iris-setosa

5.0 3.6 1.4 8.2 Iris-setosa

5.4 3.9 1.7 0.4 Iris-setosa

4.6 3.4 1.4 0.3 Iris-setosa

5.0 3.4 1.5 8.2 Iris-setosa

4.4 2.9 1.4 0.2 Iris-setosa

4.9 3.1 1.5 0.1 Iris-setosa

10 5.4 3.7 1.5 0.2 Iris-setosa

11 4.8 3.4 1.6 8.2 Iris-setosa

12 4.8 3.0 1.4 0.1 Iris-setosa

13 4.3 3.0 1.1 0.1 Iris-setosa

14 5.8 4.0 1.2 0.2 Iris-setosa

15 5.7 4.4 1.5 8.4 Iris-setosa

16 5.4 3.9 1.3 8.4 Iris-setosa

17 5.1 3.5 1.4 0.3 Iris-setosa

18 5.7 3.8 1.7 0.3 Iris-setosa

19 5.1 3.8 1.5 0.2 Iris-setosa
|statistics

sepal-length sepal-width petal-length petal-width
count 156.000000 150.000000 150.000000 150.000000

ean 5.843333 3.0654000 3.758667 1.198667
std 0.828066 0.433594 1.764428 0.763161
min 4.3600000 2.000000 1.0600000 0.160000
25% 5.160000 2.800000 1.600000 0.300000
50% 5.8600000 3.000000 4.350000 1.3600000
75% 5.400000 3.300000 5.100000 1.800000
max 7.900000 4.400000 6.900000 2.500000
Class distribution
class
Iris-setosa 50
Iris-versicolor 50
Iris-virginica 50
dtype: int64

(py3cvd) pi@raspberrypi:- 511

Rysunek 1-21. Poczgtkowa czes¢ wynikow irisDemo

Rysunek 1-22 przedstawia wykresy ,,pudelkowe z wasami” dla kazdego z czterech atry-
butéw klas.
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Rysunek 1-22. Wykres pudetkowy z wgsami atrybutow klas

Te wykresy jednej zmiennej sg przydatnym dodatkiem pomocnym w zrozumieniu
liczbowych rozkladéw skojarzonych z kazdym atrybutem. Moze okaza¢ sie, ze pewne
modele mogg operowac na szerokich rozkladach liczbowych, a inne sg bardziej czule,
co moze prowadzi¢ do niepozgdanych wynikéw. Przeglad wykresow wskazuje lekko
szerszy rozklad liczbowy atrybutéw ditugosci platka i szerokosci ptatka w poréwnaniu
z tymi samymi atrybutami dzialki kielicha. Ponadto okazuje sie, Ze jest niewiele danych
o wartos$ciach odstajgcych z atrybutem szerokosci dzialki kielicha, co moze powodowa¢
problemy w pewnych modelach. Te wykresy zostaty po prostu zaprojektowane, aby za-
pewnic dalszy wglad w dane w celu ulatwienia wyjasnienia ewentualnych dziwnych wy-
nikéw modelu.

Innym podejsciem do wizualizacji danych jest tworzenie histogramoéw kazdej zmien-
nej wejsciowej. Rysunek 1-23 przedstawia histogramy dotyczace wszystkich czterech

atrybutow irysow.
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Figure 1
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Rysunek 1-23. Histogramy dotyczqce atrybutow klas

b

b S

Okazuje sie, ze dwa atrybuty dzialki kielicha majg rozktad Gaussa lub zblizony do roz-

ktadu Gaussa. Ta informacja moze by¢ przydatna podczas wybierania odpowiedniego

modelu lub algorytmu do celéw predykcji. Atrybuty platka sprawiaja wrazenie histo-

gramOw bimodalnych, co jest interesujacym faktem, ktéry moze poméc w doborze al-

gorytmu, takiego jak metoda binaryzacji Otsu.

Innym podejsciem do zbadania zbioru danych jest sprawdzenie strukturalnych

zwigzkéw miedzy atrybutami. To podejscie jest znane jako analiza wielu zmiennych.

Rysunek 1-24 pokazuje wykresy punktowe wszystkich par atrybutéw klas.
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Rysunek 1-24. Wykresy punktowe atrybutow klas

petal-length

Te wykresy s3 pomocne w wizualizacji zwigzkéw, ktoérych nie mozna tatwo wykry¢
podczas samego przegladania listingdw liczbowych. Zauwaz diagonalne grupowanie
niektorych par atrybutéw na rysunku. To stanowczo sugeruje wysokg korelacje miedzy
atrybutami oraz to, Ze prawdopodobnie istnieje mierzalny zwigzek.

W nastepnej czesci demonstracji dane zostang podane na wejscie do szeregu mo-
deli i nastapi przeprowadzenie predykcji. Musze ostrzec, ze popetnie kardynalny btad

pisarski w ksigzce technicznej, uzywajac modeli po prostu bez wczesniejszego wprowa-

dzenia. Wiedz jednak, ze nadgonie zaleglosci i szczegdlowo opisze algorytmy modeli

w dalszej czesci tej ksigzki o podstawach uczenia maszynowego (w tym rozdziale lub
w kolejnych).

30



Dem

Rozdziat 1 Wprowadzenie do uczenia maszynowego (ML) na Raspberry Pi (RasPi)

onstracja Iris — czesc 2

Przedstawiony dalej listing to skrypt Pythona o nazwie irisDemoTest.py, ktéry zostal

utworzony do testowania wielu modeli przy uzyciu zbioru danych Iris i wyznaczenia

ich doktadnosci w opisie gatunkéw iryséw na postawie danego zbioru atrybutéw iry-

s6w. Testy bedg przeprowadzone w szeregu krokéw w sposéb podobny do dokonanego

w czesci 1. Te kroki to

Importowanie modeli.
Utworzenie zbioréw danych uczgcego i walidacyjnego.

Konfigurowanie $rodowiska testowego z zastosowaniem 10-krotnej walidacji
krzyzowe;j.

Uzycie szesciu roznych modeli do opisania gatunkéw iryséw na podstawie po-

miar6w atrybutow.

Wybranie dokladnego modelu.

Ponizszy skrypt jest dostepny w witrynie internetowej towarzyszacej tej ksigzce.

Wszystkie czesci skryptu i ich powigzania z powyzszymi krokami zostang opisane po-

nizej listingu.

# Uzycie
# python irisDemoTest.py

# tadowanie bibliotek
import pandas

from

pandas.plotting import scatter matrix

import matplotlib.pyplot as plt

from
from
from
from
from
from
from

sklearn import model selection

sklearn.metrics import classification report
sklearn.metrics import confusion matrix
sklearn.metrics import accuracy score
sklearn.linear model import LogisticRegression
sklearn.tree import DecisionTreeClassifier
sklearn.neighbors import KNeighborsClassifier
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from sklearn.discriminant analysis import LinearDiscriminantAnalysis
from sklearn.naive bayes import GaussianNB
from sklearn.svm import SVC

# tadowanie zbioru danych
url = "https://raw.githubusercontent.com/jbrownlee/Datasets/master/iris.

csv

names = ['sepal-length', 'sepal-width', 'petal-length', 'petal-width',

]

dataset = pandas.read csv(url, names=names)

'class

# Tworzenie zbiorow danych uczqcego 1 walidacyjnego

array = dataset.values

X = array[:,0:4]

Y = array[:,4]

validation size = 0.20

seed = 7

X _train, X validation, Y train, Y validation = model selection.train test
split(X, Y, test size=validation size, random state=seed)

# Okreslanie kryterium oceny
scoring = "accuracy’

# Budowanie wszystkich modeli

models = []

models.append(('LR", LogisticRegression(solver='liblinear', multi
class="ovr')))

models.append(('LDA", LinearDiscriminantAnalysis()))
models.append(('KNN', KNeighborsClassifier()))
models.append(('CART", DecisionTreeClassifier()))
models.append(('NB', GaussianNB()))

models.append(('SVM", SVC(gamma='auto")))

# Szacowanie kazdego modelu
results = []
names = []
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for name, model in models:
kfold = model selection.KFold(n splits=10, random state=seed)
cv_results = model selection.cross val score(model, X train, Y train,
cv=kfold, scoring=scoring)
results.append(cv_results)
names .append(name)
msg = "%s: %f(%f)" % (name, cv_results.mean(), cv_results.std())
print(msg)

Lista importowanych bibliotek zmienila si¢ znacznie w poréwnaniu z pierwszym
skryptem. Teraz zawiera sze$¢ modeli z pakietu sklearn. Oto lista modeli w kolejno$ci

alfabetycznej

e DecisionTreeClassifier (klasyfikator drzewa decyzyjnego)

e GaussianNB (naiwny klasyfikator Bayesa z funkcjg gesto$ci Gaussa)
e KNeighborsClassifier (klasyfikator k najblizszych sgsiadow)

e LinearDiscriminantAnalysis (liniowa analiza dyskryminacyjna)

e LogisticRegression (regresja logistyczna)

e SVC (klasyfikator wektoréw nosnych)

Jak wspomniatem wczeg$niej, nie bede tu omawiaé zadnych szczegétow dziatania modeli.

Zbidér danych jest nastepnie tadowany w dokladnie ten sam sposéb, jak zostalo
to przeprowadzone w pierwszym skrypcie. Wazne jest, aby uzy¢ dokladnie tego zbioru
danych, co zauwazylem, prébujac zbioréw danych Iris z innego Zrédta. Podejrzewam,
ze male zmiany formatowania powodowaly problemy podczas préby uzycia nowego
zbioru danych.

Nastepna cze$¢ skryptu realizuje krok dotyczgcy tworzenia zbioréw uczacego i wali-
dacyjnego. Osiemdziesigt procent oryginalnego zbioru danych zostanie uzyte do ucze-
nia modelu, a 20% zostanie przydzielone do walidacji. Podczas procesu walidacji maty
podzbioér danych zostanie wprowadzony do modeli, ktore nie byly uczone tymi danymi.
Wyniki wyjs$ciowe z modeli zostang nastepnie poréwnane z etykietg gatunku dla kazde-
go rekordu w zbiorze walidacyjnym. Nastepnie zostanie obliczona procentowa doklad-
nos¢ (accuracy) jako prosta proporcja miedzy liczbg poprawie rozpoznanych gatunkow

a catkowitg liczbg rekordéw w zbiorze danych.
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Nastepnym krokiem procesu testowania jest skonfigurowanie petli, ktéra imple-
mentuje procedure 10-krotnej walidacji krzyzowej dla kazdego modelu. To oznacza,
ze wejsciowy zbidr danych jest poczgtkowo dzielony na dziesie¢ czesci. Uczenie jest
przeprowadzane na dziewieciu z dziesieciu czesci, a walidacja jest wykonywana przy
uzyciu tylko dziesigtej czesci.

Wiyniki sg zapisywane, a nastepnie zbiér danych jest losowo dzielony ponownie
na dziesiec¢ czesci. Ten proces jest powtarzany dziesiec razy, stad nazwa 10-krotna. Chce
zwrdci¢ uwage na co$, co moze by¢ mylgce dla czytelnikéw. Zbiér danych uzywany
do procedury 10-krotnej walidacji krzyzowej jest tylko zbiorem uczgcym, a nie wali-
dacyjnym. Walidacyjny zbiér danych nie bedzie uzywany do czasu nastepnego skryptu,
ktérego opis zawiera szczegétowe informacje o dokladnosci predykceji modelu.

Petla w skrypcie przeprowadza ocene walidacji krzyzowej dla kazdego z modeli.

Wyniki sg przedstawione na rysunku 1-25.

(f=)]
(b

R
=)
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..
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X

File Edit Tabs Help

(py3cv4) pi@raspberrypi:~ 5 python 1irisDemoTest.py A
LR: 0.966667(0.040825)
LDA: 0.975000(0.038188)
KNN: 0.983333(0.033333)
CART: 0.,975000(0.038188)
NB: 0.975000(0.053359)

SVM: 0.991667(0.025000)

(py3cv4) pi@raspberrypi:~ S []

Rysunek 1-25. Wyniki walidacji krzyzowej dla szesciu modeli

Mozesz zobaczy¢, ze wszystkie wyniki sg znacznie powyzej 90%, co oznacza, ze praw-
dopodobnie wszystkie dobrze opisujg gatunki iryséw dla podanego zbioru atrybutéow
klas. Liczby w nawiasach to odchylenia standardowe dotyczace wyniku kazdego mo-
delu. Powinno by¢ widoczne, ze odchylenia s3 wzglednie male, co ponownie oznacza,
7e modele s dobrymi sposobami opisu. Kiedy spojrzymy na rysunek, wida¢, ze maszy-
na wektoréw nosnych (SVM, ang. support vector machine) ma najlepszy wynik z oceng
0.991667 i odchylenie standardowe wynoszace tylko 0.025. Jednak, czy jest to rzeczywi-

$cie najlepszy model do naszych celow? To zostanie opisane w czesci 3 tej demonstracii.
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Demonstracja Iris — czes¢ 3

Nastepny opis dotyczy poréwnania dokladnosci szesciu modeli przy uzyciu wykresow

pudetkowych z wasami. Uzyty skrypt ma nazwe irisDemoSelection.py ijest zasadniczo

taki sam jak poprzedni skrypt, ale rézni sie dodaniem funkcji wykresow, a takze kilko-

ma algorytmami uzytymi do uszczegdtowienia wydajnosci wybranego modelu. Ekran

dokladnosci sze$ciu modeli zostal takze wyeliminowany z tego skryptu:

# tadowanie bibliotek

import pandas

from pandas.plotting import scatter matrix

import matplotlib.pyplot as plt

from sklearn import model selection

from sklearn.metrics import classification report
from sklearn.metrics import confusion matrix

from sklearn.metrics import accuracy score

from sklearn.linear model import LogisticRegression
from sklearn.tree import DecisionTreeClassifier

from sklearn.neighbors import KNeighborsClassifier
from sklearn.discriminant_analysis import LinearDiscriminantAnalysis
from sklearn.naive bayes import GaussianNB

from sklearn.svm import SVC

# tadowanie zbioru danych

url = "https://raw.githubusercontent.com/jbrownlee/Datasets/master/iris.

csv
names = ['sepal-length', 'sepal-width', 'petal-length’,
'petal-width', 'class']

dataset = pandas.read csv(url, names=names)

# Tworzenie zbiordw danych uczqcego i walidacyjnego
array = dataset.values

X = array[:,0:4]

Y = array[:,4]

validation size = 0.20
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seed = 7
X_train, X validation, Y train, Y validation = model selection.train test_
split(X, Y, test size=validation size, random state=seed)

# Okreslanie kryteriow oceny
scoring = 'accuracy’

# Budowanie wszystkich modeli

models = []

models.append(('LR", LogisticRegression(solver='liblinear', multi
class="ovr')))

models.append(('LDA", LinearDiscriminantAnalysis()))
models.append(('KNN", KNeighborsClassifier()))
models.append(('CART', DecisionTreeClassifier()))
models.append(('NB', GaussianNB()))

models.append(('SVM", SVC(gamma='"auto"')))

# Szacowanie kaZdego modelu

results = []

names = []

for name, model in models:
kfold = model selection.KFold(n splits=10, random state=seed)
cv_results = model selection.cross val score(model, X train, Y train,
cv=kfold, scoring=scoring)
results.append(cv_results)
names.append(name)

# Kreslenie wynikow modeli

figure = plt.figure()
figure.suptitle('Algorithm Comparison')
algPlot = figure.add subplot(1, 1, 1)
plt.boxplot(results)

algPlot.set xticklabels(names)
plt.show()
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# Predykcja kNN

knn = KNeighborsClassifier()

knn.fit(X_train, Y train)

predictions = knn.predict(X validation)
print(accuracy score(Y validation, predictions))
print(confusion matrix(Y validation, predictions))
print(classification report(Y validation, predictions)

Rysunek 1-26 przedstawia wyniki wszystkich modeli na wykresie pudetkowym z wgsami.

Figure 1 - 0 X

Algorithm Comparison

1.000 - — - — — -
0.975 A

0.950 -

0.925 - J_
o O o

0.900 -

0.875 A

0.850 -

0.825

LR LDA KNN CART NB SVM

# € HQA=

Rysunek 1-26. Wykres pudetkowy z wgsami dla wynikéw modeli

-

Mozemy zauwazy¢, ze wykresy pudelkowe z wasami sg stloczone u gory zakresu osi y,
ilustrujac, ze polowa modeli osigga dokladno$¢ zblizong do 100% lub calkiem stupro-
centowg. Wybranie najlepiej dzialajacego modelu w tej sytuacji jest prawie niemozli-

we. Jednak wybralem model kNN do dokladniejszego zbadania jego wydajnosci. Model
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kNN jest prosty i dokladny. Formalna nazwa modelu kNN to algorytm k-najblizszych
sasiadéw i jest jednym z najprostszych istniejacych algorytméw klasyfikacji, a catkiem
mozliwe, Ze réwniez jednym z najszerzej stosowanych. Model kNN jest nieparametrycz-
nym, leniwym algorytmem uczenia. Jest gléwnie uzywany ze zbiorem danych, w ktérym
punkty danych s3 podzielone na kilka klas w celu predykcji klasyfikacji nowego punktu
danych lub probki. Méwigc prosciej, algorytm kNN zostal opisany jako algorytm im-
plementujacy powiedzenie ,powiedz mi, kim sg twoi sgsiedzi, a powiem ci kim jestes”.

Opisalem model kNN jako nieparametryczny, co oznacza, ze model nie przyjmuje zad-
nych zalozen dotyczgcych rozkladu badanych danych. Innymi stowy, struktura modelu
jest wyznaczana na podstawie danych. Biorgc ten fakt pod uwage, model kNN powinien
by¢ prawdopodobnie wybierany jako jeden z pierwszych sposobéw badania klasyfikacji,
gdy calkowicie lub cze$ciowo brakuje nam wcze$niejszej wiedzy o rozkladzie danych.

Model kNN jest tez algorytmem leniwym (ang. lazy) w przeciwienstwie do algoryt-
mo6w gorliwych (ang. eager). Oznacza to, ze algorytm nie uzywa punktoéw danych szko-
leniowych do dokonywania jakichkolwiek uogélnien. Innymi stowy, nie ma jawnej fazy
szkolenia lub jest ona bardzo minimalna. Wynika z tego, ze jakakolwiek faza uczenia
ma mozliwie najkrétszy czas trwania, co jest wazng kwestig dla duzych zbioré6w danych.
Brak generalizacji oznacza takze, ze KNN utrzymuje wszystkie dane uczgce. Dokladniej,
brak uogdlnien oznacza, ze wiekszo$¢ danych uczacych (jesli nie wszystkie) ma zasto-
sowanie podczas fazy walidacji/testowania.

Algorytm kNN jest oparty na podobienstwie cech. Oznacza to, ze informacja, jak bli-
sko cecha z poza préby przypomina zbiér uczacy, wyznacza klasyfikacje danego punktu
danych. Ten proces powinien sta¢ si¢ jasniejszy po zbadaniu rysunku 1-27, graficznego
przyktadu klasyfikacji KNN.

Probka testowa (w wewnetrznym okregu) moze zosta¢ sklasyfikowana albo
do pierwszej klasy niebieskich kwadratéw, albo do drugiej klasy czerwonych tréjkatow.
Jesli k = 3 (w zewnetrznym okregu), probka jest przypisywana do drugiej klasy, ponie-
waz wewnatrz wewnetrznego okregu sa 2 tréjkaty i tylko 1 kwadrat. Jesli na przyktad
k = 5, nowa probka bytaby przypisana do pierwszej klasy (3 kwadraty i 2 trojkaty poza

zewnetrznym okregiem).
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Wystapienie zbioru uczacego
_ Klasa 1

. Klasa 2

Odlegtosé

Nowa probka
do klasyfikacji

Rysunek 1-27. Klasyfik

acja kNN

Ostatnia cze$¢ skryptu uruchamia model kNN bezposrednio na zbiorze walidacyjnym.

Podsumowanie wynikéw dla ostatecznego wyniku dokladnos$ci, macierz pomylek i ra-

port klasyfikacji s3 pokazane na rysunku 1-28.

File Edit Tabs Help

pi@raspbermypi: ~

gpy3cv4) pigraspberrypi:~ S python irisDemoSelection.py L
.9
[[ 7 B B8]
[ 811 1]
[ 2 9]]
precision recall fl-score support
Iris-setosa 1.00 1.00 1.8 7
Iris-versicolor .85 0.92 08.88 12
Iris-virginica 0.96 0.82 0.86 11
micro avg 0.90 0.98 0.90 30
macro avg 0.92 2.91 9.91 30

weighted avg 0.90

(py3cv4) pifraspberrypi:-~

0.90 30

Rysunek 1-28. Wyniki walidacji modelu kNN

Pierwszy wiersz pokazuje wynik doktadnosci 0.9, czyli 90%. Ten wynik doktadno$ci

to sumaryczna ocena pokazujgca proporcje poprawnych predykcji do rozmiaru calego

zbioru danych. W tym przypadku zbiér danych miat 30 rekordéw, a liczba poprawnych

predykcji wyniosta 27, ¢

o dalo wynik 0.9. Pamietaj, Ze ten wynik doktadnosci jest oparty
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na uzyciu zbioru walidacyjnego, ktéry zawierat 20% oryginalnego zbioru danych Iris.
Wynik doktadnos$ci pokazany na rysunku 1-28 jest sztucznie zawyzony z powodu natury
testowania metodg 10-krotnej walidacji krzyzowej. Nizszy wynik doktadnos$ci odzwier-
ciedla warunki §wiata rzeczywistego i powinien by¢ uznany za bardziej wiarygodny.
Macierz pomylek (macierz btedéw) wskazuje, gdzie wystapily trzy bledy. Tabela 1-1
zawiera szczegOly dotyczgce rzeczywistych klas wzgledem klas przewidywanych.

Tabela 1-1. Rzeczywiste a przewidywane klasy

Rzeczywista klasa

Iris setosa Iris versicolor Iris virginica
Przewidywana klasa Iris setosa 7 0 0
Iris versicolor 0 11 1
Iris virginica 0 2 9

W koncu raport klasyfikacji dostarczony przez metryki sklearn zawiera rozbicie wy-
nikéw klas wedlug precyzji (ang. precision), czulo$ci (ang. recall), oceny F1 (ang. F'1-
score) i no$nosci (ang. support). Ten raport pokazuje wyniki od bardzo dobrego do wy-
$mienitego, chociaz zbiér walidacyjny byt maly. Kazda z tych metryk jest wyjasniona
w tabeli 1-2.

Tabela 1-2. Analiza metryki uczenia sklearn

Metryka Iris setosa Iris versicolor  Iris virginica  Spostrzezenia (patrz uwagi)

precyzja 1.00 0.85 0.90 precyzja=tp/ (tp + fp)
czutosc 1.00 0.92 0.82 czutos¢ =tp / (tp + fn)
ocenafl  1.00 0.88 0.86 Srednia (precyzja + czutosc)
nosnos¢ 7 12 11 rozmiar klasy

Uwagi: to = prawaziwe wyniki pozytywne (true-positive)
fo = fatszywe wyniki pozytywne (false-positive)
n = fatszywe wyniki negatywne (false-negative)

Zgodnie z intuicja, precyzja jest zdolnoscig klasyfikatora nie etykietowania jako pozy-

tywnej probki, ktora jest negatywna.

40



Rozdziat 1 Wprowadzenie do uczenia maszynowego (ML) na Raspberry Pi (RasPi)

Czutosc to zgodnie z intuicjg zdolnos¢ klasyfikatora do znalezienia wszystkich pro-
bek pozytywnych.

Ocena f1 (F-beta) moze by¢ interpretowana jako wazona §rednia harmoniczna pre-
cyzji i czulosci, gdzie ocena F-beta osigga najlepszg wartos$¢ przy 1 i najgorszg ocene
przy O.

Warto zapozna¢ sie z dokumentacjg biblioteki sklearn, aby dowiedzie¢ sie wie-
cej na temat warto$ci micro, macro i weighted parametru average. Jest ona dostepna

na stronie

https://scikit-learn.org/stable/modules/generated/sklearn.metrics.
precision recall fscore support.html
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Rozdziat 2

Badanie modelu danych
uczenia maszynowego:
czesc 1

Gléwna trescig tego rozdziatu jest omowienie i demonstracja podstawowych modeli
danych stosowanych w uczeniu maszynowym. Zanim jednak dojde do sedna dzialania
modeli danych, przedstawie sposéb instalacji pakietéw oprogramowania OpenCV 4
i Seaborn. Oba te pakiety sg niezbedne do poprawnej obstugi dziatania i wizualizacji
podstawowych modeli danych. Beda one réwniez wymagane do innych demonstracji
w dalszych rozdziatach ksigzki.

Instalacja OpenCV 4

Ten podrozdzial dotyczy instalacji pakietu oprogramowania OpenCV na licencji open
source. Bede uzywa¢ OpenCV do réznych demonstracji uczenia maszynowego z zasto-
sowaniem wielu réznorodnych narzedzi wizualizacji zawartych w tym pakiecie. Naj-
nowsza wersja to OpenCV 4, ktora jeszcze nie jest dostepna do bezposredniego pobra-
nia i instalacji z Zadnego z popularnych repozytoriéw. Trzeba ja zaltadowaé w postaci
kodu Zr6dlowego i skompilowa¢ na miejscu. Do wykonania tego zadania stuzg ponizsze
instrukcje. Wazne jest, aby doktadnie ich przestrzega¢, w przeciwnym razie instalacja

OpenCV moze si¢ nie udac.
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Pierwszym krokiem jest instalacja narzedzia CMake wraz z trzema innymi kluczo-

wymi narzedziami. Wprowadz ponizsze polecenie:
sudo apt-get install build-essential cmake unzip pkg-config

Nastepnie zainstaluj trzy biblioteki graficzne i wideo, ktére obstugujg trzy najbardziej

popularne formaty obrazdéw, jpeg, png i tiff. Wprowadz nastepujace polecenie:
sudo apt-get install libjpeg-dev libpng-dev libtiff-dev

Aby zapewni¢ pomys$lne wykonanie powyzszego polecenia, upewnij sie, ze narzedzie

apt-get jest zaktualizowane zgodnie z ponizszym poleceniem:
sudo apt-get update

Teraz zainstaluj trzy narzedzia graficzne udostepniajgce popularne funkcje przetwarza-
nia wideo. Wprowadz ponizsze polecenie. Podobnie upewnij sie, Zze narzedzie apt-get

jest zaktualizowane.
sudo apt-get install libavcodec-dev libavformat-dev libswscale-dev

Nastepnie zainstaluj dwie uzupelniajgce biblioteki do przetwarzania wideo. Wprowadz

ponizsze polecenie:
sudo apt-get install libxvidcore-dev 1ibx264-dev

Nastepne polecenie instaluje biblioteke GTK. Biblioteka GTK bedzie uzywana do im-
plementacji zaplecza GUI biblioteki OpenCV. Wprowadz ponizsze polecenie:

sudo apt-get install libgtk2.0-dev

Nastepne polecenie redukuje lub eliminuje niepozgdane ostrzezenia GTK. Znak ,*”
w poleceniu zapewnia zaladowanie wilasciwych moduléw obslugujacych procesor

ARM. Wprowadz ponizsze polecenie:
sudo apt-get install libcanberra-gtk*

Nastepne dwa pakiety oprogramowania stuzg do optymalizacji numerycznych OpenCV.

Wprowadz ponizsze polecenie:

sudo apt-get install libatlas-base-dev gfortran

44



Rozdziat 2  Badanie modelu danych uczenia maszynowego: czesc 1

Teraz, kiedy wszystkie poprzednie zaleznosci zostaly zaladowane, mozesz przystapic
do pobrania kodu zré6dtowego OpenCV 4.

Pobieranie kodu zradtowego OpenCV 4

Przed rozpoczeciem pobierania upewnij sie, ze jestes w srodowisku wirtualnym i w ka-
talogu domowym. Wprowadz nastepujace polecenie, aby przej$¢ do swojego katalogu
domowego, jesli w nim nie jestes:

cd ™

Nastepnie uzyj polecenia wget, aby pobra¢ zaréwno najnowszg biblioteke OpenCV, jak
i moduly opencv_contrib. W czasie pisania tej ksigzki najnowsza wersja miata numer
4.0.1. Kiedy przystapisz do pobierania, prawdopodobnie bedzie on inny. Po prostu pod-
staw najnowsza wersje we wszystkich miejscach, gdzie wida¢ numer wersji wprowadzo-
ny w tym opisie. Modul opencv_contrib zawiera uzupelniajace funkcje wprowadzone
przez spolecznos¢ open source, ktére bedg uzywane w projektach i demonstracjach
w tej ksigzce. Wprowadz ponizsze polecenie, aby pobraé spakowany plik OpenCV z wi-
tryny internetowej GitHub:

wget -0 opencv.zip https://github.com/opencv/opencv/archive/4.0.1.zip

Wprowadz ponizsze polecenie, aby pobra¢ spakowany plik opencv_contrib z witryny

internetowej GitHub:

wget -0 opencv_contrib.zip https://github.com/opencv/opencv_contrib/
archive/4.0.1.zip

Pobrane pliki bedzie trzeba teraz wyodrebni¢ i rozpakowaé przy uzyciu ponizszych
poleceni:

unzip opencv.zip
unzip opencv_contrib.zip

Nastepnie zmien nazwe nowo wygenerowanych katalogéw na podane ponizej, aby ula-
twi¢ dostep do pakietow i funkcji OpenCV i zapewnié, ze katalogi sg nazwane zgodnie
z plikiem konfiguracyjnym CMake.
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