Sieci neuronowe od podstaw

Mam wrazenie, ze wokot sieci neuronowych narosto wiele mitow. Nawet niektdrzy starsi
cztonkowie mojej rodziny na hasto ,sztuczna inteligencja” robig posepna ming, niezaleznie
od tego, czy mowa jest o generowaniu obrazéw czy - na przyktad - o rozpoznawaniu odrecz-
nego pisma czy tez ttumaczeniu tekstu z jednego jezyka na drugi. Tymczasem sie¢ neuro-
nowa, czy bardziej precyzyjnie wielowarstwowy perceptron, jest stosunkowo prostym mate-
matycznym konstruktem, do zrozumienia ktdérego powinna wystarczy¢ wiedza na poziomie

szkoty Sredniej.

I SIEC NEURONOWA 0D ZERA

Ci, ktorzy znaja mnie nieco lepiej, wiedza, ze w mojej programistycznej
historii wiele razy podejmowalem prébe przepisania od nowa czego$,
co zostalo juz dawno napisane, przetestowane i szeroko wdrozone.
Napisalem wigc wlasny raytracer, parser XML, generator tokenizerdw,
a takze wlasny programistyczny edytor i analizator logow. I o ile mozna
dyskutowa¢ nad oplacalnoscia takich dzialan w wymiarze czysto prak-
tycznym, to kazdy z wymienionych projektéw przyniost mi wymierng
korzy$¢ w postaci olbrzymiej dawki wiedzy, ktérg musialem przyswoié
w trakcie ich implementacji, oraz programistycznego doswiadczenia,
ktore przydalo si¢ w pdzniejszych etapach mojej kariery.

Dlatego tez dzi$, na potrzeby niniejszego artykulu, wroce troche
do korzeni i podejme si¢ napisania prostego silnika implementuja-
cego funkcjonalno$¢ konstruowania i uczenia sieci neuronowych
(czyli mocno uproszczony klon takich bibliotek jak TensorFlow czy
PyTorch). Poniewaz jednak - jak juz ustalilismy - podstawowym
celem takiego dziatania jest zdobycie nowej wiedzy, postaram sie
caly proces opisa¢ w taki sposdb, aby czytelnik zrozumial dokladnie,
w jaki sposob i dlaczego tak naprawde sieci neuronowe dzialaja.

Zabierzmy si¢ wiec do roboty, bo mamy sporo do zrobienia.

I NAWSTEPIE

Zacznijmy od ustalenia kilku podstawowych faktow.

Przede wszystkim warto mie¢ na uwadze, ze sie¢ neuronowa jest
tak naprawde gtéwnie konstruktem matematycznym, a nie progra-
mistycznym. Aspekt programistyczny pojawia si¢ praktycznie tylko
w jednym miejscu, w ktérym mamy do czynienia z algorytmem,
a cala reszta to tak naprawde stara, dobra analiza matematyczna.
Oznacza to, ze bedziemy musieli troche popracowa¢ z funkcjami
i pochodnymi, ale sfowo - nie bedzie to nic, co wykraczaloby poza
material szkoly $redniej (w szczegolnosci mojej szkoly $redniej, gdzie
w czwartej klasie mieliSmy podstawy ciagdw, granic i pochodnych
- nie wiem, jak sytuacja wyglada w tej chwili).

Druga wazna informacja. Jezeli podjeliScie kiedykolwiek probe
pracy z sieciami neuronowymi, z pewnoscia zderzyliscie si¢ z takimi
zagadnieniami jak tensory, macierze, mnozenie macierzy i iloczyn
skalarny. No i tu dobra wiadomo$¢ jest taka, ze do zrozumienia istoty
dziatania sieci neuronowych wiedza na temat wspomnianych zagad-

nien kompletnie nie jest potrzebna.
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Skad jednak w takim razie wszechobecno$¢ macierzy w wigkszo-
$ci bibliotek wspierajacych tworzenie i uczenie sieci neuronowych?
Ano stad, ze nie da sie bez nich obejs¢, jesli chcemy zaimplemen-
towacé sieci neuronowe dzialajgce w wydajny sposob. Skorzystanie
z macierzy pozwala na przykiad na zepchniecie niektérych obliczen
na karte graficzna, ktéra realizuje je bardzo szybko, a do tego jeszcze
zrownolegla w stopniu, o ktérym procesor komputera moze sobie
tylko pomarzy¢. Poniewaz jednak zalezy nam przede wszystkim na
zrozumieniu istoty dzialania sieci, mozemy z powodzeniem zaim-
plementowac je znacznie mniej wydajnie, ale jednocze$nie znacznie
prosciej.

Przejdzmy teraz powoli do konkretéw. Na poczatku zdefiniujmy,

czym tak naprawdg jest sie¢ neuronowa.

I SIEC NEURONOWA

Duza liczba wynalazkéw dokonanych przez ludzi opiera si¢ na ob-
serwacjach przyrody. Latamy samolotami, ktore zostaly zbudowane
w oparciu o obserwacje budowy ciala ptakow, ptywamy statkami, kto-
re czerpig z anatomii ryb i innych zwierzat morskich. Aparat fotogra-
ficzny zbudowany jest bardzo podobnie do rejestrujacego fale $wietlne
ludzkiego oka, a przy budowie budynkéw korzystamy z do$wiadcze-
nia niektérych zwierzat, ktére zupelnie nieSwiadomie tworzg cuda ar-
chitektury. Mysle wiec, ze nie ma nic dziwnego, ze w poszukiwaniu
sposobu na analiz¢ naprawde trudnych zestawoéw danych ludzkos¢
siegnela do organu, ktdry catkiem niezle sobie z tym radzi: mézgu.
Mozg jest oczywiscie bardzo skomplikowanym narzadem, ale
jego budowa opiera si¢ w duzej mierze na sieci polaczonych ze sobg
komoérek nerwowych, czyli neuronéw. Kazdy z nich otrzymuje na
wejéciu zestaw sygnatow elektrycznych, ktére poprzez bardzo skom-
plikowane procesy biochemiczne przetwarza, a nastgpnie generuje
pojedynczy sygnal, ktory przekazywany jest do kolejnych neurondw.
Matematyczny model neuronu stanowi zanurzenie jego biolo-
gicznego odpowiednika w $wiat liczb. I tak, na wejsciu zamiast sy-
gnaléw elektrycznych neuron dostaje liczby rzeczywiste, zamiast
proceséw biochemicznych mamy sparametryzowang funkgje, ktora
wartosci otrzymane na wejéciu przetwarza, a nastgpnie generuje wy-
nik, bedacy oczywiscie rowniez liczbg. Liczba taka przekazywana jest

potem do kolejnych neuronéw (Rysunek 1).
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Rysunek 1. Matematyczny model neuronu

Sie¢ neuronowa zbudowana jest z pojedynczych neuronéw, ktére sg ze

soba polaczone. Przykladowa sie¢ mozemy zobaczy¢ na Rysunku 2.

Wejscie

Warstwy ukryte

Rysunek 2. Przyktadowa sie¢ neuronowa

Przetwarzanie odbywa si¢ od lewej do prawej. Neurony po lewej
stronie nazywane s3 neuronami wejéciowymi i majg za zadanie tyl-
ko przechowywanie danych wejsciowych. Ich liczba zalezy $cisle od
tego, ile wymiaréw majg dane, ktore bedg przetwarzane przez siec.
Jezeli na przyklad chcemy wytrenowa¢ sie¢ do przewidywania pogo-
dy, przekazujac jej dane temperatury, kierunku i sily wiatru oraz ci-
$nienia i wilgotnoséci powietrza, to w warstwie wejsciowych znajdzie
sie 5 neuronow.

Pamigtajmy o tym, ze neurony nie majg za zadanie przechowy-
wania pojedynczych wystgpier danych, ale elementy, z ktérych sktada
sig¢ pojedyncze wystgpienie. Jezeli na przyklad chcieliby$my nauczy¢
sie¢ sprawdzania, czy przekazywany jej punkt nalezy do okreslonego
obszaru na plaszczyznie, w warstwie wejsciowej znalaztyby si¢ tylko
dwa neurony, ktéorym przekazywaliby§my wspoirzedne X i Y kon-
kretnego punktu (sktadniki pojedynczego wystapienia danych). I te-
raz jezeli takich punktéw (wystapient danych) bytoby 100, konieczne
bytoby wywotanie sieci 100 razy, po raz dla kazdego punktu wcho-
dzacego w sktad przetwarzanego zbioru danych.

Zaraz po warstwie wejéciowej znajduja sie warstwy nazywane
warstwami ukrytymi. Moga one zawiera¢ dowolne liczby neuronéw
- w zalezno$ci od tego, jaka sie¢ chcemy zbudowac.

Neurony pierwszej warstwy ukrytej na wejsciu otrzymuja warto-
$ci z neurondéw wejsciowych. Z kolei neurony drugiej warstwy jako
dane wejsciowe otrzymujg wyniki przetworzenia danych wejscio-
wych przez pierwsza warstwe. Neurony z trzeciej warstwy karmione
sa wynikami wygenerowanymi przez warstwe druga - i tak dale;j.

Sila rzeczy taka konstrukcja struktury sieci neuronowej jasno
definiuje, ile danych wejsciowych przyjmuje neuron. Te, ktére znaj-
duja si¢ w pierwszej warstwie ukrytej, przyjmuja tyle argumentow,

ile znajduje si¢ neurondéw w warstwie wejsciowej. Te z drugiej war-
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stwy ukrytej przyjmuja tyle argumentéw, ile neuronéw znajduje sie
w pierwszej warstwie ukrytej — i tak dalej.

Ostatnia warstwa neuronéw nie rézni sie niczym od warstw
ukrytych poza nazwa - jest nazywana warstwa wyjSciowa, poniewaz
z neurondéw znajdujacych si¢ w niej odczytujemy wynik przetwarza-
nia danych wejsciowych przez siec. Liczba neuronéw w tej warstwie
musi wiec odpowiada¢ wymiarowi danych wynikowych. Powiedzmy
na przyktad, ze nasza sie¢ prognozujgca pogode ma zwroci¢ tempe-
rature i ci$nienie powietrza za 24 godziny. Warstwa wyjsciowa bedzie
wowczas zawierata dwa neurony.

W jaki dokladnie sposob neuron przetwarza dane? Wbrew pozo-
rom nie ma tu wcale zbyt wielkiej filozofii.

Dla kazdego wejécia x;neuron przechowuje parametr zwany waga
i oznaczany jako w;. Oprdcz tego, niezaleznie od liczby wejs¢, neuron
przechowuje réwniez dodatkowy parametr oznaczany jako b i nazy-
wany biasem. Jezeli wigc neuron przyjmuje na wejsciu 4 argumenty,
to bedzie on przechowywal 5 parametréw: wy, wy, w,, w; i b.

W momencie, w ktérym neuron zostanie poproszony o oblicze-
nie swojej warto$ci, przemnozy on kazdy z argumentéw przez odpo-
wiadajaca mu wage, a nastepnie obliczy sume tych iloczynéw, doda-

jac do niej jeszcze bias (Wzor 1).

N(x1,x2,23,...,2n) = (¥1 - w1) + (22 - wa) + ... + (Tn - wy) +

Wz6r 1. Sposéb przetwarzania danych przez neuron

Rodzi sie tu maty problem. Okazuje si¢ bowiem, ze jezeli zdefiniujemy
funkecje neuronu w taki sposob, to kazda sie¢ neuronowa dowolnych roz-
miaréw mozemy zastgpi¢ pojedynczym neuronem, ktdérego wagi i bias
stanowia kombinacje wag i biaséw neuronéw wchodzacych w jej sktad.
Zobaczmy to na przykladzie — wezmy sie¢, ktora ma 2 neurony wej-
$ciowe, a nastepnie warstwy o liczbie neuronéw, odpowiednio, 3, 2 i 1.
Jezeli polaczymy we wiasciwy sposdb funkcje wszystkich neuro-
néw, calg sie¢ mozemy opisa¢ pojedynczym wzorem (Wzor 2). Za-
pis LxNyWz oznacza wage z neuronu y na warstwie X, liczac od 0.
LxNyB oznacza bias odpowiedniego neurona. Wejécia oznaczone sg

jako input0 oraz inputl.

L2NOW1 - (LIN1W?2 - (LON2W 1 - inputl + LON2WO0 - input0 + LON2B)+
LIN1IW1 - (LON1W1 -inputl + LON1IWO - input0 + LON1B)+

LINIWO - (LONOW1 - inputl + LONOWO - inputO + LONOB) + LIN1B)+
L2NOWO - (LINOW?2 - (LON2W1 - inputl + LON2WO - input0 + LON2B)+
LINOW1 - (LON1W1 - inputl + LON1WO - input0 + LON1B)+

LINOWO - (LONOW1 - inputl + LONOWO - input0 + LONOB) + LINOB) + L2N0B

Wz6r 2. Kompletny wzor prostej sieci neuronowej

Przetwarzanie tak dlugiego wzoru stanowi mordege, ale mozemy
pomoc sobie nieco Maxima, zeby go uporzadkowa¢. Po rozwinieciu
nawiasow, a nastepnie pogrupowaniu wyrazen, otrzymujemy kolejny

wzor (Wzor 3).

((LON2WO - LIN1W2 + LON1IWO - LINIW1 + LONOWO - LIN1W0 L2NOW1

(LON2WO - LINOW?2 + LON1WO0 - LINOW LONOWO - LINOWO0) - L2ZNOW0)-input0+
((LON2W1 - LIN1IW2+ LON1W1- LINIW1 + LONOW1 - LIN1WO0) - L2ZNOW 1+
(LON2W1 - LINOW2 + LON1W1 - LINOW1 + LONOW1 - LINOWO) - L2ZNOW0)-input1+

(LON2B - LIN1W2 + LON1B - LIN1W1 + LONOB - LIN1W0 + L1N1B) - L2ZNOW 1+
(LON2B - LINOW?2 + LON1B - LINOW1 + LONOB - LLNOWO0 + L1N0B) - L2NOW0 + L2N0B

Wzér 3. Uporzadkowany Wzér 2

{ 1/ 2024 < 111 > }



Wystarczy, ze przyjrzymy mu si¢ teraz dobrze, by zauwazy¢, ze
w swojej istocie faktycznie stanowi on wzoér pojedynczego neuronu
— tyle tylko, ze warto$ci wag i biasu zapisane sg w bardzo skompliko-
wany sposob. Zawarto$¢ zielonego nawiasu stanowi wage dla wejécia 0,
zawarto$¢ czerwonego — wage dla wejscia 1, za$ caly niebieski nawias
to po prostu bias.

Aby zapobiec takiemu ,,splaszczeniu” sieci do pojedynczego neu-
ronu, kompletny wzdr neuronu zawiera jeszcze jeden element, zwany
funkcja aktywacji (Wzér 4).

N(xy, 9,23, ..., 2n) = fo((z1 - wi) + (22 - w2) + ... + (T - wy) +0)

Wz6r 4. Kompletny wzdr neuronu wraz z funkcja aktywacji

Cho¢ konstrukgja sieci neuronowej powinna juz by¢ w tym momen-
cie jasna, pozostaja jeszcze dwa pytania, na ktére nie mamy odpo-
wiedzi. Jakiej funkeji aktywacji uzy¢ w neuronach? I jakie powinny
by¢ wartoéci wag i biaséw w zalezno$ci od problemu, ktory chcemy
rozwigzac?

Odpowiedz na pierwsze pytanie jest na szczescie dosy¢ prosta.
Inzynierowie, ktérzy pracowali nad sieciami neuronowymi, wyréz-
nili szereg funkcji, ktore nadaja si¢ do bycia funkcjami aktywacji. Sa
wsrdd nich funkeje takie jak tangens hiperboliczny, funkcja ReLu,
»przeciekajaca ReLu” i inne.

Moze to na pierwszy rzut oka brzmie¢ strasznie, ale spiesze uspo-
koi¢ - funkgje te zostaly dobrane przede wszystkim ze wzgledu na
ich przebieg, a nie konkretne wlasnosci. Na przyktad tangens hiper-
boliczny w okolicach (-2, 2) zachowuje si¢ mniej wiecej jak funkcja

/ SIECI NEURONOWE OD PODSTAW /

f(x)=x, argumenty wieksze od 2 zamienia w warto$ci zbiegajace do 1,
za$ argumenty mniejsze od -2 zamienia w wartoéci zbiegajace do -1
(Rysunek 3). Ot i cala tajemnica.

Jesli za$ chodzi o wagi i biasy, odpowiedZ moze by¢ nieco zaska-
kujgca: na poczatku nigdy nie wiemy, jakie powinny by¢ ich wartosci.
Juz ttumacze, dlaczego.

Jak pamigtamy, parametry sieci neuronowej — czyli wlasnie wagi
i biasy neuronéw - stuza do precyzyjnego sterowania jej dzialaniem.
Z drugiej strony jednak zadaniem sieci jest rozwigzanie problemu, do
ktorego trudno bytoby podejs¢ w inny sposdb — na przyktad klasyfi-
kacja obrazéw. Skoro nie mamy pojecia, jak rozwiaza¢ ten problem
zwyklymi, deterministycznymi metodami, trudno jest przypuszczaé,
ze bedziemy w stanie poda¢ wartosci wag i biasow, ktore pozwola
problem ten rozwigzac sieci neuronowe;.

Dlatego tez wartosci wag i biaséw wyznaczane sg w trakcie spe-
cjalnego procesu, zwanego procesem uczenia sieci. I to wlasnie na
tym procesie skupimy si¢ przez wigkszos$¢ pozostalej czesci tego arty-
kutu. Aby jednak zrozumie¢ jego przebieg, musimy przyswoi¢ sobie
kilka matematycznych terminéw. Jednak bez obaw - doloze staran,

aby kazdy z nich wyjasni¢ w jak najprostszy sposéb.

| PROBLEMY OPTYMALIZACYJNE

Matematycy - jak chyba wiekszo$¢ innych inzynierskich zawodéw
- majg tendencje¢ do nadawania prostym rzeczom skomplikowanych
nazw. Termin ,problemy optymalizacyjne” oznacza bowiem ogdl-

nie grupe takich probleméw, w przypadku ktorych ze zbioru wielu

tanh(x)

Rysunek 3. Wykres funkcji y = tanh(x)
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