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Rozdziat 9.
Naiwny klasyfikator

Bayesa firmy Microsoft

W,
25

Wskazdwka

4 Dlaczego klasyfikator Bayesa nazywany jest naiwnym?
4 Jakie sa wady i zalety naiwnego klasyfikatora Bayesa firmy Microsoft?

4 Jak tworzy¢ modele eksploracji danych uzywajace naiwnego klasyfikatora

Bayesa firmy Microsoft?

4 Jak parametryzowac naiwny klasyfikator Bayesa firmy Microsoft?

4 Jak za pomoca naiwnego klasyfikatora Bayesa firmy Microsoft bada¢

zalezno$ci pomiedzy atrybutami?

4 Jak zbudowac klasyfikujacy dokumenty filtr antyspamowy przy uzyciu

naiwnego klasyfikatora Bayesa firmy Microsoft?

Nazwy wszystkich przedstawionych algorytméw eksploracji danych zawierajg okre-
Slenie firmy Microsoft nie dlatego, ze algorytmy te zostaty wymyslone przez Micro-
soft, ale dlatego, zZe to ta firma stworzyta zastosowane w serwerze SQL implemen-
tacje tych algorytméw.

Omowienie

Opracowany przez brytyjskiego matematyka i prezbiterianskiego duchownego Tho-
masa Bayesa klasyfikator nalezy do klasycznych algorytméw uczenia przez obserwacie'.
Wyobrazmy sobie, ze spedzamy wolny czas, obserwujac klientéw wiasnie otwartego
butiku. Interesuje nas, kto (kobieta czy mg¢zczyzna) za chwilg wejdzie do tego sklepu.

! Bedace podstawa opisywanego klasyfikatora twierdzenie Bayesa zostato opublikowane w wydanym
w 1763 roku eseju Essay Towards Solving a Problem in the Doctrine of Chances. Dokument ten jest
dostepny pod adresem http://www.stat.ucla.edu/history/essay.pdyf.
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Czesé 1l ¢ Eksploracja

Poniewaz w naszym miasteczku mieszka wigcej kobiet niz mezczyzn (60% mieszkan-
cow to kobiety, a 40% — mezczyzni), poczatkowo prawdopodobienstwo, ze klientem be-
dzie kobieta, wynosi 60%. Jednak po pewnym czasie zebralismy wigcej informacji
o rozktadzie dnia klientow i1 zauwazyliSmy m.in., ze przed potudniem butik odwiedzaja
gtéwnie (w 80%) kobiety, a po godzinie 15.00 75% klientéw to me¢zczyzni. Jezeli od te-
raz ustyszymy, ze kto§ wchodzi do tego sklepu o 11.15, wiemy, ze prawdopodobnie
jest to kobieta (60%*80% = 48%), a nic megzczyzna (40%*20% = 8%). Natomiast
gdybysmy ustyszeli osob¢ wchodzaca do butiku o 15.30, mieliby$my podstawy przy-
puszczaé, ze jest to mezezyzna (40%*75% = 30%), a nie kobieta (60%*25% = 15%).
Ten uproszczony przyktad pokazuje istot¢ naiwnego klasyfikatora Bayesa.

Naiwny klasyfikator Bayesa zlicza zalezno$ci wystgpujace pomigdzy atrybutami wyj-
Sciowymi a poszczegolnymi atrybutami wejsciowymi, uwzgledniajac warunkowe i bez-
warunkowe prawdopodobienstwo ich wystapienia:

1. Prawdopodobienstwo bezwarunkowe (poczatkowe) zalezy od rozktadu
przypadkow — w powyzszym przyktadzie reprezentowane jest ono przez fakt,
ze 60% mieszkancow miasteczka to kobiety.

2. Warunkowe prawdopodobienstwo zalezy od zaobserwowanych zdarzen —
w powyzszym przykladzie zaobserwowalismy, ze 75% klientow odwiedzajacych
butik po potudniu to me¢zczyzni.

P(B|4) = P(4)
P(B)
sa nastgpnie mnozone, a wi¢c kazde z nich ma taki sam wplyw na ostateczny wynik.
To zalozenie jest prawdziwe, o ile poszczegdlne atrybuty wejsciowe sg od siebie nie-
zalezne’. W przeciwnym razie wplyw atrybutu skorelowanego z innym atrybutem jest
wigkszy, niz by¢ powinien. Poniewaz w praktyce atrybuty bardzo czesto sg ze sobg
powiazane (np. wyksztatcenie wpltywa na dochdd, wciaz tez wystepuje statystyczna
zaleznos$¢ pomigdzy plcig a zawodem), ignorujacy je klasyfikator Bayesa nazywa si¢

naiwnym.

Obliczone na podstawie twierdzenia Bayesa (r(ls) = )* prawdopodobienistwa

Naiwnos$¢ klasyfikatora Bayesa wynika réwniez z tego, ze gdy pewna zalezno$¢ nie
wystapita w przypadkach treningowych (np. dotychczas w sobote butik odwiedzaty
wylacznie kobiety), obliczone przez niego prawdopodobienstwo, ze klientem butiku
w sobot¢ bedzie megzezyzna, wyniesie 0%. Problem ten mozemy rozwiazaé, dodajac 1 do
wszystkich przyporzadkowan stanow atrybutow do klas wyjsciowych, czyli stosujac
estymacj¢ Laplace’a.

Obliczanie wyniku poprzez mnozenie prawdopodobienstw ma jeszcze jedng wade. Je-
zeli te prawdopodobienstwa sa bardzo mate, co ma miejsce, gdy lista atrybutdow jest dluga
i gdy atrybuty przyjmuja wiele stanow, btedy ich zaokraglania zaczynaja wptywac na
wyniki.

2 P(A4) oznacza prawdopodobienstwo a priori wystapienia klasy 4, tj. prawdopodobienstwo, ze przypadek
nalezy do klasy 4; P(B|4) oznacza prawdopodobienstwo a posteriori, ze przypadek 4 nalezy do klasy B,
natomiast P(B) — prawdopodobienstwo a priori wystapienia przypadku B.

3 Nieprzyjecia zatozenia o niezaleznosci zmiennych wejsciowych wymagatoby obliczenie &’
prawdopodobienstw, gdzie p jest liczba zmiennych, a p — liczba ich stanow. Na przyktad dla 30
zmiennych binarnych trzeba by wykonaé 2°° (1 073 741 824) operacji.

Kup ksigzke Pole¢ ksigzke



Rozdziat 9. ¢ Naiwny klasyfikator Bayesa firmy Microsoft 255

Ograniczenia

Pierwsze ograniczenie wynika ze sposobu dziatania naiwnego klasyfikator Bayesa —
policzenie prawdopodobienstwa wystapienia danego stanu jest mozliwe tylko dla atrybu-
tow dyskretnych, a wigc atrybuty ciagle sa ignorowane przez naiwny klasyfikator
Bayesa firmy Microsoft.

Drugie ograniczenie jest mniej oczywiste — naiwny klasyfikator Bayesa nalezy do
klasyfikatorow liniowych i nie nadaje si¢ do rozwigzywania probleméw nieliniowych,
czyli takich, w ktorych stan atrybutu wyj$ciowego zalezy od kombinacji stanow atry-
butow wejsciowych. Problemem nieliniowym jest np. kwestia okreslenia koloru pél
na szachownicy.

Potowa pol na szachownicy jest biata, druga potlowa — czarna. Czy znajac kolumng
1 wiersz, jestesmy w stanie okresli¢ kolor pola znajdujacego si¢ na ich przecigciu?
Sprobujmy uzy¢ naiwnego klasyfikatora Bayesa firmy Microsoft do znalezienia od-
powiedzi na to pytanie.

1. Otworz przyktadowy skoroszyt Excela i przejdz do arkusza Chessboard.

2. Zaznacz znajdujaca si¢ w nim tabelg. Jej pierwsza kolumna zawiera litery
kolumn, druga — numery wierszy, a trzecia kolory pdl szachownicy.

3. Kliknij znajdujacy si¢ w sekcji Data Modeling przycisk Classify.

4. Jako parametr wyjsciowy i wejsciowy wybierz Color, a jako uzyty do klasyfikacji
algorytm wybierz Microsoft Naive Bayes.

5. Przeznacz wszystkie dane do treningu i zakoncz dziatanie kreatora, tworzac
tymczasowy model eksploracji danych.

Okaze sig, ze algorytm nie znalazt zadnych zalezno$ci pomiedzy kolumna i wierszem
pola na szachownicy a kolorem pola znajdujacego si¢ na ich przecigciu — wszystkie
zaktadki wizualizatora beda puste, z wyjatkiem zaktadki Dependency Network, w ktorej
znajdziemy wylacznie wyj$ciowy atrybut Color.

Zastanowmy sig, od czego zalezy kolor pdl szachownicy. Czy zalezy on od wierszy?
Nie, w kazdym wierszu 50% pdl jest czarnych, a 50% bialych. Nie zalezy on réwniez
od kolumn, lecz od kombinacji wierszy i kolumn. Poniewaz naiwny klasyfikator Bayesa
jest klasyfikatorem liniowym, nie znalazt powyzszych zalezno$ci nieliniowych.

Tak postawiony problem nie zostatby rozwigzany rowniez przez drzewa decyzyjne,
czyli klasyfikator nieliniowy — w kazdym wierszu i w kazdej kolumnie biatych podl
jest doktadnie tyle samo co czarnych. Roznice pomigdzy klasyfikatorami liniowymi
i nieliniowymi pokazuje kolejny przyktad. Tym razem ksztatt figury rowniez nie za-
lezy od jego poszczegdlnych wspotrzednych, ale od ich kombinacji (rysunek 9.1).

1. Przejdz do arkusza Linear.

2. Przeprowadz klasyfikacj¢ znajdujacych si¢ w nim danych, wybierajac na atrybuty
wejsciowe kolumny RangeX, RangeY i Shape, a na atrybut wyjsciowy kolumng Shape.

3. Jako uzyty do klasyfikacji algorytm wybierz Microsoft Naive Bayes.
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Rysunek 9.1.
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4. Przeznacz wszystkie dane do treningu i zakoncz dziatanie kreatora, tworzac

tymczasowy model eksploracji danych.

Tym razem algorytm réwniez nie znajdzie zadnych zaleznosci pomigdzy wspdtrzednymi

a ksztaltem figur.

Pomimo tych ograniczen naiwny klasyfikator Bayesa firmy Microsoft dobrze radzi sobie
z wykrywaniem zaleznosci pomiedzy poszczegolnymi atrybutami, a jego prostota
(i zwiazane z nia szybko$¢ oraz male zapotrzebowanie na pamiec¢ i moc obliczeniowa),
jak rowniez tatwos¢ interpretacji wynikdw czynia z niego przydatny i czesto uzywany
algorytm eksploracji danych.

Parametry

Naiwny klasyfikator Bayesa firmy Microsoft przyjmuje nastepujace parametry:

1. MAXIMUM_INPUT ATTRIBUTES — parametr dostepny tylko w edycji Enterprise;
okresla maksymalna liczbg atrybutéw wejsciowych (objasniajacych). Po jej
przekroczeniu (domys$lna warto§¢ wynosi 255) analizowanych bedzie tylko
255 atrybutéw wejsciowych najsilniej powigzanych z atrybutami wyjsciowymi
(objasnianymi). Zmiana tego parametru na 0 spowoduje uwzglednienie

wszystkich atrybutéw wejsciowych®.

4 Maksymalna liczba atrybutéw wynosi 65 535 i jest tak duza, ze w praktyce nie spotkamy si¢
z wynikajacymi z niej ograniczeniami. Z pierwszej cze¢sci ksiazki wiadomo, ze dane wejsciowe
powinny zawiera¢ jak najwigcej informacji (a doktadnie, Ze entropia atrybutéw wejsciowych wzgledem
wyjsciowych powinna by¢ jak najwigksza), tymczasem utworzenie kilkudziesigciu tysigey atrybutow
raczej zmniejszyloby (a nie zwigkszyto) ilos¢ tych informacji. Ponadto dane wtasciwie reprezentujace
wszystkie mozliwe zaleznosci pomigdzy tyloma atrybutami bylyby liczone w milionach terabajtow.
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2. MAXIMUM OUTPUT ATTRIBUTES — parametr dostgpny tylko w edycji Enterprise;
okresla maksymalnag liczbg atrybutow wyjsciowych. Po jej przekroczeniu
(domyslna wartos¢ wynosi 255) zostanie uwzglgdnionych tylko 255 najczesciej
wystepujacych atrybutow wyjsciowych. Zmiana tego parametru na 0 spowoduje
uwzglednienie wszystkich atrybutéw wyjsciowych.

3. MAXIMUM_STATES — parametr dostgpny tylko w edycji Enterprise; okresla
maksymalng liczb¢ uwzglgdnianych stanéw atrybutéw. Po jej przekroczeniu
(domyslna warto$¢ wynosi 100) analizowanych bedzie tylko 100 najczesciej
wystepujacych standw atrybutow, a pozostate zostana potraktowane jak
warto$ci brakujace. Zmiana tego parametru na 0 spowoduje uwzglednienie
wszystkich stanow atrybutow.

4. MINIMUM_DEPENDENCY PROBABILITY — okresla (w skali od 0 do 1) minimalne
prawdopodobienstwo znalezienia zaleznosci pomigdzy atrybutami wejsciowymi
a wyj$ciowymi. Zmiana tego parametru nie ma zadnego wplywu na trening
algorytmu, a jedynie na liczbg zwracanych (znalezionych) zaleznosci. Domys$Ina
warto$¢ wynosi 0,5 — jest to wartos¢, przy ktdrej wizualizatory tego algorytmu
zwracajg informacje tylko o zaleznos$ciach, ktorych prawdopodobienstwo
wystapienia jest wigksze od prawdopodobienstwa ich braku.

Zeby przekona¢ sie, jak zmiana parametru MINIMUM DEPENDENCY PROBABILITY wplynie
na zdolno$¢ naiwnego klasyfikatora Bayesa firmy Microsoft do rozwiazywania pro-
bleméw nieliniowych, raz jeszcze przeprowadz klasyfikacje koloréw pol na szachow-
nicy, tym razem ustawiajac warto$¢ tego parametru na 0,01 (rysunek 9.2).

Rysunek 9.2. P Algorithm Parameters &J
Naiwny klasyfikator
Bayesaﬁrmy Algorithm: Microscft Naive Bayes v]
Microsoft to prosty Parameters:
Zlgory}:m_eksploracjl Parameter Value Default Range
anych, jego MAXIMUM_INPUT_ATTRIBUTES 255 [0.65535]
dzialaniem mozemy MAXIMUM_QOUTPUT_ATTRIBUTES 255 [0,65535]
sterowa¢ w bardzo Il | maximum_sTaTES 100 0.[2.65535
ograniczonym zakresie MINIMUM_DEPENDENCY_PROBABILITY 05 0.1)
4 mn 2
Parameter description:
Specifies the minimum dependency probability between input and output attributes. -
This value is used to limit the size of the content generated by the algorithm. This
property can be set from Oto 1. Increasing this value reduces the number of attibutes
in the model. =
I Add ‘ I Bemove ‘ [ 0K l I Cancel ‘

Zgodnie z oczekiwaniami obnizenie wartosci tego parametru nie wptynelo na otrzy-
mane wyniki — algorytm nadal nie jest w stanie znalez¢ zadnych zaleznosci pomigdzy
kolumna i wierszem pola na szachownicy a jego kolorem.
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Zastosowania naiwnego
klasyfikatora Bayesa

pas
Wskazowka

,»Naiwnos¢” klasyfikatora Bayesa ogranicza jego stosowanie w modelach klasyfikacyj-
nych, ale w zaden sposob nie zmniejsza jego wartosci dla modeli opisowych. W szczeg6l-
nosci jego szybkos¢ i mate wymagania dotyczace pamigci czynia z niego doskonate
narzg¢dzie do oceny danych wejsciowych.

Drugi z opisanych ponizej przyktadéow demonstruje predykcyjne mozliwosci naiwne-
go klasyfikatora Bayesa — jezeli tylko atrybuty wejSciowe rzeczywiscie sg od siebie
niezalezne lub ewentualne zaleznosci migdzy nimi sa nieistotne w ramach przyjetego
modelu (jak ma to miejsce np. podczas oceniania wiadomosci e-mail na podstawie po-
szczegodlnych stow, czy jest ona spamem), algorytm ten okazuje si¢ szybkim i doktad-
nym klasyfikatorem.

W serwerze SQL klasyfikator Bayesa firmy Microsoft stosowany jest do klasyfikacji
i — z pewnymi ograniczeniami — asocjacji.

Badanie zaleznosSci pomiedzy atrybutami

Naiwny klasyfikator Bayesa firmy Microsoft doskonale nadaje si¢ (o czym powiedziano
w rozdziale 3.) do analizowania zaleznosci pomigdzy atrybutami. W tym punkcie
utworzymy model analizujacy zaleznosci pomigdzy atrybutami klientéw firmy Adven-
ture Works:

1. Uruchom konsolg SSMS i potacz si¢ z serwerem SSAS.
2. Zaznacz bazg analityczng DataMining 1 wyswietl okno edytora DMX.

3. Utworz w tej bazie ponizszy model eksploracji danych (tworzac model za pomoca
instrukcji CREATE MINING MODEL, automatycznie utworzymy strukture o nazwie
tworzonego modelu, uzupetniong o sufiks _Structure):

CREATE MINING MODEL CustomersAnalysis (

[1D] LONG KEY,

[Age] LONG DISCRETIZED(CLUSTERS,5),
[MaritalStatus] TEXT DISCRETE PREDICT,

[Gender] TEXT DISCRETE PREDICT,
[TotalChildren] LONG DISCRETE PREDICT,
[NumberChildrenAtHome] LONG DISCRETE PREDICT,

[Education] TEXT DISCRETE PREDICT,

[Occupation] TEXT DISCRETE PREDICT,

[YearlyIncome] LONG DISCRETIZED(CLUSTERS,8),
[HouseOwnerFlag] TEXT DISCRETE PREDICT,
[NumberCarsQOwned] LONG DISCRETE PREDICT,

[TotalAmount] LONG DISCRETIZED(CLUSTERS,8) PREDICT,
[TotalQuantity] LONG DISCRETE PREDICT,
[BikesQuantity] LONG DISCRETE PREDICT,

[BikesAmount] LONG DISCRETIZED(CLUSTERS,8) PREDICT,
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[ClothingQuantity] LONG DISCRETE PREDICT,

[ClothingAmount] LONG DISCRETIZED(CLUSTERS.8) PREDICT,

[AccessoriesQuantity] LONG DISCRETE PREDICT,

[AccessoriesAmount] LONG DISCRETIZED(CLUSTERS,8) PREDICT,

[MonthsAsCustomer] LONG DISCRETIZED(CLUSTERS,10) PREDICT )
USING Microsoft Naive Bayes

Zwroé uwage, ze wszystkie atrybuty sa dyskretne lub poddane dyskretyzacji oraz ze
wszystkie one zostaty uzyte w roli atrybutow wejsciowych i wyjsciowych.

Utworz, np. korzystajac z dotaczonego do ksiazki skryptu XMLA, zrodto danych
Adventure Works DW i skonfiguruj nazwg i hasto uzytkownika, z ktdrego uprawnieniami
serwer SSAS bedzie taczyt si¢ z tym zrdédlem danych, a nastepnie przetwdrz ten mo-
del, wykonujac ponizsza instrukcje:
INSERT INTO CustomersAnalysis([ID], [Age], [MaritalStatus], [Gender], [TotalChildren]
, [NumberChildrenAtHome], [Education], [Occupation], [YearlyIncome], [HouseOwnerFlag]
.[NumberCarsOwned], [TotalAmount], [TotalQuantity]. [BikesQuantity]. [BikesAmount]
,[ClothingQuantity], [ClothingAmount], [AccessoriesQuantity]., [AccessoriesAmount]
,[MonthsAsCustomer])
OPENQUERY ([Adventure Works DW], 'SELECT [ID], [Age], [MaritalStatus],
[Gender], [TotalChildren], [NumberChildrenAtHome], [Education], [Occupation],
[YearlyIncome], [HouseOwnerFlag], [NumberCarsOwned], [TotalAmount], [TotalQuantity].
[BikesQuantity], [BikesAmount], [ClothingQuantity]. [ClothingAmount],
[AccessoriesQuantity], [AccessoriesAmount] ,[MonthsAsCustomer]
FROM [dbo].[CustomersHistoryTrain]")

Po wyswietleniu raportu Dependency Network (zeby wyswietli¢ okno z wizualizatorami
bezposrednio z konsoli SSMS, nalezy klikna¢ model eksploracji danych i wybraé
z menu kontekstowego Browse) przekonamy sig, ze uzywany w poprzednich modelach
w roli atrybutu wyjsciowego atrybut TotalAmount jest silnie powigzany nie tylko z atrybu-
tami opisujacymi klientow (takimi jak Age, Occupation czy TotalChildren), ale rowniez
z atrybutami opisujacymi histori¢ zakupdw tych klientow (takimi jak AccessoriesAmount,
BikesAmount, ClothingAmount czy TotalQuantity). Jednak te ostatnie atrybuty sa silnie
powiazane nie tylko z objasnianym atrybutem TotalAmount, ale rowniez ze soba na-
wzajem. Z rozdzialu 5. wiadomo, ze w modelach klasyfikacyjnych nie nalezy uzywaé
w roli atrybutéw wejsciowych silnie powiazanych ze sobg atrybutow, dlatego atry-
buty te nie byty uzywane w utworzonych wczesniej modelach.

Raport zalezno$ci nie zawiera informacji na temat standw poszczegélnych atrybutow.
Te dane znajdziemy w pozostatych raportach wizualizatora naiwnego klasyfikatora
Bayesa firmy Microsoft lub odczytujac struktur¢ modelu. Wizualizator kazdego algo-
rytmu eksploracji danych mozna zastapi¢ ogdlnym wizualizatorem Microsoft Generic
Content Tree Viewer, zwracajacym informacj¢ na temat struktury modelu.

Wyswietl go, a nastgpnie z listy weztéw modelu wybierz wezetl opisujacy zaleznosci

pomigdzy atrybutem Education a poszczegdlnymi stanami atrybutu TotalAmount (ry-
sunek 9.3).
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Rysunek 9.3. Szczegélowe informacje na temat modeli eksploracji danych wraz z ich formatowaniem
mozna skopiowa¢ do schowka i wklei¢ np. do dokumentu Worda

Modele naiwnego klasyfikatora Bayesa firmy Microsoft licza tyle weziow drugiego
poziomu (we¢ztéw typu 9.), ile jest zdefiniowanych atrybutéw wejsciowych (weztem
pierwszego poziomu jest sam model eksploracji danych). Liste tych weztéw wraz z ich
identyfikatorami mozna odczyta¢, wywotujac ponizsza procedure:

CALL GetPredictableAttributes ('CustomersAnalysis"')
Na trzecim poziomie znajduja si¢ wezly zawierajace atrybuty wejsciowe (wezty typu 10.),

a na czwartym (w weztach typu 11.) — znalezione zaleznosci pomiedzy poszczegdlnymi
atrybutami wejsciowymi a atrybutem wyj$ciowym, nadrzednym dla danego wezta.

Klasyfikacja dokumentow

Analiza dokumentow tekstowych wymaga ich wczesniejszego podzielenia na frazy —
to wystgpowanie lub brak w dokumencie poszczegolnych fraz bedzie podstawg ich
oceny. Analiza dokumentéw tekstowych przypomina wigc analize koszykowa: koszyki
zakupdw analizowane sa pod katem wystgpowania w nich poszczegdlnych towarow,
dokumenty tekstowe — pod katem wystgpowania w nich poszczegdlnych fraz.

Podzielone na frazy dokumenty moga byc¢:

1. Klasyfikowane — frazy zapisane w tabeli zagniezdzonej beda podstawa
zaklasyfikowania dokumentu np. jako spam.
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2. Dzielone na segmenty na podstawie czgstotliwosci wystegpowania w nich
poszczegolnych fraz.

3. Kojarzone ze soba na podstawie wystepujacych w nich fraz.

W tym punkcie przeprowadzimy klasyfikacj¢ wiadomosci e-mail. Wymaga to:

1. Zbudowania slownika zawierajacego wszystkie frazy wystgpujace w tych
dokumentach.

2. Dekompozycji poszczegolnych dokumentow na frazy zapisane w stowniku.
3. Zbudowania modelu klasyfikacyjnego.
4. Roztozenia ocenianych dokumentow na frazy i sklasyfikowania ich przy uzyciu
zbudowanego modelu.
Do zbudowania stownika uzyjemy transformacji Term Extraction ustugi SSIS:

1. Uruchom Business Intelligence Development Studio, utwdrz nowy projekt typu
Integration Services i nazwij go Text Analysis.

2. Dodaj do pakietu SSIS zadanie Data Flow Task i nazwij je Build Dictionary.
3. Przejdz na zaktadke Data Flow.

4. Dodaj do zadania Build Dictionary transformacj¢ ADO.NET Source i pobierz
za jego pomoca dane z tabeli EMai1s, znajdujacej si¢ w przyktadowej bazie danych
DataMiningDW.

5. Dodaj do tego zadania transformacj¢ Term Extraction i polacz ja z domy$lnym
(zielonym) wyjsciem utworzonego zrodta danych.

6. Dwukrotnie kliknij t¢ transformacj¢ — wyswietli si¢ okno edytora Term
Extraction Transformation Editor:

a) Na zaktadce Term Extraction wybierz kolumne, w ktérej przechowywane
sg tresci wiadomosci e-mail (rysunek 9.4).

b) Zaktadka Exclusion pozwala wskaza¢ tabele zawierajaca frazy wykluczone
ze stownika.

c) Przejdz na zaktadke Advanced. Pozwala ona skonfigurowac sposdb
rozktadania tekstu na frazy: m.in. to, czy ma on by¢ dzielony na pojedyncze
wyrazy lub tylko na frazy, wybraé sposdb oceniania fraz (moga by¢ one
oceniane tylko na podstawie czgstotliwosci wystgpowania w danym
dokumencie oraz z uwzglednieniem tego, jak czgsto fraza wystgpowata
we wszystkich dokumentach®), minimalna liczbe wystapien fraz oraz ich
maksymalna dlugos¢ w stowach.

7. Zamknij okno edytora przyciskiem OK.

> Ocena frazy jest tym wyzsza, im czg¢$ciej wystepuje ona w dokumencie, ale metoda TFIDF dodatkowo
obniza oceny fraz czesto wystepujacych we wszystkich dokumentach.
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Text Analysis - Microsoft Yisual Studio
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Term Extraction |E><clusion Advanced

Specify ons kext column &5 input.
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[ | Priority

™ subject
[  Body

= Term A
_' Extraction Y
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™ Cakegory

| DataMining
__4m Dest
—Output column name:
Term: Term
Score: Scare
__ Connection Managers |
L om 1J LocalHost. Datatining1 I

Configure Error Qutput. ..

1 LocalHost, DataMining |

ok I Cancel | Help |

A

Rysunek 9.4. Wynikiem transformacji bedq dwie nowe kolumny: w kolumnie o domysinej nazwie Term

zostanq zapisane frazy znaczeniowe, w kolumnie Score — punkty obliczone na podstawie czestotliwosci
ich wystepowania

8. Dodaj do zadania transformacj¢ ADO.NET Destination i utwdrz za pomoca
tego zadania w bazie danych DataMining tabelg Dictionary, w ktdrej zapisane
zostang frazy i ich oceny.

9. Uruchom pakiet SSIS (rysunek 9.5).

Po zbudowaniu stownika mozemy roztozy¢ poszczegolne wiadomosci e-mail na frazy:

1. Przejdz do zakladki Control Flow, dodaj do pakietu kolejne zadanie Data Flow
Task i nazwij je Decompose Documents.

2. Potacz zadanie Build Dictionary z zadaniem Decompose Documents — w ten
sposob najpierw zostanie utworzony stownik, ktory nastepnie zostanie uzyty
do dekompozycji wiadomosci e-mail.

3. Kliknij dwukrotnie to zadanie lewym przyciskiem myszy — wyswietli si¢ ono
w edytorze przeptywu danych.

4. Dodaj do zadania Decompose Documents transformacj¢ ADO.NET Source i pobierz
za jego pomocg dane z tabeli EMails znajdujacej si¢ w przykladowej bazie
danych DataMiningDW.

5. Dodaj do tego zadania transformacj¢ Term Lookup i potacz ja z domyslnym
(zielonym) wyjsciem utworzonego zrodta danych.
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Text Analysis {Running) - Microsoft Visual Studio

File Edit View  Project
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Packags. drsx [Desion]*

§,., Control Flow 153 Data Flow |  Parameters | & Event Handlers | %3 Parkage Explorer | & Progress =
DataFlow Task: [ _6uid Dictionary =

Term n
Extraction - government 43
ADVERTISEMENT 43

¢ Buid Dictionary

3 Detach Copy Data
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Password 1 =
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Rysunek 9.5.

Pakiet SSIS tworzqcy slownik fraz wystepujacych w wiadomosciach e-mail (frazy zostaly

pokazane poprzez klikniecie strzatki fqczqcej dwa ostatnie zadania i wybranie opcji Enable Data Viewer)

6.

Dwukrotnie kliknij t¢ transformacje — wyswietli si¢ okno edytora Term Lookup
Transformation Editor:

a) Zaktadka Reference Table pozwala wskaza¢ tabele stownikowa — potacz
si¢ z bazg DataMiningDW i wybierz tabelg Dictionary.

b) Przejdz na zaktadke Term Lookup i potacz kolumne Body tabeli Emails
z kolumng Term tabeli Dictionary. Poniewaz tabela utworzona za pomoca
tej transformacji bgdzie musiata zostaé powiazana z nadrze¢dna tabela
Emials, dodaj do jej wyniku zawarto$¢ kolumny ID (rysunek 9.6).

¢) Zatwierdz zmiany przyciskiem OK.

. Dodaj do zadania transformacj¢ ADO.NET Destination i utworz za jego pomoca

w bazie danych DataMinigDW tabelg EmailsFragments, w ktdrej zapisane zostana
zdekomponowane wiadomosci e-mail.

Zeby ponowne uruchomienie pakietu nie powodowato duplikowania wierszy zapisanych
w tabelach Dictionary i EmailsFragments:

1.
2.

Dodaj do niego zadanie Execute T-SQL Statement Task.

Potacz je z lokalnym serwerem SQL.
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Rysunek 9.6. Eh, Term Lookup Transformation Editor -10] x|
Transformacja Term ) _ _
. Configure the properties used to look up values in a reference table and learn the Frequency that terms
Lookup pozwoli nam appear in a dateset,
zapisa¢ w tabeli :
. T Lookuy
podrz@dne] fraz Reference Table  Term Lodkup | Advanced
informacje o tym, ile
razy wystqpily one
w kazdym dokumencie, " Prioriy
oraz identyfikatory I Subject
dokumentow, I Body
w ktorych te frazy F
T Category

zostaly znalezione

Pass-Through Column Qukput Column Alias
i ‘D

Configure Error Qukput... | oK I Cance Help

3. W polu 7-SQL Statement wpisz ponizsze instrukcje:

USE DataMiningDW

GO

IF EXISTS (SELECT * FROM sys.tables WHERE name='Dictionary")
TRUNCATE TABLE dbo.Dictionary

GO

IF EXISTS (SELECT * FROM sys.tables WHERE name='EmailsFragments')
TRUNCATE TABLE dbo.EmailsFragments

GO

4. Polacz to zadanie z zadaniem Build Dictionary.

5. Uruchom i zapisz gotowy pakiet SSIS.
Dysponujac przygotowanymi w ten sposob danymi zrodtowymi, mozemy juz zbudo-
wac¢ model klasyfikujacy dokumenty. Nasz model bedzie je klasyfikowat wylacznie
na podstawie tematdw i priorytetow wiadomosci oraz znajdujacych si¢ w nich fraz —

to, ile razy wystepuje w nich dana fraza, pominiemy. Dla odmiany model ten utwo-
rzymy w srodowisku BIDS:
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1. Polacz si¢ z analityczng baza danych DataMining.

2. Utwdrz nowy widok danych zrédlowych i dodaj do niego tabele Emails
i EmailsFragments.

3. Polacz te tabele, przeciagajac kolumng 1D tabeli EmailsFragments do kolumny 1D
tabeli Emails.

4. Analizujac przyktadowe dane, zwro¢ uwage, ze zaledwie 371 (1,5%) fraz
pochodzi z wiadomosci oznaczonych jako spam. Poniewaz nasz model ma
klasyfikowa¢ dokumenty, musimy zmieni¢ rozktad atrybutu wyjsciowego,
sztucznie zwigkszajac czgstotliwosé wystgpowania fraz wskazujacych na
niechciane wiadomosci:

a) Dodaj do widoku danych zrédtowych nazwane zapytanie SelectedFragments.

b) Odczytaj w tym zapytaniu wszystkie fragmenty niechcianych wiadomosci
uzupetnione o 2% losowo wybranych fragmentdéw pozostatych wiadomosci:

SELECT E.ID, Term, Frequency, NEWID() as n

FROM dbo.EmailsFragments AS F

JOIN dbo.EMails AS E ON E.ID=F.ID

WHERE E.Category='SPAM'

UNION ALL

SELECT TOP 2 PERCENT E.ID, Term, Frequency, NEWID()
FROM dbo.EmailsFragments AS F

JOIN dbo.EMails AS E ON E.ID=F.ID

WHERE E.Category<>'SPAM'

ORDER BY NEWID()

c) Polacz utworzone zapytanie z tabelg Emails, przeciagajac jego kolumne 1D
do kolumny 1D tabeli Emails.

5. Zapisz zmiany i zamknij edytor widoku danych zrodtowych.

6. Z wykorzystaniem kreatora utwdrz nowa struktur¢ i model eksploracji danych:
a) Pobierz dane z tabel relacyjnej bazy danych.
b) Wybierz naiwny klasyfikator Bayesa firmy Microsoft.
c) Wskaz widok danych zrédtowych utworzony w poprzednich punktach.

d) Na tabel¢ nadrzedna (ang. Case) wybierz tabele Emails, na tabelg
zagniezdzong (ang. Nested) — nazwane zapytanie SelectedFragments.

e) Zaznacz kolumng klucza zagniezdzonego przypadku (kolumng Term),
dodaj do listy wejsciowych atrybutéw kolumny Category, Prioryty i Subject,
a na atrybut wyjsciowy wybierz kolumne Category.

f) Uzyj wszystkich danych jako przypadkow treningowych.

g) Zwrd¢ uwagg, ze naiwny klasyfikator Bayesa firmy Microsoft nie umozliwia
zaznaczenia opcji Allow drill through (przedstawiona w poprzednim punkcie
struktura modeli tego algorytmu jest mato intuicyjna i nie pozwala w prosty
sposob powigzac znalezionych zaleznos$ci z poszczegolnymi przypadkami).
Zakoncz pracg kreatora.
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7. Przetworz zbudowany model. Wyswietla si¢ dwa ostrzezenia:

a) Automatic feature selection has been applied to model, due to the large
number of attributes. Set MAXIMUM INPUT ATTRIBUTES and/or
MAXIMUM _OUTPUT ATTRIBUTES to increase the number of attributes
considered by the algorithm — to ostrzezenie dotyczy zagniezdzonego
atrybutu Term.

b) Cardinality reduction has been applied on column, Subject of model, E Mails
due to the large number of states in that column. Set MAXIMUM STATES
to increase the number of states considered by the algorithm — to ostrzezenie
dotyczy atrybutu Subject.

8. Wyswietl okno wlasciwosci algorytmu i ustaw na 0 wartosci parametrow
MAXIMUM_INPUT ATTRIBUTES oraz MAXIMUM_STATES.

9. Ponownie przetworz model eksploracji danych i zapoznaj si¢ z jego wynikami.

10. Przejdz na zaktadke Data Mining Prediction i wykonaj zapytanie czasu
rzeczywistego, oceniajace, czy e-mail zawierajacy wybrane frazy bedzie
sklasyfikowany jako spam (rysunek 9.7).

- DataMiningSolutions{DENALI) - Microsoft Yisual Studio
File Edit View Project Debug Datsbase Mining Model Tools  Window Help
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100% - 4| |

Rysunek 9.7. Business Intelligence Development Studio pozwala wybra¢ z listy wartosci
zagniezdzonego atrybutu te, ktorych chcemy uzy¢ w zapytaniach czasu rzeczywistego
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zastosowania, 258
klucze, 230
kluczowe czynniki, 128, 129
ktopoty ze sformutowaniem problemu, 33

Kup ksigzke

kodowanie
jeden do wielu, 84
wiele do wielu, 85
kontekst
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MAXIMUM_STATES, 304, 323, 361
MAXIMUM_SUPPORT, 341
McCulloch, Warren, 352
metody oceny modeli eksploracji danych, 376
macierz klasyfikacji, 384
odchylenie migdzyklastrowe, 390
odchylenie wewnatrzklastrowe, 390
walidacja krzyzowa, 387
wykres podniesienia, 376
wykres punktowy, 381
wykres zysku, 376
Microsoft
drzewa decyzyjne, 267
klastrowanie, 297
klastrowanie sekwencyjne, 319
naiwny klasyfikator Bayesa, 253
odkrywanie regut asocjacyjnych, 335
regresja liniowa, 267
regresja logistyczna, 351
sieci neuronowe, 351
szeregi czasowe, 281
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Pole¢ ksigzke



Skorowidz

417

MINIMUM_IMPORTANCE, 341
MINIMUM_ITEMSET _SIZE, 341
MINIMUM PROBABILITY, 341
MINIMUM_ SERIES VALUE, 287

nieprzygotowane dane zrodlowe, 393
nietypowe przypadki, 149
niewlasciwe

algorytmy eksploracji danych, 394

MINIMUM_SUPPORT, 273, 287, 304, 323, 341
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modele eksploracji danych, 182, 184, 206, 232, 235
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deskrypcyjne, 43, 108
doktadnos¢ predykceji, 374
korzystanie, 185
kryteria poréwnawcze, 371
fatwos¢ interpretacji, 373
ocena, 369, 376
odczytywanie zawartosci, 243
poprawa, 369
powrdt do $redniej, 369
predykeyjne, 43, 109
problemy, 391
przetwarzanie, 210, 220, 239
przydatnosé, 375
skalowalno$¢, 375
wiarygodnos¢ predykeji, 374
wizualizatory, 398
wstawianie wierszy, 242
wydajnosé, 375
zarzadzanie, 190
zarzadzanie poprzez SSMS, 216
MODELING CARDINALITY, 304
modelowanie, 23, 25
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cele, 35
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decyzje, 31
informacje, 27
obiekty, 26
paradygmaty, 29
reguly, 26
symbole, 30
wiedza, 29
wzorce, 30
zdarzenia, 26
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parametry, 256
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wewnatrzklastrowe, 390
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regresji logistycznej, 360 przygotowanie danych, 79
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zle sparametryzowane algorytmy, 394 analiza koszykowa, 343
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raporty ustugi SSRS, 399 ryzyko, 45
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zakres, 39 krotkie, 293
proporcja, zmiana, 109 przeplatane, 291
probkowgme dzfnych, 64 serwer SQL, 12
przestrzen stanow, 79

: . eksploracja danych, 161, 218
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integracja z SSIS, 226
integracja z SSRS, 226
ustugi, 12
wersja demonstracyjna, 13
wymagane sktadniki, 14
sezonowosc, 96
sieci neuronowe, 351
klasyfikacja, 366
ograniczenia, 358
omoOwienie, 352
parametry, 360
szacowanie, 362
zastosowania, 361
Silesian Code Camp, 398
skalowalno$¢ modeli eksploracji danych, 375
skalowanie
liniowe, 88
logistyczne, 89
sktadniki serwera SQL, 14
skrajne wartosci, 87
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SQL Server Analysis Services, Patrz SSAS
SQL Server Database Engine, 12
SQL Server Integration Services, Patrz SSIS
SQL Server Reporting Services, Patrz SSRS
SSAS, 12, 126, 162
architektura, 219
bezpieczenstwo, 221
zarzadzanie poprzez SSMS, 216
SSIS, 12, 54
profilowanie danych, 54
SSMS, 162, 216
SSRS, 13
raporty ustugi, 399
state, 57
standaryzacja klasyczna, 89
stany
atrybutéw, 57, 229
numerowanie, 84
przestrzen, 79
Stone, Charles, 268
STOPPING TOLERANCE, 304
struktury eksploracji danych, 182, 199, 231, 233
odczytywanie zawartosci, 243
przetwarzanie, 204, 220, 239
wstawianie wierszy, 242
sukces projektu eksploracji danych, 44
symbole, 30
szacowanie, 136, 170, 277, 309, 362
funkcja uzupetniania, 136
kalkulator predykeyjny, 138
szeregi czasowe, 281
analiza wariantowa, 295
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What-If, 155
wiarygodnosé predykcji modeli eksploracji
danych, 374
widoki danych zrédtowych, 196
wiedza, 29
wiele do wielu, 85
wielowartosciowe atrybuty, 57
wielowymiarowa kostka, 292
Wightman, Charles, 352
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wykresy
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wartosci danych, 63
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zapytanie predykcyjne, 134, 210, 245
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zastosowania
drzew decyzyjnych, 275
eksploracji danych, 119
klastrowania, 305
klastrowania sekwencyjnego, 324
naiwnego klasyfikatora Bayesa, 258
regresji logistycznej, 361
regut asocjacyjnych, 341
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zdarzenia, 26
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