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ROZDZIAL 2.
Zastosowania danologii

W tym rozdziale pokazujemy, ze sztuczna inteligencja i uczenie maszynowe zmienily prawie kazda
branze — i nadal bedg to robi¢ w przyszloéci. Omawiamy tu znane zastosowania tych podejs¢ w réz-
nych sektorach takich jak media, reklama, internet rzeczy i przemyst wytworczy. Wraz z pojawianiem
sie nowych komponentdéw mozliwe staje si¢ rozwigzywanie coraz to nowych probleméw. Programisci
tworzacy rozwigzania w chmurze maja dostep do tych komponentéw dzieki gotowym do uzycia
ustugom SI takim jak Amazon Rekognition, personalizowanym ustugom UM takim jak Amazon
SageMaker i fatwym w dostepie komputerom kwantowym w ustudze Amazon Braket.

Sztuczna inteligencja i uczenie maszynowe staly si¢ wszechobecne dzigki ostatnim innowacjom
W przetwarzaniu chmurowym, wzrostowi mocy obliczeniowych i rejestrowaniu coraz wigkszej
iloéci danych. ,,Demokratyzacja” SI i UM jest napedzana przez pojawienie si¢ wielu ustug SI,
ktore sg tatwe do zintegrowania z aplikacjami, wymagaja bardzo niewiele konserwacji i sg oferowane
w modelu ,,ptac za to, czego uzywasz”.

Nie trzeba mie¢ doktoratu z danologii, zeby doda¢ rekomendacje produktéw i zadowoli¢ klientdw,
implementowa¢ wysoce skuteczne modele prognozowania i usprawni¢ fancuchy dostaw lub tworzy¢
wirtualnych asystentéw utatwiajacych obstuge klienta, a wszystko to za pomocg jednego wywo-
tania API! Tego rodzaju ustugi SI zwalniaja cenne zasoby ludzkie, dzieki czemu mozna si¢ skupié
na funkcjach specyficznych dla dziedziny i pozwalajacych wyrdzni¢ produkty sposréd innych.

Innowacje w kazdej branzy

Wiele zastosowan SI i UM mozna przypisa¢ do jednej z dwoch kategorii: usprawnianie dziatal-
noéci biznesowej lub tworzenie nowych do§wiadczen klientéw. Znanymi przykltadami uspraw-
niania dziatalnoéci biznesowej sa prognozowanie zapotrzebowania, optymalizowanie wykorzy-
stania zasobow i wykrywanie oszustw z wykorzystaniem SI. Przykladami tworzenia nowych
doswiadczen klientdéw sa spersonalizowane rekomendacje produktéw i wzbogacone strumienio-
wanie wideo.

Nie ma watpliwosci, ze SIi UM s zroédtem innowacji w kazdej branzy. Oto kilka przyktadéw z réznych
sektorow:
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Media i rozrywka

Firmy zachwycaja klientéw wysoce angazujacymi, spersonalizowanymi tre§ciami. ST umoz-
liwia ponadto wysoce wydajne i skuteczne pobieranie metadanych, dzigki czemu tresci mul-
timedialne sg latwiejsze do odkrywania i przeszukiwania dla klientéw oraz oséb z branzy
produkcji mediow.

Nauki przyrodnicze
Firmy stosuja SI1 UM do odkrywania nowych lekéw, zarzadzania probami klinicznymi, produk-
¢ji lekéw, cyfrowego rozwoju terapii i wspomagania decyzji klinicznych.

Ustugi finansowe

SIi UM ulatwiajg przestrzeganie regulacji, nadzoér i wykrywanie oszustw. Pomagaja przyspieszy¢
przetwarzanie dokumentdéw, ustalanie spersonalizowanych cen i rekomendacji produktéw
finansowych, a takze wspomagaja podejmowanie decyzji w handlu instrumentami finansowymi.

Branza motoryzacyjna

SIiUM sa podstawa autonomicznej jazdy i nawigacji oraz samochodéw podtaczonych do sieci.
Przemyst wytworczy

SIi UM wspomagaja projektowanie techniczne i zarzagdzanie faricuchami dostaw, a takze optyma-
lizacj¢ konserwacji, napraw i dziatan operacyjnych. Usprawniaja tez prace linii montazo-
wych i s3 podstawg inteligentnych produktéw oraz fabryk.

Gry

Branza gier wykorzystuje SI i UM do wprowadzania inteligentnego automatycznego skalowania
zasobow serwerdw gry wraz ze zmianami obcigzenia w ciggu dnia.

Dalej szczegétowo omawiamy najbardziej znane zastosowania SIi pokazujemy, jak mozna zaczg¢
stosowa¢ podobne rozwigzania za pomocg gotowych ustug SI z platformy AWS.

Spersonalizowane rekomendacje produktow

W ostatnich dziesigcioleciach klienci otrzymuja coraz wiecej spersonalizowanych rekomendacji
produktow i tresci. Rekomendacje sa wszechobecne, takze w serwisach Amazon.com, ktory suge-
ruje nastepne produkty do kupienia, i Amazon Prime Video, gdzie polecane s3 nastepne programy
do obejrzenia.

Wiele system6w rekomendacji wykrywa podobienstwa na podstawie tego, jak klienci wchodza w inte-
rakcje z pozycjami z katalogu. Wczesna wersja tego rodzaju ,,filtrowania kolaboratywnego” zostala opi-
sana w opublikowanym przez serwis Amazon.com artykule z 2003 roku ,,Amazon.com Recom-
mendations: Item-to-Item Collaborative Filtering” (https://oreil.ly/LbrdC).

Obecnie zaawansowane techniki uczenia glebokiego pomagaja zrozumie¢ potrzeby klientéw w odpo-
wiednim momencie i we wlasciwym kontekscie. Niezaleznie od tego, czy robisz zakupy w serwi-
sie Amazon.com, stuchasz muzyki w ustudze Prime Music, ogladasz programy w ustudze Prime
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Video, czytasz e-booki na urzadzeniu Amazon Kindle, czy stuchasz audiobookéw za pomoca
ustugi Audible, bedziesz otrzymywaé nowe spersonalizowane rekomendacje.

Proste systemy rekomendacji czesto maja poczatkowo postaé systemoéw opartych na regutach.
Gdy liczba uzytkownikéw i produktéw w systemie roénie, coraz trudniej jest definiowa¢ reguly
na tyle dokladne, aby méc generowad sensowne rekomendacje. Ogolne reguly przewaznie nie dajg wy-
starczajaco dobrych wynikdéw, aby zacheci¢ klientéw do powrotu.

Nawet systemy rekomendacji oparte na UM sg narazone na problemy. Trzeba radzi¢ sobie z no-
wymi uzytkownikami i nowymi pozycjami w systemie, dla ktérych nie ma danych pozwalajacych
generowa¢ rekomendacje. Jest to klasyczny problem ,zimnego rozruchu”, ktéry powinien by¢
uwzgledniony przez kazdego, kto w dzisiejszych czasach tworzy systemy rekomendacji. Zimny
rozruch ma miejsce, gdy brakuje informacji o weze$niejszych zdarzeniach, na podstawie ktérych
mozna byloby zbudowa¢é model rekomendacji dla danego uzytkownika lub produktu.

W rekomendacjach nalezy tez unika¢ ,,putapki popularnosci”, ktéra prowadzi do rekomendowa-
nia tylko popularnych produktéw, co grozi pominieciem $wietnych rekomendacji mniej znanych po-
zycji. Ten problem mozna rozwiaza¢ za pomocg systeméw rekomendacji, ktére eksploruja nowe
pozycje za pomocg algorytmoéw takich jak wieloreki bandyta, co omawiamy w rozdziale 9.

Warto tez uwzglednia¢ zachodzace w czasie rzeczywistym zmiany w intencjach uzytkownikéw
aplikacji. To wymaga dzialajacego w czasie rzeczywistym dynamicznego systemu rekomendacji
zamiast tradycyjnych, wstepnie generowanych statycznych rekomendacji przesylanych z bazy
danych.

Dzieki dynamicznemu systemowi klienci docenig adekwatne i szybko przesylane tresci, a firma
odniesie wymienione ponizej korzysci z bardziej spersonalizowanych doswiadczen klientow:

Wigksze zaangazowanie uzytkownikow

Dzigki rekomendowaniu uzytkownikom adekwatnych tresci firma zwigksza ich przywiaza-
nie do witryny, zacheca do czgstych powrotéw i daje powdd do dtuzszych odwiedzin.

Wyzszy poziom konwersji
Uzytkownicy z wigkszym prawdopodobienstwem kupujg bardziej adekwatne produkty.
Wyzszy wspotczynnik kliknigé

Dzieki spersonalizowanym propozycjom produktéw dostosowanym do konkretnego uzyt-
kownika wspoétczynnik kliknie¢ zapewne wzrosnie.

Wzrost przychodow

Gdy klienci otrzymuja odpowiednie rekomendacje we wlasciwym czasie, firmy odnotowuja
wzrost przychoddw.

Zmniejszenie poziomu utraty klientéw

Mozna zmniejszy¢ poziom utraty klientéw i ograniczy¢ rezygnacje z ciekawych kampanii
e-mailowych.
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W ciagu ostatnich 20 lat Amazon stale prowadzil skoncentrowane na personalizacji badania nad
uczeniem maszynowym. Artykut ,,Two Decades of Recommender Systems at Amazon.com”
(https://oreil.ly/iXEXk) Smitha i Lindena (2017) zawiera §wietne podsumowanie tej drogi.

Wiecej informacji o badaniach i publikacjach naukowych Amazona znajdziesz na stronie
https://www.amazon.science.

Rekomendowanie produktéw za pomocq ustugi Amazon Personalize

Podobnie jak w wielu innych obszarach uczenia maszynowego, nie istnieje jeden algorytm, ktéry
rozwigzuje wszystkie problemy z personalizacja. Czy nie byloby wspaniale, gdyby kto$ potrafit
uja¢ bogate doswiadczenia firmy Amazon.com z obszaru tworzenia spersonalizowanych reko-
mendacji produktéw i tresci oraz doda¢ analogiczne mozliwosci do naszych aplikacji? Ustuga
Amazon Personalize zapewnia wtasnie takie funkgje.

Ta ustuga jest odzwierciedleniem dziesigcioleci doswiadczenia firmy Amazon.com w tworzeniu,
skalowaniu i obstudze technologii personalizacji. Amazon Personalize umozliwia programistom
tatwe generowanie zindywidualizowanych rekomendacji produktdéw, a takze tworzenie targeto-
wanych promocji marketingowych. Ta ustuga SI umozliwia programistom budowanie niestan-
dardowych modeli personalizacji bez koniecznoséci skomplikowanego zarzadzania wlasng infra-
strukturg do uczenia maszynowego.

Aby rozpoczaé generowanie rekomendacji, wystarczy przekazaé¢ do ustugi Amazon Personalize
ciagly strumien aktywnosci z aplikacji (kliknie¢, odston stron, rejestracji, zakupdw itd.) wraz z zestawem
produktéw uwzglednianych w rekomendacjach (zobacz rysunek 2.1).

Idarzenia i interakcje
uzytkownikow @ ............
(np. odstony, rejestracje,
konwersacje)
Metadane produktu e > N " -
(np. szczeqoty dotyczace @ > \ | B 4
artykutdw, produktéw, filmow) greseeeend > =4
A ; ; Amazon Niestandardowe API
Metadane }lzytkownll_(a Personalize do personalizagji
(np. wiek, lokalizacja) LE -----------

Rysunek 2.1. Aby zaczg¢ generowal rekomendacje, udostepnij zbiér danych o aktywnosciach i zestaw
produktow do ustugi Amazon Personalize

Dane o aktywnosci obejmuja informacje o zdarzeniach dotyczacych interakeji uzytkownika z syste-
mem. Niektore z tych aktywnodci to klikniecia, dodawanie produktéw do koszyka, kupowanie
produktéw lub ogladanie wideo. Tego rodzaju aktywnosci sa warto$ciowymi sygnalami pomocnymi
przy budowaniu skutecznych modeli rekomendacji.
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Mozna tez przekazywaé dodatkowe metadane na temat uzytkownikéw i produktéw z interakeji,
na przykfad kategori¢ produktu, cene produktu, wiek uzytkownika, lokalizacj¢ uzytkownika itd.
Cho¢ takie dodatkowe metadane sa opcjonalne, pomagaja w scenariuszu ,,zimnego rozruchu”,
kiedy dostepna jest niewielka lub zerowa ilo$¢ informacji o historycznych aktywnosciach, ktére
mozna byloby wykorzysta¢ do zbudowania modelu rekomendacji.

Tworcy ustugi Amazon Personalize poinformowali niedawno o nowym algorytmie ,,zimnego
rozruchu”, ktdry laczy sieci neuronowe i uczenie przez wzmacnianie, aby generowaé bardziej
adekwatne rekomendacje, gdy dostepnych jest niewiele danych o uzytkowniku.

Dzigki informacjom o aktywnoéciach i metadanym Amazon Personalize uczy, dostraja i instaluje
niestandardowy model rekomendacji uwzgledniajacy uzytkownikéw i produkty. Ustuga ta wykonuje
wszystkie kroki procesu uczenia maszynowego, w tym inzynierie cech, wybdr algorytméw, dostrajanie
modelu i instalowanie modelu. Po tym, jak ustuga wybierze, wyuczy i zainstaluje najlepszy model
dla uzywanego zbioru danych, wystarczy uzy¢ API get recommendations (), aby zacza¢ genero-
waé w czasie rzeczywistym rekomendacje dla uzytkownikdéw:
get_recommendations_response = personalize_runtime.get_recommendations (
campaignArn = campaign_arn,
userld = user_id

)

item 1ist = get_recommendations_response['itemList']
recommendation_list = []
for item in item list:
item_id = get movie by id(item['itemId'])
recommendation list.append(item_id)

Ustuga Amazon Personalize wyuczona na podstawie znanego zbioru danych MovieLens z milionami
ocen filméw generuje nastepujace rekomendacje dla przykladowego uzytkownika:

Shrek

Amelie

Lord of the Rings: The Two Towers

Toy Story 2

Good Will Hunting

Eternal Sunshine of the Spotless Mind
Spirited Away

Lord of the Rings: The Return of the King
Schindler's List

Leon: The Professional
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Generowanie rekomendacji za pomoca ustugi Amazon SageMaker
i biblioteki TensorFlow

Wielozadaniowe systemy rekomendacji tworza model, ktéry optymalizuje wyniki na podstawie
przynajmniej dwdch celéw jednoczesnie. Taki model uczy sie z wykorzystaniem transferu wiedzy,
wspoldzielac zmienne miedzy zadaniami na etapie uczenia modelu.

W ponizszym przykladzie opartym na bibliotece TensorFlow uzywamy biblioteki TFRS (ang. Tensor
SFlow Recommenders; https://oreil.ly/XdDII), a celem jest znalezienie modelu, ktéry uczy system
rekomendacji prognozowac oceny (zadanie Ranking), a takze liczbe wyswietlenn wideo (zadanie
Retrieval):
user_model = tf.keras.Sequential([
tf.keras.layers.experimental.preprocessing.StringLookup (
vocabulary=unique_user_ids),
# Dodajemy 2, aby uwzglednic nieznane i ukryte tokeny.
tf.keras.layers.Embedding(len(unique_user_ids) + 2, embedding_dimension)

1)

movie model = tf.keras.Sequential([
tf.keras.layers.experimental.preprocessing.StringLookup(
vocabulary=unique_movie titles),
tf.keras.layers.Embedding(len(unique_movie_titles) + 2, embedding_dimension)

1)

rating_task = tfrs.tasks.Ranking(
loss=tf.keras.losses.MeanSquaredError(),
metrics=[tf.keras.metrics.RootMeanSquaredError()],

)

retrieval_task = tfrs.tasks.Retrieval(
metrics=tfrs.metrics.FactorizedTopK(
candidates=movies.batch(128).map(self.movie _model)

)

Generowanie rekomendacji za pomoca ustugi Amazon SageMaker
i platformy Apache Spark

Usluga Amazon SageMaker obstuguje bezserwerowa platforme Apache Spark (mozna na niej uzywaé
Pythona i Scali) za pomocg zadan SageMaker Processing. W ksigzce uzywamy zadan SageMaker
Processing do sprawdzania jakosci danych i przeksztalcania cech. Jednak w tym punkcie generujemy
rekomendacje za pomocg zadan SageMaker Processing i algorytmu filtrowania kolaboratywnego
Alternating Least Squares (ALS) z pakietu Spark ML. Ten algorytm mozna zastosowa¢, jesli juz uzywany
jest potok danych oparty na platformie Spark i ma on postuzy¢ do generowania rekomendacji.

Oto plik train_spark.py z kodem generujacym rekomendacje z uzyciem pakietu Spark ML i algo-
rytmu ALS:
import pyspark

from pyspark.sql import SparkSession
from pyspark.sql.functions import *
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from pyspark.ml.evaluation import RegressionEvaluator
from pyspark.ml.recommendation import ALS
from pyspark.sql import Row

def main():

Tines = spark.read.text(s3_input_data).rdd

parts = lines.map(lambda row: row.value.split("::"))

ratingsRDD = parts.map(lambda p: Row(userId=int(p[0]),
movield=int(p[1]),
rating=float(p[2]),
timestamp=int(p[3])))

ratings = spark.createDataFrame(ratingsRDD)

(training, test) = ratings.randomSplit([0.8, 0.2])

# Tworzenie modelu rekomendacji przez zastosowanie algorytmu ALS do danych treningowych.
als = ALS(maxIter=5,

regParam=0.01,

userCol="userId",

itemCol="1itemId",

ratingCol="rating",

coldStartStrategy="drop")
model = als.fit(training)

# Ocena modelu na podstawie bledu sSredniokwadratowego obliczonego dla danych testowych.
predictions = model.transform(test)
evaluator = RegressionEvaluator(metricName="rmse",
labelCol="rating",
predictionCol="prediction")
rmse = evaluator.evaluate(predictions)

# Generowanie dziesigciu pierwszych rekomendacji dla kazdego uzytkownika.
userRecs = model.recommendForAllUsers(10)
userRecs.show()

# Wyswietlanie pierwszych dziesigciu rekomendacji dla kazdego uzytkownika.
userRecs.repartition(1l).write.mode("overwrite")\
.option("header", True).option("delimiter", "\t")\
.csv(f"{s3_output_data}/recommendations")

Teraz uruchom ten skrypt PySpark w bezserwerowym $rodowisku platformy Apache Spark, uzywajac
zadania SageMaker Processing:

from sagemaker.spark.processing import PySparkProcessor
from sagemaker.processing import ProcessingOutput

processor = PySparkProcessor(base_job_name='spark-als',
role=role,
instance_count=1,
instance_type='ml.r5.2xlarge',
max_runtime_in_seconds=1200)

processor.run(submit_app='train_spark als.py',
arguments=['s3_input_data', s3_input_data,
's3_output_data', s3_output_data,
1,
logs=True,
wait=False
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W danych wyjsciowych podawany jest identyfikator uzytkownika i lista rekomendacji (identyfi-
kator produktu i ocena) posortowanych wedlug ocen od najbardziej do najmniej rekomendowa-
nego filmu:

|userld| recommendations |
S o m e +
| 12| [[46, 6.146928], ...|
| 1|[[46, 4.963598], ...
| 6|[[25, 4.5243497],...|
S o mmmmmmmmeo o +

Wykrywanie niestosownych materiatow wideo
za pomocg ustugi Amazon Rekognition

Wykrywanie obrazdw jest przydatne w wielu zastosowaniach, w tym do moderowania tresci generowa-
nych przez uzytkownikéw, cyfrowego weryfikowania tozsamosci w ramach bezpiecznego logowania
i wykrywania zagrozen przez samochody autonomiczne.

Amazon Rekognition to ustuga SI wysokiego poziomu, ktéra identyfikuje obiekty (w tym ludzi),
tekst i aktywnosci na zdjeciach i w materiatach wideo. Ustuga ta korzysta ze zautomatyzowanego UM
do uczenia niestandardowych modeli rozpoznawania obiektow specyficznych dla danej sytuacji
i dziatalnosci biznesowej.

Tu zastosujemy ustuge Amazon Rekognition do wykrywania scen przemocy w filmach przesta-
nych przez uzytkownikéw aplikacji. Zalézmy, ze za pomocg API Content Moderation z tej ustugi
chcemy odrzuca¢ materialty wideo, w ktérych pojawia sie bron:

startModerationLabelDetection = rekognition.start_content_moderation(
Video={
'S30bject': {
'Bucket': bucket,
'Name': videoName,

b
)

moderationJobId = startModerationLabelDetection['JobId']

getContentModeration = rekognition.get_content _moderation(
JobId=moderationdobld,
SortBy="'TIMESTAMP'

)

while(getContentModeration['JobStatus'] == 'IN_PROGRESS'):
time.sleep(5)
print('.', end="'")

getContentModeration = rekognition.get_content_moderation(
JobId=moderationJdobld,
SortBy="'TIMESTAMP')

display(getContentModeration['JobStatus'])
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Oto dane wyjéciowe z przypisanymi etykietami. Zwrd¢ uwage na pole Timestamp, ktore okresla czas
od poczatku filmu, oraz pole Confidence, okreslajace poziom pewnosci co do etykiety przypisanej
przez ustuge Amazon Rekognition :

{'JobStatus': 'SUCCEEDED',
'VideoMetadata': {'Codec': 'h264',
'DurationMillis': 6033,
'Format': 'QuickTime / MOV',
'FrameRate': 30.0,
'FrameHeight': 1080,
'FrameWidth': 1920},
'ModerationLabels': [{'Timestamp': 1999,
'ModerationLabel': {'Confidence': 75.15272521972656,
'Name': 'Violence',
'ParentName': ''}},
{'Timestamp': 1999,
'ModerationLabel': {'Confidence': 75.15272521972656,
'Name': 'Weapons',
'ParentName': 'Violence'}},
{'Timestamp': 2500,
'ModerationLabel': {'Confidence': 87.55487060546875,
'Name': 'Violence',
'"ParentName': ''}}]

Moderation Tabels in video

At 1999 ms: Violence (Confidence: 75.15)
At 1999 ms: Weapons (Confidence: 75.15)
At 2500 ms: Violence (Confidence: 87.55)

Mozna dodatkowo zwiekszy¢ pewnosé¢ co do etykiet przypisywanych przez ustuge
Amazon Rekognition, przeprowadzajac uczenie z uzyciem wlasnego zbioru danych.
Umozliwia to funkcja custom labels, dostgpna w wielu ustugach SI Amazona.

Prognozowanie zapotrzebowania

Prognozowanie zapotrzebowania jest stosowane w wielu dziedzinach do szacowania zapotrzebowa-
nia w obszarach takich jak: zuzycie energii elektrycznej, produkty z faricucha dostaw, personel w cen-
trum obstugi telefonicznej, planowanie przeplyw6w pienieznych, wykorzystanie 16zek w szpitalach itd.
Prognozowanie to problem z obszaru szeregéw czasowych. Istnieje wiele znanych algorytméw
do jego rozwigzywania, miedzy innymi: Auto-Regressive Integrated Moving Average, Error Trend
Seasonality, Non-Parametric Time Series, Prophet i DeepAR++.

Firmy uzywaja réznych narzedzi, od prostych arkuszy kalkulacyjnych po ztozone oprogramowa-
nie do przetwarzania szeregéw czasowych, aby prognozowac przyszle wartosci takie jak popyt na
produkt, zapotrzebowanie na zasoby lub wyniki finansowe. W tym podejsciu modele progno-
styczne sg zwykle budowane na podstawie historycznych szeregdéw czasowych z zalozeniem, ze przyszie
zapotrzebowanie jest determinowane przez dawng aktywnos¢. Techniki oparte wylacznie na szeregach
czasowych nie generujg trafnych prognoz, gdy trendy i wzorce s3 mato regularne. Ponadto w takich
podejsciach nie sa uwzgledniane wplywajace na prognozy wazne metadane takie jak cena pro-
duktu, kategoria produktu lub lokalizacja sklepu.
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Prognozowanie zbyt wysokiego zapotrzebowania zmniejsza efektywnos¢ i zwieksza koszty, poniewaz
pozyskiwanych jest zbyt duzo zasobéw, ktére nie s3g w pelni wykorzystywane. Prognozowanie
zbyt niskiego zapotrzebowania moze prowadzi¢ do spadku satysfakeji klientéw, nizszych przycho-
déw, poniewaz systemowi brakuje niezbednych zasobdw, i ponoszenia wyzszych kosztéw, na przyktad
placenia pracownikom za nadgodziny.

Skuteczny system prognozowania zapotrzebowania powinien mie¢ nastgpujace cechy:

Analizowanie ztozonych zaleznosci, a nie tylko danych z szeregéw czasowych

Nalezy faczy¢ dane z szeregéw czasowych z innymi metadanymi takimi jak cechy produktéw
i lokalizacje sklepow.

Skrocenie czasu generowania predykcji z miesiecy do godzin

Po automatycznym wczytaniu i zbadaniu zbioru danych oraz po zidentyfikowaniu w nim
kluczowych atrybutéw system powinien szybko uczy¢, optymalizowac i instalowa¢ niestan-
dardowy model dopasowany do tego zbioru danych.

Generowanie prognoz dla wielu réznych zastosowan

Nalezy generowac¢ prognozy dla wszystkich mozliwych zastosowan, w tym na potrzeby tan-
cucha dostaw, logistyki i finansoéw, uzywajac rozbudowanej biblioteki algorytméw do auto-
matycznego dostosowywania wynikéw do konkretnego zastosowania.

Zapewnianie bezpieczeristwa danych

Kazdy punkt danych musi by¢ chroniony za pomocg szyfrowania w spoczynku i w tranzycie,
aby zapewni¢ bezpieczenistwo i poufno$¢ wrazliwych danych.

Automatyczne ponowne uczenie i instalowanie modeli, gdy jest to konieczne
Gdy pojawiaja si¢ nowe dane (albo gdy wyniki modelu spadajg ponizej ustalonego poziomu
progowego), system powinien ponownie uczy¢ i instalowa¢ model, aby poprawi¢ predykeje.

Prognozowanie zuzycia energii elektrycznej
za pomocg ustugi Amazon Forecast

Amazon Forecast to w pelni zarzadzana ustuga oparta na technologii, stuzaca do prognozowania
zapotrzebowania w serwisie Amazon.com, aby umozliwi¢ na przyklad wydajne zarzadzanie stanami
magazynowymi, bltyskawiczng realizacje zamoéwien i dostawy tego samego dnia. Ustuga ta wyko-
rzystuje uczenie maszynowe w celu automatycznego uczenia, dostrajania i optymalizowania wy-
soce wyspecjalizowanych modeli prognozowania zapotrzebowania na podstawie wskazanego
zbioru danych. Wystarczy zarejestrowac historyczne zbiory danych i powigzane z nimi metadane
w ustudze Forecast, aby rozpocza¢ generowanie predykcji zapotrzebowania. Prognozy zapotrze-
bowania mozna eksportowaé w formacie CSV, wyswietla¢ w panelu konsoli platformy AWS lub
integrowac¢ z wlasnymi aplikacjami za pomocg API ustug Forecast.

Zobacz teraz, jak wyuczy¢ model prognozowania zapotrzebowania pojedynczych gospodarstw
domowych na energi¢ elektryczna w nastepnych 24 godzinach za pomoca algorytmu DeepAR++
z ustugi Forecast i publicznego zbioru danych z repozytorium UCI Machine Learning https://
oreil.ly/DYLJ7).
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Oto fragment tego zbioru danych z informacjami o zuzyciu energii przez poszczegélnych klientow:

Znacznik czasu Wartos¢ Odbiorca

2014-01-01 01:00:00 38.34991708126038 client 12
2014-01-01 02:00:00 33.5820895522388 client_12
2014-01-01 03:00:00 34.41127694859037 client_12

Oto schemat zdefiniowany w ustudze Forecast do reprezentowania tego publicznego zbioru danych:

forecast _schema ={
"Attributes": [

{
"AttributeName":"timestamp",
"AttributeType":"timestamp"

}3

{
"AttributeName":"target value",
"AttributeType":"float

1,

{
"AttributeName":"item id",
"AttributeType":"string"

1

}
Zarejestruj ten zbioér danych w ustudze Forecast:

response=forecast.create_dataset(
Domain="CUSTOM",
DatasetType='TARGET_TIME SERIES',
DatasetName=forecast dataset name,
DataFrequency=DATASET FREQUENCY,
Schema = forecast_schema

)
Teraz zobacz, jak wyuczy¢ model prognozowania zapotrzebowania w ustudze Forecast:

forecast_horizon = 24 # Liczba godzin.
algorithm arn = 'arn:aws:forecast:::algorithm/Deep_AR_Plus'

create_predictor_response = \
forecast.create_predictor(PredictorName=predictor_name,

AlgorithmArn=algorithm_arn,

ForecastHorizon=forecast_horizon,

PerformAutoML= False,

PerformHPO=False,

EvaluationParameters= {
"NumberOfBacktestWindows": 1,
"BackTestWindowOffset": 24

}’

InputDataConfig= {
"DatasetGroupArn": forecast dataset group_arn

1

FeaturizationConfig= {
"ForecastFrequency": "H",
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"Featurizations": [{
"AttributeName": "target value",
"FeaturizationPipeline":

[{
"FeaturizationMethodName": "filling",
"FeaturizationMethodParameters": {
"frontfill": "none",
"middlefill": "zero",
"backfill": "zero"
}
1

Teraz wygeneruje predykcje:

forecastResponse = forecastquery.query forecast(
ForecastArn=forecast_arn,
Filters={"item id":"client 12"}

Prognozowanie zapotrzebowania na instancje Amazon EC2
za pomocg ustugi Amazon Forecast

AWS uzywa ustugi Forecast do prognozowania zapotrzebowania na instancje Amazon EC2 w klastrach
z hurtownia Amazon Redshift. Gdy nowe dane s pobierane do ustugi Forecast, warstwa stero-
wania z hurtowni Amazon Redshift zada od ustugi Forecast dostosowania wielkosci puli wstepnie zai-
nicjowanych instancji Amazon EC2 przeznaczonych dla tej bazy (zobacz rysunek 2.2).

»l e > Historia
-— zapotrzebowania :

Jednostka
publikujaca
zapotrzebowanie

o Amazon

Forecast

' == N\ Pragnozy
. 1=‘ B zapotizebowania | i

Skalowanie  Tabela prognoz Kopiowénie’do bazy
klastra zapotrzebowania  Amazon DynamoDB

Amazon
Redshift

Rysunek 2.2. Warstwa sterowania z hurtowni Amazon Redshift dostosowuje pulg wstepnie
zainicjowanych instancji Amazon EC2, uzywajqc ustugi Forecast
Oto oméwienie etapow z rysunku 2.2:

1. Zmiany zapotrzebowania na pule wstepnie zainicjowanych instancji Amazon EC2 sg publi-
kowane w S3.
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2. Ustuga Forecast pobiera dane o zapotrzebowaniu z S3, a nastepnie tworzy nowe prognozy.
3. Funkcja Lambda kopiuje nowe prognozy do bazy Amazon DynamoDB.

4. Mechanizm skalowania klastra instancji Amazon EC2 wczytuje prognozy z bazy DynamoDB
i dostosowuje wielko$¢ puli wstepnie zainicjowanych instancji na podstawie prognozowa-
nego zapotrzebowania.

Identyfikowanie fatszywych kont
za pomoca ustugi Amazon Fraud Detector

Kazdego roku globalne straty z powodu oszustw internetowych wynosza dziesigtki miliardéw
dolaréw. Firmy internetowe sg szczegdlnie narazone na ataki ze strony napastnikéw, ktorzy proé-
bujg oszuka¢ system, tworzac falszywe konta uzytkownika i kupujgc produkty za pomocg skra-
dzionych kart kredytowych. Typowe systemy wykrywania oszustw, ktére identyfikujg napastni-
kow, czesto opieraja si¢ na regutach biznesowych wolno dostosowujacych sie do najnowszych
technik stosowanych przez przestepcow.

Skuteczne systemy wykrywania oszustw i zapobiegania wyciekaniu danych powinny mie¢ naste-
pujace cechy:

Powstrzymywanie napastnikow zanim wyrzgdzq firmie szkody

Nalezy oznacza¢ podejrzang aktywnoé¢, zanim napastnik zdazy wyrzadzi¢ powazne szkody.
Wysokiej jakosci modele wykrywania oszustw niewymagajgce duzej ilosci danych

Wstepnie wyuczone algorytmy potrafig analizowa¢ nawet bardzo niewielkie ilosci danych
historycznych i na tej podstawie budowac wysokiej jakosci modele wykrywania oszustw.

Umozliwianie zespotom ds. oszustw szybszg prace i zapewnianie im wigkszej kontroli

System powinien automatycznie wykonywac¢ zlozone zadania takie jak budowanie, uczenie,
dostrajanie, instalowanie i aktualizowanie modeli wykrywania oszustw, gdy pojawiaja si¢
nowe dane.

Amazon Fraud Detector to w pelni zarzadzana ustuga, ktéra identyfikuje potencjalne oszustwa
zwigzane na przyktad z platnociami w internecie i falszywymi kontami. Ustuga ta jest oparta na uczeniu
maszynowym i 20 latach do$wiadczenia w wykrywaniu oszustw przez firmy AWS i Amazon.com.

Usluga Amazon Fraud Detector umozliwia utworzenie modelu wykrywania oszustw za pomocg
kilku kliknie¢, stosunkowo niewielkiej ilosci danych historycznych i minimalnej ilosci kodu. Wystar-
czy przesta¢ dane historyczne o zdarzeniach internetowych (na przyklad o transakcjach interne-
towych i rejestracjach kont), a Amazon Fraud Detector zajmie sie reszta, w tym uczeniem, dostrajaniem
i instalowaniem niestandardowego modelu wykrywania oszustw.

Oto kod uzywany do uczenia ustugi Amazon Fraud Detector na podstawie zbioru danych
o transakcjach:

response = client.create_model_version(
modelld = MODEL_NAME,
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modelType = 'ONLINE_FRAUD_INSIGHTS',
trainingDataSource = 'EXTERNAL_EVENTS',
trainingDataSchema = trainingDataSchema,
externalEventsDetail = {
'datalocation’ : S3_FILE_LOC,
'dataAccessRoleArn': ARN_ROLE

)
A oto kod do oceny, czy dana transakgja jest nielegalna:

pred = client.get_event_prediction(
detectorId = DETECTOR_NAME,
detectorVersionld = DETECTOR_VER,
eventld = str(eventlId),
eventTypeName = EVENT_TYPE,
eventTimestamp = timestampStr,
entities = [{'entityType': ENTITY TYPE,
'entityld':str(eventld.int)}],
eventVariables = record)

record["score"] = pred['modelScores'][0]['scores']\
["{0}_insightscore".format (MODEL_NAME)]

Oto dane wyjsciowe z predykcjami ustugi Amazon Fraud Detector, obejmujace date, ocene transakeji
i poziom pewnosci:

ip_address email_address postal phone_number score outcomes

84.138.6.238 synthl@yahoo.com LA 32733 Brandon  (555)784
Moran 5238

5.0 [approve]

194.147.250.63 synth2@yahoo.com  MN 34319 Dominic  (555)114
Murray 6133

192.54.60.50 synth3@gmail.com WA 32436 Anthony  (555)780
Abbott 7652

169.120.193.154  synth4@gmail.com AL 34399.0 Kimberly (555)588

4.0 [approve]

5.0 [approve]

938.0 [review]

Webb 4426
192.175.55.43 synth5@hotmail.com IL 33690.0 Renee (555)785 - 16.0  [approve]
James 8274

Uzywanie ustugi Amazon Macie do wykrywania wyciekéw
wrazliwych danych

Dobrze skonfigurowana aplikacja generuje wiele dziennikéw i wskaznikow, aby zwiekszy¢ wglad
w jej dzialanie i zapewni¢ wysoka bezawaryjno$¢, co pomaga unikna¢ niezadowolenia klientow.
Jednak czasem dzienniki zawierajg wrazliwe informacje o kontach, na przyklad kody pocztowe
lub numery kart kredytowych. Potrzebny jest wigc system, ktéry monitoruje dane pod katem
wrazliwych informacji, wykrywa dostep do takich danych i przesyta powiadomienia po wykryciu
nieuprawnionego dostepu lub wycieku danych.
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Skuteczny system wykrywania i monitorowania dostepu do wrazliwych informacji powinien mie¢
nastepujace cechy:

Ciggla ocena mechanizmow kontroli dostepu i wrazliwosci danych

Rachunek mozliwych zyskow i strat przeprowadzony przez napastnika podpowiada mu, ze
komora S3 z wrazliwymi danymi o klientach i stabo skonfigurowanymi rolami IAM jest atrakcyj-
nym celem. Nalezy wiec uprzedzi¢ dzialania napastnikdw, stale monitorujac cale srodowisko
S3 i generujac informacje pozwalajace na szybkie reagowanie, gdy jest to konieczne.

Obstuga wielu Zrédet danych

Mozliwa powinna by¢ ocena wrazliwosci danych i mechanizméw kontroli dostepu w wielu
réznych zrédlach danych takich jak S3, Amazon Relational Database Service (Amazon RDS),
Amazon Aurora, poczta elektroniczna, serwery wymiany plikéw, narzedzia do wspétpracy itd.

Utrzymywanie zgodnosci z regulacjami

Obok monitorowania i ochrony danych wrazliwych zespoly ds. zgodnosci z regulacjami po-
winny udowodni¢, ze zapewniajg bezpieczenstwo i prywatnos¢ danych, by spelni¢ wymogi
regulacyjne.

Identyfikowanie danych wrazliwych w trakcie przenoszenia danych

W czasie przenoszenia duzych ilosci danych do platformy AWS nalezy sprawdzié, czy wy-
stepuja w nich dane wrazliwe. Jesli tak jest, w procesie przenoszenia danych zwykle trzeba
zmodyfikowa¢ mechanizmy kontroli dostepu, ustawienia szyfrowania i tagi zasobow.

Amazon Macie to w pelni zarzadzana ustuga z obszaru zabezpieczen, ktéra wykorzystuje uczenie
maszynowe do identyfikowania danych wrazliwych takich jak dane osobowe w zrédtach danych
z platformy AWS (na przyktad w S3). Ustuga Macie zapewnia wglad w to, gdzie dane sg sklado-
wane i kto ich uzywa. Dzigki monitorowaniu dostepu do wrazliwych danych ustuga Macie moze
przesyta¢ alerty po wykryciu wycieku danych (lub ryzyka jego wystapienia).

Macie stale identyfikuje dane wrazliwe oraz ocenia zabezpieczenia i mechanizm kontroli dostepu
do takich danych. Ustuga pomaga zachowa¢ prywatnos¢ i bezpieczefistwo wszystkich danych
oraz zapewnia rozbudowane funkgcje planowania analiz wrazliwoéci danych i mechanizméw kontroli
dostepu, aby zachowa¢ prywatnosé¢ danych i zgodnos¢ z regulacjami.

Mozna zaplanowaé codzienne, cotygodniowe lub comiesieczne zadania, ktére generuja ocene
danych, znaczniki czasu i historyczne zapisy wszystkich komér oraz obiektéw przeskanowanych
pod katem danych wrazliwych. Te odkrycia s3 podsumowywane w standardowym raporcie dostosowa-
nym do audytéw z zakresu prywatnosci i ochrony danych, dzieki czemu dtugoterminowe prze-
chowywanie danych jest tatwiejsze. Jeéli chodzi o migracje danych, ustuga Macie automatyzuje
konfiguracje polityki ochrony danych i dostepu opartego na rolach, gdy dane sg przenoszone na
platforme AWS.
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Urzadzenia konwersacyjne i asystenci gtosowi

Zaréwno Alexa, jak i inni stynni asystenci gtosowi do uzytku domowego korzystaja z najnow-
szych technologii uczenia glebokiego z dziedzin automatycznego rozpoznawania mowy i rozu-
mienia jezyka naturalnego, aby rozpoznawa¢ znaczenie méwionego tekstu.

Rozpoznawanie mowy za pomocg ustugi Amazon Lex

Gdy uzywasz ustugi Amazon Lex do budowania glosowych i tekstowych interfejséw konwersa-
cyjnych, masz dostep do tych samych technologii uczenia glebokiego, na ktérych oparty jest asystent
Amazon Alexa. Amazon Lex to w pelni zarzadzana ustuga, ktéra uzywa mechanizméw automa-
tycznego rozpoznawania mowy do przeksztatcania mowy na tekst. Amazon Lex stosuje tez mechanizmy
rozumienia jezyka naturalnego, aby odkry¢ znaczenie tekstu. Mozna przygotowa¢ wlasciwe re-
akcje na wiele pytan glosowych i polecen tekstowych takich jak ,,Gdzie w tym biurze znajduje si¢
dzial pomocy technicznej?” lub ,,Zarezerwuj t¢ sale na nastepne 30 minut”.

Konwersja tekstu na mowe za pomoca ustugi Amazon Polly

Amazon Polly jest zautomatyzowang ustugg przeksztalcania tekstu na mowe z dziesigtkami ludz-
kich gltoséw reprezentujacych rézne jezyki, dialekty i picie. Za pomoca tej ustugi mozesz tworzy¢
aplikacje glosowe, ktore przeksztalcajg tekst na mowe zblizong do ludzkiej, na przyklad w celu
pomocy niepetnosprawnym.

Konwersja mowy na tekst za pomocg ustugi Amazon Transcribe

Amazon Transcribe to ustuga automatycznego rozpoznawania mowy, ktora utatwia programi-
stom dodawanie mechanizméw przeksztalcania mowy na tekst w aplikacjach dziatajacych w cza-
sie rzeczywistym i wsadowo. Amazon Transcribe przeksztalca mowe na tekst, przetwarzajac dzwiek
w porcjach lub w czasie rzeczywistym. Znane zastosowania tej ustugi to tworzenie podpiséw pod
zdjeciami i napiséw do materialéw wideo.

Analiza tekstu i NLP

NLP (ang. natural language processing) to dziedzina sztucznej inteligencji skupiona na rozwoju
zdolno$ci maszyn do czytania i rozumienia jezykéw ludzkich oraz wydobywania znaczenia z tekstu. Ba-
dania w tym obszarze s3 prowadzone juz od bardzo dawna. Pierwsze publikacje na ten temat pojawily
sie juz na poczatku XX wieku.

Wréémy szybko do 2021 roku, kiedy to nadal prowadzone sa przelomowe badania nad NLP, a niemal
w kazdym miesigcu pojawiaja sie nowe modele jezyka. W dalszych rozdziatach omawiamy ewolucje
algorytméw NLP, opisujemy nowatorska architekture sieci neuronowych Transformer i zaglebiamy
sie w rodzine algorytméw BERT z obszaru NLP.
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Skuteczny system analizy tekstu i wyszukiwania kognitywnego powinien mie¢ nastepujace cechy:

Szybki czas dziatania

Pozadane jest, aby nowe dokumenty mozna bylo szybko przeszukiwa¢ i by nie pojawialy sie
bledy wymagajace poprawek ze strony cztowieka.

Wydajne procesy przetwarzania

Procesy przetwarzania dokumentéw powinny by¢ zautomatyzowane, aby zwigkszy¢ szyb-
kos¢ i jako$¢, a jednoczesnie zmniejszy¢ koszty oraz ilo§¢ ludzkiej pracy i niestandardowego
kodu.

Ttumaczenie tekstow za pomoca ustugi Amazon Translate

W dzisiejszej globalnej ekonomii trzeba dostosowa¢ si¢ do uzytkownikéw z innych panistw, ttumaczac
materialy na wiele specyficznych dla regionéw wersji jezykowych. Czeste scenariusze to ttuma-
czenie na zadanie tre$ci wygenerowanych przez uzytkownikéw, ttumaczenie w czasie rzeczywistym
tekstu w komunikatorach i analiza sentymentu na podstawie wielojezycznych tresci w mediach
spotecznoséciowych.

Amazon Translate to ustuga ttumaczenia wykorzystujaca sieci neuronowe, ktdra generuje doktad-
niejsze i ptynniejsze ttumaczenia niz tradycyjne modele thumaczen oparte na statystyce i regutach.

Klasyfikowanie wiadomosci do dziatu obstugi klienta
za pomoca ustugi Amazon Comprehend

»Obsesja na punkcie klientéw” to jedna z gtéwnych zasad Amazona. Koncentracja na uzytkownikach
jest wazna dla kazdej firmy i branzy. W wielu sytuacjach doswiadczenia konsumentéw sg w duzym
stopniu zalezne od jako$ci obstugi klienta. W tym punkcie pokazemy, jak uzy¢ ustugi Amazon
Comprehend do klasyfikowania sentymentu na podstawie zestawu wiadomosci do dzialu obstugi
klienta.

Klasyfikowanie tekstu to czesto wykonywane zadanie w dziedzinie NLP. Wczesniej wspomnielismy,
ze mozna uzy¢ Amazon Comprehend jako w pelni zarzadzanej ustugi z obszaru NLP do klasyfi-
kowania tekstu. Nie wymaga to duzego doswiadczenia z zakresu uczenia maszynowego.

Na bardziej ogélnym poziomie Amazon potrafi rozpoznawac wazne encje, kluczowe wyrazenia,
sentyment, jezyk i temat na podstawie dokumentéw tekstowych. Do waznych encji naleza nazwy,
miejsca, rzeczy i daty. Kluczowe wyrazenia to na przyktad ,,good morning”, ,,thank you” i ,not happy”.
Sentyment moze by¢ pozytywny (,,positive”), neutralny (,neutral”) i negatywny (,,negative”).
Ustuga obecnie obstuguje wiele jezykéw, a nowe sa czesto dodawane.

Ustuga Amazon Comprehend obejmuje tez zestaw API dla stuzby zdrowia, Amazon
Comprehend Medical. Narzedzia z tej kategorii zostaly wstepnie wyuczone na podstawie
rozbudowanych zbioréw danych medycznych i potrafig rozpoznawac choroby, leki,
badania, zabiegi, procedury, aspekty anatomiczne i chronione informacje o zdrowiu.
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Zobacz teraz, jak uzy¢ gotowego API Sentiment Analysis z ustugi Amazon Comprehend, aby za
pomocg kilku wierszy kodu poklasyfikowa¢ przyktadowe oceny produktéw.

Najpierw uzyj API create_document classifier() z omawianej ustugi, aby utworzy¢ klasyfikator:

training_job = comprehend.create_document classifier(
DocumentClassifierName=comprehend training_job_name,
DataAccessRoleArn=iam_role_comprehend_arn,
InputDataConfig={
'S3Uri': comprehend_train_s3_uri
b,
OutputDataConfig={
'S3Uri': s3_output_job
}’
LanguageCode="en'

)

Nastepnie uzyj tego klasyfikatora, aby oceni¢ sentyment przyktadowej pozytywnej opinii za pomocg API
detect _sentiment() z ustugi Amazon Comprehend:

txt = """I Toved it! I will recommend this to everyone."""

response = comprehend.detect sentiment(
Text=txt
)

Oto dane wyjsciowe:

{

"SentimentScore": {
"Mixed": 0.030585512690246105,
"Positive": 0.94992071056365967,
"Neutral": 0.0141543131828308,
"Negative": 0.00893945890665054

}’

"Sentiment": "POSITIVE",

"LanguageCode": "en"

}

Teraz uzyjemy tego klasyfikatora do oceny sentymentu w przyktadowej negatywnej opinii, po-
nownie uzywajac API detect sentiment() z ustugi Amazon Comprehend:

txt = """Really bad. I hope they don't make this anymore."""

response = comprehend.detect_sentiment(
Text=txt
)

Oto dane wyjsciowe dla negatywnej opinii:

{

"SentimentScore": {
"Mixed": 0.030585512690246105,
"Positive": 0.00893945890665054,
"Neutral": 0.0141543131828308,
"Negative": 0.94992071056365967

1

"Sentiment": "NEGATIVE",

"LanguageCode": "en"
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Za pomocy ustugi Amazon Comprehend Custom Labels mozna wyuczy¢ ustuge Amazon Compre-
hend prognozowania niestandardowych etykiet specyficznych dla zbioru danych.

W rozdziale 3. uczymy w ustudze Amazon Comprehend niestandardowy model,
ktory klasyfikuje wiadomosci do dziatu obstugi klienta za pomocg gwiazdek (od 1 do 5),
co jest bardziej precyzyjng wersja analizy sentymentu. Uzywamy do tego zbioru danych
Amazon Customer Reviews.

Pobieranie szczegétowych informacji z CV za pomoca ustug Amazon Textract
i Comprehend

Organizacje od dawna zmagaja si¢ z wydajnym przetwarzaniem czgéciowo ustrukturyzowanych
dokumentdw, aby byly tatwe do indeksowania i przeszukiwania. Przetwarzanie dokumentéw wy-
maga zwykle daleko posunietej personalizacji i konfiguracji. Amazon Textract, w pelni zarzagdzana
ustuga do dokladnego pobierania tekstu z dokumentu, stosuje optyczne rozpoznawanie znakow
i uczenie maszynowe do automatycznego wydobywania informacji z zeskanowanych dokumentéw.

Obok optycznego rozpoznawania znakéw ustuga ta stosuje NLP do parsowania i zapisywania
okreslonych stéw, wyrazen, dat i liczb znalezionych w dokumencie. W potaczeniu z ustuga Amazon
Comprehend Amazon Textract potrafi zbudowac¢ i utrzymywa¢ inteligentny indeks zawartosci
dokumentu. Ustuge te mozna tez zastosowa¢ do tworzenia zautomatyzowanych proceséw przetwa-
rzania dokument6w i zapewniania zgodnosci archiwéw dokumentéw z regulacjami.

Po zakonczeniu skanowania i parsowania CV zapisanego w formacie PDF Amazon Textract generuje
nastepujaca tekstowa wersje danych:

NAME

LOCATION

WORK EXPERIENCE

EDUCATION

SKILLS

C (Less than 1 year), Database (Less than 1 year),
Database Management (Less than 1 year),

Database Management System (Less than 1 year),
Java (Less than 1 year)

TECHNICAL SKILLS

Programming language: C, C++, Java

Oracle PeopleSoft

Internet of Things

Machine Learning

Database Management System

Computer Networks

Operating System worked on: Linux, Windows, Mac

NON-TECHNICAL SKILLS
Honest and Hard-Working
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Tolerant and Flexible to Different Situations
Polite and Calm
Team-Player

Zobacz teraz, jak wyuczy¢ ustuge Amazon Comprehend rozumienia nowej koncepcji o nazwie
»SKILLS” specyficznej dla CV:

comprehend client = boto3.client('comprehend')
custom_recognizer_name = 'resume-entity-recognizer-'+ str(int(time.time()))

comprehend_custom_recognizer_response = \
comprehend_client.create_entity_recognizer(
RecognizerName = custom_recognizer_name,
DataAccessRoleArn = iam role_textract_comprehend arn,
InputDataConfig = {
'EntityTypes': [
{'Type': 'SKILLS'},
1,
'Documents': {
'S3Uri': comprehend_input_doucuments
}’
"EntityList': {
'S3Uri': comprehend input_entity Tist
}

b

LanguageCode="en'

)

Za pomocy nowego mechanizmu rozpoznawania encji SKILLS zbudowanego w ustudze Amazon
Comprehend mozna wykrywac encje w tekstowych CV pobranych wczesniej z formatu PDF za pomoca
ustugi Amazon Textract:

# Uruchamianie zadania rozpoznawania encji:
custom_recognizer_job_name = 'recognizer-job-'+ str(int(time.time()))

recognizer_response = comprehend_client.start_entities_detection_job(
InputDataConfig = {
'S3Uri': s3_test_document,
"InputFormat': 'ONE_DOC_PER_LINE'
1,
OutputDataConfig = {
'S3Uri': s3_test_document_output
}’
DataAccessRoleArn = iam_role_textract_comprehend arn,
JobName = custom_recognizer_job_name,
EntityRecognizerArn = comprehend_model_response['EntityRecognizerProperties']\
['EntityRecognizerArn'],

LanguageCode = 'en

)

Oto dane wyjéciowe z niestandardowego mechanizmu rozpoznawania encji z ustugi Amazon
Comprehend. Podane sg tu tekst, lokalizacja w dokumencie, rodzaj encji (SKILLS) i poziom pew-
noéci co do poprawnosci wybranej kategorii:
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Poczatek Koniec Pewnos¢ Tekst Typ

9 39 0,9574943836014351 analytical and problem solving ~ SKILLS
8 n 0,7915781756343004 AWS SKILLS
33 4 0,9749685544856893 Solution SKILLS
20 23 0,9997213663311131 sqQL SKILLS
2 13 0,9996676358048374 Programming SKILLS
25 27 0,9963501364429431 @ SKILLS
28 32 0,9637213743240001 C++, SKILLS
33 37 0,9984518452247634 Java SKILLS
39 4 0,9986466628533158 PHP SKILLS
44 54 0,9993487072806023 JavaScript SKILLS

Wyszukiwanie kognitywne i rozumienie jezyka
naturalnego

Kazdemu zdarza sie mie¢ problem ze znalezieniem potrzebnej informacji ukrytej gdzie$ w witrynie,
firmowym systemie zarzadzania trescig, korporacyjnej wiki lub wspotuzytkowanym zasobie plikowym.
Kazdy wie tez, jak irytujace jest wielokrotne odpowiadanie na te same czgsto zadawane pytania.

Préba szybkiego zwracania adekwatnych wynikéw nie jest nowym problemem. Do jego rozwig-
zania powstalo wiele otwartych narzedzi takich jak Apache Lucene, Apache SOLR i Elasticsearch.
Te rozwigzania sg oparte na starszych, opracowanych wiele lat temu technikach NLP. Uzytkownicy
takich narzedzi zwykle szukajg informacji na podstawie stéw kluczowych, ktére wpisane blednie
lub w niewlasciwej kolejnoéci mogg prowadzi¢ do otrzymania mato wartosciowych wynikéw
wyszukiwania.

Wryszukiwanie kognitywne to nowe rozwigzanie starego problemu znajdowania informacji. Jest
oparte na rozumieniu jezyka naturalnego (ang. natural language understanding — NLU) i umoz-
liwia uzytkownikom zadawanie pytan w jezyku naturalnym, w formie stosowanej przez ludzi.

Ustuga Amazon Kendra uzywa uczenia maszynowego, NLU i wyszukiwania kognitywnego do rozwig-
zywania w nowoczesny sposéb problemu wyszukiwania w firmach. Zamiast stosowa¢ tradycyjne
wyszukiwanie oparte na stowach kluczowych, ktérych wybranie wymaga dodatkowego wysitku,
mozna zadawa¢ tej ustudze kompletne pytania w jezyku naturalnym, na przyklad ,,On which
floor is the IT department located in this office?”, i otrzyma¢ konkretng odpowiedz: ,,19th floor”.

Ustuge Amazon Kendra mozna zintegrowaé z wieloma réznymi zZrédtami danych takimi jak:
Amazon S3, SharePoint, Salesforce, ServiceNow, Amazon RDS Databases, OneDrive i wiele innych.
Kendra obstuguje wszystkie rodzaje schematéw danych, w tym ustrukturyzowane, nieustruktu-
ryzowane i cze$ciowo ustrukturyzowane. Uzywa tez wielu réznych formatéw takich jak: PDF,
HTML, RTF, Microsoft Word i PowerPoint.

Cho¢ Kendra ma wbudowane wstepnie wyuczone modele zoptymalizowane na potrzeby réznych
dziedzin, mozna wyuczy¢ te ustuge na podstawie wlasnych zbioréw danych, aby poprawi¢ trafnosé
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wynikéw. Ponadto Kendra aktywnie uczy sie i aktualizuje na podstawie wzorcéw uzytkowania,
w tym z wykorzystaniem bezpoérednio podawanych informacji zwrotnych w postaci klikniecia
kciuka w gére lub kciuka w dét przy wynikach wyszukiwania.

Laczac ustugi Amazon Kendra i Lex, mozna zbudowa¢ chatbota do obstugi klienta, ktory bedzie
dziata¢ na réznych urzadzeniach i odpowiadaé na czesto zadawane pytania. W tym przyktadzie
uzywamy dodatkowo popularnego narzedzia do wspdtpracy zespotowej, Slack (zobacz rysunek 2.3).

% Pytanie : Z }L %

Amazon
Kendra

Slack Koy Odpowied?

Rysunek 2.3. Uzywanie narzedzi Slack, Amazon Lex i Amazon Kendra do automatycznego
odpowiadania na pytania

Ponizej przedstawiamy przyktadowa rozmowe zarejestrowana, gdy Antje uzywata Slackbota do odpo-
wiadania na pytania w trakcie warsztatéw prowadzonych na zywo. Ten chatbot odpowiada na czesto
zadawane przez uczestnikéw warsztatow pytania. Dzieki temu prowadzacy warsztaty moze sku-
pi¢ si¢ na bardziej skomplikowanych kwestiach, ktore wymagaja interwencji cztowieka:

Antje: ,Hi there™

Slackbot: ,,Hello! How can I help?”

Antje: ,,Do you record this workshop?”

Slackbot: ,,Yes, this workshop is being recorded”.
Antje: ,Where do I find the recording?”

Slackbot: ,,The recording will be shared at https://youtube.datascienceonaws.com within 24
hours”.

Antje: ,Do you know how to get started with SageMaker?”

Slackbot: ,,I think the answer to your question is: On the Amazon SageMaker Studio page,
under Get Started, choose Quick Start, then select Create Studio Domain”.

Inteligentne centra obstugi klienta

Wysokiej jakosci obstuga klienta jest wazna w kazdej branzy i firmie (wcze$niej wspomnieli$my,
ze ,,obsesja na punkcie klienta” jest kluczowa zasada obowiazujaca w Amazonie). W wielu sytuacjach
poziom obstugi klienta bezposrednio wplywa na to, jak dana osoba postrzega firme. Amazon Connect
to chmurowa ustuga wspomagania centrum obstugi klienta, stosujaca uczenie maszynowe do udostep-
niania inteligentnych funkcji. Dzieki funkcji Connect Wisdom pracownik dziatu obstugi klienta
moze wprowadzi¢ pytanie, na przyktad ,,What is the exchange policy for books?”, a system zwrdci
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najbardziej adekwatne informacje i najlepsza odpowiedz. Funkcja Connect Wisdom uruchamia
tez uczenie maszynowe, by przetwarzaé zapisy prowadzonych na zywo rozméw, automatycznie iden-
tyfikowa¢ problemy klienta i rekomendowa¢ pracownikom odpowiedzi.

Funkgja Contact Lens for Amazon Connect dodaje mechanizmy uczenia maszynowego do ustugi
Amazon Connect, chmurowej ustugi wspomagania centrum obstugi klienta opartej na techno-
logiach uzywanych w centrum obstugi klienta Amazona. W funkcji Contact Lens stosuje si¢ tran-
skrypcje mowy na tekst, NLP i wyszukiwanie kognitywne do analizowania interakcji klientow
z pracownikami.

Dzigki automatycznemu indeksowaniu transkrypcji rozméw Contact Lens pozwala wyszukiwaé
konkretne stowa i wyrazenia oraz ocenia¢ sentyment, a takze usuwa¢ wrazliwe informacje z zapisow,
aby unikna¢ ich wycieku. Contact Lens pomaga menedzerom wykrywaé w czasie rzeczywistym
powtarzajace si¢ tematy interakcji, automatycznie uczy¢ agenty, aby zwigksza¢ ich umiejetnosci
z zakresu obstugi klienta, i na biezaco kategoryzowac¢ interakcje na podstawie stéw kluczowych
i wyrazen uzywanych przez klientéw.

Dzieki funkcji Contact Lens for Amazon Connect menedzerowie centrum obstugi klienta mogg
w jednym miejscu przyjrze¢ sie interakcjom klientéw z agentami, trendom w opiniach na temat
produktéw i ewentualnym naruszeniom zgodnoéci z regulacjami. Amazon Connect powtarza
udane interakcje, zwraca uwage na anomalie w opiniach na temat produktéw i przekazuje infor-
macje o niskiej jakosci interakcjach klienta z agentem do menedzera.

Przemystowe ustugi Sl i konserwacja predykcyjna

W ramach zestawu ustug przemystowych platformy AWS dostepne s3 rozmaite ustugi i sprzet
z obszaru SI, w tym Amazon Lookout for Metrics, Lookout for Vision, Lookout for Equipment,
Amazon Monitron i AWS Panorama.

Za pomoca ustugi Amazon Lookout for Metrics mozna tworzy¢ precyzyjne modele wykrywania
anomalii. Po wezytaniu danych ustuga automatycznie bada je i tworzy model wykrywania anomalii.
Jesli model je znajdzie, ustuga pogrupuje powigzane anomalie ze sobg i przypisze im poziom
krytycznoéci. Ustuga Lookout for Metrics ma wbudowane konektory dla czesto uzywanych zro-
det danych takich jak Amazon S3, Amazon Redshift, Amazon CloudWatch, Amazon RDSiré6zne
aplikacje SaaS. Model wykrywania anomalii korzysta z informacji zwrotnych od cztowieka, aby stale
zwigkszaé swoj poziom.

Defekty w produktach mozna wykrywa¢ za pomocg ustugi Amazon Lookout for Vision. Wykorzystuje
ona rozpoznawanie obrazéw do identyfikowania wizualnych usterek w obiektach. Pomaga zau-
tomatyzowaé wykrywanie uszkodzen czeéci, identyfikowanie brakujacych komponentéw lub od-
krywanie probleméw w procesach na liniach produkcyjnych. Ustuga Lookout for Vision posiada
wstepnie wyuczony model wykrywania anomalii. Wystarczy dostroi¢ go do uzywanych obrazéw.

Mozna tez monitorowa¢ stan i wydajnos¢ sprzetu, uzywajac ustugi Amazon Lookout for Equi-
pment. Nalezy przesta¢ historyczne dane z czujnikéw urzadzen, a ustuga ta zbuduje niestandardowy
model oparty na uczeniu maszynowym, ktéry bedzie wykrywal nietypowe dzialanie sprzetu.
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Dodatkowo ustuga przesyla alerty, dzieki czemu mozna podja¢ odpowiednie dziatania. Amazon
Lookout for Equipment dziata dla dowolnych szeregdw czasowych z analogowymi danymi (na przy-
kfad z czujnikéw temperatury, predkoséci przeptywu itd.).

Narzedzie Amazon Monitron umozliwia wdrozenie kompleksowej konserwacji predykcyjnej.
Obejmuje ono czujniki sprzetowe, brame do bezpiecznego aczenia si¢ z platformg AWS i zarza-
dzang ustuge do analizowania danych pod katem wzorcéw oznaczajacych nietypowe dzialanie
maszyn. Amazon Monitron rejestruje dane z czujnikéw, identyfikuje typowe wzorce danych z czujni-
kow i tworzy model oparty na uczeniu maszynowym dostosowany do danego sprz¢tu. Mozna tez
przekazywa¢ informacje zwrotne za pomoca aplikacji mobilnej Amazon Monitron, aby usprawnic¢ dzia-
tanie modelu.

Narzedzie AWS Panorama umozliwia zastosowanie rozpoznawania obrazéw do materiatu z kamer
monitoringu. To narzedzie obejmuje urzadzenia, ktére da si¢ podlaczy¢ do sieci i istniejacych
kamer. Nastepnie mozna zainstalowa¢ w tym urzadzeniu aplikacje do rozpoznawania obrazéw,
aby przetwarza¢ strumienie wideo z podtaczonych kamer. Producenci kamer moga korzysta¢ z pakietu
SDK AWS Panorama do projektowania nowych kamer, ktére uruchamiajg modele rozpoznawa-
nia obrazéw ,na obrzezu”.

Automatyzacja domu za pomocg narzedzi AWS loT
i Amazon SageMaker

Zyjemy w $wiecie, w ktérym mniej wiecej pie¢ miliardéw 0sob posiada jakiego$ rodzaju urzadze-
nie mobilne. Ponad potowa ruchu w internecie jest generowana przy uzyciu takich urzadzen.
Ponadto przemystowa rewolucja IoT doprowadzila do zainstalowania miliardéw podlaczonych
do sieci czujnikéw i urzadzen w mieszkaniach, biurach, fabrykach, samochodach, statkach, samo-
lotach, na platformach wiertniczych, polach uprawnych itd.

Trend przechodzenia na urzadzenia mobilne i IoT powoduje tez przenoszenie obliczert na obrzeza sieci
niezaleznie od tego, czy celem jest analiza i wstepne przetwarzanie danych przed ich przestaniem
do scentralizowanych jezior danych (na przyklad na potrzeby zachowania zgodnosci z regula-
cjami z obszaru prywatnosci danych), czy poprawa doswiadczen uzytkownikéw w wyniku szybszego
udostepniania odpowiedzi w aplikacji dzieki wyeliminowaniu op6Znienia zwigzanego z przesy-
faniem danych do chmury i z powrotem. Takze niektére etapy uczenia maszynowego coraz czesciej
s3 wykonywane na obrzezach sieci. Cho¢ trening modeli z obszaru uczenia maszynowego niejedno-
krotnie wymaga duzej ilosci zasobéw obliczeniowych, wnioskowanie na podstawie tych modeli
jest zwykle duzo mniej wymagajace obliczeniowo.

Whioskowanie na obrzezach sieci pomaga zmniejszy¢ opdznienia i koszty, poniewaz nie trzeba
przesyta¢ danych do chmury i z powrotem. Pozwala to réwniez szybciej rejestrowacé i analizowaé
predykgje, uruchamia¢ lokalnie okre$lone dziatania lub przesyta¢ przeanalizowane dane z powrotem
do chmury, aby ponowi¢ uczenie maszynowe i usprawni¢ model.

Ustuga AWS IoT Greengrass instaluje model z S3 w urzadzeniu na obrzezach sieci, aby generowa¢
predykcje na podstawie lokalnych danych z tego urzadzenia. Ustuga synchronizuje tez wyniki
wnioskowania wygenerowane przez model z komorg S3. Dane o predykcjach mozna nastepnie
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wykorzysta¢ do ponownej nauki i usprawniania modelu w ustudze SageMaker. Ustuga AWS IoT
Greengrass obstuguje instalowanie bezprzewodowe, dziata lokalnie na kazdym urzadzeniu i stanowi
rozszerzenie platformy AWS w urzadzeniach.

Na rysunku 2.4 przedstawiony jest scenariusz automatyzacji domu. Ustuga AWS IoT Greengrass
dziafa tu na lokalnym serwerze automatyzacji domu nazywanym ,urzadzeniem brzegowym”.
Usluga instaluje model z SageMakera w urzadzeniu brzegowym i przetwarza dane z kamer,
wlacznikow $wiatla i zarédwek, uzywajac brzegowej wersji funkcji Lambda dzialajacej na wspomnia-
nym urzadzeniu.

Siec lokalna Chmura AWS

Urzadzenie brzegowe z ustuga
Greengrass (serwer lokalny)

Greengrass Core - A "
&G
i Bezpieczne przesytanie

i Obraz wefsciowy
i preefiltrowanych — : : Komora 53 Amazon Komora
i wazbogaconychdanych §  Wigczenie/ z danymi SageMaker zmodelem

wylgczenie treningowymi zustugi
‘@4 E SageMaker

Funkgjalambda  Subskrypcje

whkontenerze  lokalnych zdarzen Wiacznik
‘ Wigczenie/
i wylgaenie
1] [~ '
= 2
Zarowka | gainstalowane AWS 10T

ustugi Greengrass Greengrass

Rysunek 2.4. Automatyzacja domu z wykorzystaniem ustugi AWS IoT Greengrass

AWS udostepnia rozne ustugi pozwalajace stosowac uczenie maszynowe na obrzezach sieci. Na przy-
ktad AWS IoT Greengrass umozliwia instalowanie modeli, SageMaker Neo stuzy do optymali-
zowania modeli, a SageMaker Edge Manager — do zarzadzania modelami na obrzezach sieci.
Szczegotowe omoéwienie ustug SageMaker Neo i Edge Manager znajdziesz w rozdziale 9.

Pobieranie informacji medycznych z dokumentow
stuzby zdrowia

Platforma AWS udostepnia wiele wyspecjalizowanych ustug dla branzy opieki zdrowotnej. Te ustugi
zostaly specjalnie opracowane z uwzglednieniem cech i wymogdéw zwigzanych z danymi z tej branzy
oraz z zachowaniem zgodnoéci z regulacjami. Zestaw ustug SI oferowanych przez Amazon dla branzy
opieki zdrowotnej, dostosowanych do ustawy HIPAA obejmuje narzedzia Amazon Comprehend
Medical, Amazon Transcribe Medical i Amazon HealthLake.

Comprehend Medical to ustuga NLP wstepnie wyuczona do rozumienia jezyka medycznego.
Comprehend Medical automatyzuje pobieranie danych medycznych z tekstow takich jak notatki
lekarzy, raporty z badan klinicznych lub rejestry medyczne pacjentow.
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Transcribe Medical to ustuga automatycznego rozpoznawania mowy, ktéra takze jest wstepnie
wyuczona na podstawie jezyka medycznego. Za pomoca tej ustugi mozna przeksztalca¢ wypowiedzi
medyczne na tekst. Za pomoca prostych wywotan API mozna zautomatyzowa¢ proces tworzenia
dokumentacji medycznej, a nawet doda¢ napisy w rozmowach telemedycznych.

HealthLake to bezpieczne jezioro danych zgodne ze standardem branzowym Fast Healthcare
Interoperability Resources. Obok skfadowania, indeksowania i przeksztalcania danych medycznych
ustuga ta stosuje uczenie maszynowe do identyfikowania, rozumienia i pobierania informacji
medycznych z surowych danych (na przyklad z raportéw medycznych i notatek pacjentéw).
Uslugi Amazon QuickSight, Athena i SageMaker umozliwiaja przeprowadzanie zaawansowanych
analiz danych medycznych oraz uczenie maszynowe na ich podstawie.

Samooptymalizujaca i inteligentna infrastruktura chmury

Ustugi SI i UM Amazona, ktére przedstawilismy do tej pory, nie sa jedynymi narzedziami do zaa-
wansowanego uczenia maszynowego. Coraz wiecej istniejacych ustug z platformy AWS jest wzboga-
canych o funkgcje uczenia maszynowego. Ponadto wprowadza si¢ nowe, oparte na uczeniu maszyno-
wym ustugi do wykonywania rozmaitych zadan. Przyjrzyj si¢ niektorym z tych ukrytych peretek.

Predyktywne automatyczne skalowanie w Amazon EC2

Amazon EC2 (ang. Elastic Compute Cloud) zapewnia instancje wirtualnych serweréw w chmurze AWS.
Jedna z trudnosci przy uruchamianiu aplikacji w instancjach Amazon EC2 jest dostosowywanie
liczby instancji do aktualnego obciazenia, czyli dopasowywanie podazy do popytu. Na szczescie
istnieje ustuga Amazon EC2 Auto Scaling, ktdra w tym pomaga. Mozna tak skonfigurowa¢ te ustuge,
aby na podstawie zmian w zapotrzebowaniu automatycznie dodawata lub zwalniata zasoby oblicze-
niowe. Tego typu dynamiczne skalowanie nadal jest jednak rozwigzaniem reaktywnym, ponie-
waz opiera si¢ na monitorowaniu ruchu i wskaznikach obcigzenia instancji Amazon EC2.

Mozna przej$¢ na wyzszy poziom i zastosowa¢ proaktywne podejécie w potaczeniu z ustugg AWS
Auto Scaling. Zapewnia ona pojedynczy interfejs, w ktorym mozna skonfigurowa¢ automatyczne
skalowanie wielu ustug platformy AWS, w tym Amazon EC2. AWS Auto Scaling Iaczy skalowanie
dynamiczne z predyktywnym. Na potrzeby skalowania predyktywnego AWS uzywa algorytmoéw
uczenia maszynowego do prognozowania przysztego ruchu na podstawie trendéw dziennych i tygo-
dniowych oraz przygotowuje odpowiednia liczbe instancji Amazon EC2 zgodnie z oczekiwanymi
zmianami (zobacz rysunek 2.5).

Wykrywanie anomalii w strumieniach danych

Technologie strumieniowania zapewniaja narzedzia do pobierania, przetwarzania i analizowania
strumieni danych w czasie rzeczywistym. AWS udostepnia wiele technologii strumieniowania,
w tym Amazon MSK i Amazon Kinesis. Dokladne oméwienie analizy strumieni danych i uczenia
maszynowego z uzyciem narzedzi Amazon Kinesis and Apache Kafka znajduje sie w rozdziale 10.,
tu chcemy zwroci¢ uwage na ustuge Kinesis Data Analytics, ktora jest prostym, a jednocze$nie dajacym
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Rysunek 2.5. Skalowanie predyktywne za pomocq ustugi AWS Auto Scaling pozwala przewidzie¢
zmiany w ruchu i przydzieli¢ odpowiednig liczbe instancji Amazon EC2

duze mozliwosci mechanizmem do tworzenia za pomoca kilku wierszy kodu aplikacji korzysta-
jacych ze strumieni danych.

Kinesis Data Analytics obejmuje narzedzie do wykrywania anomalii. Jest nim algorytm Random
Cut Forest (RCF), ktory umozliwia budowanie modeli uczenia maszynowego w czasie rzeczywistym
i obliczanie wskaznika anomalii dla wartoéci liczbowych z poszczegélnych wiadomosci. Wskaz-
nik ten okreéla, jak rézni si¢ dana warto$¢ od zaobserwowanego trendu. Algorytm RCF oblicza
tez wskaznik wktadu kazdej kolumny, odzwierciedlajacy, na ile nietypowe sa dane w poszczegol-
nych kolumnach. Suma wskaznikéw wkladu wszystkich kolumn daje taczny wskaznik anomalii.

Kognitywna i predyktywna analityka biznesowa

Wiele aplikacji i modeli z obszaru uczenia maszynowego wymaga, aby dane byly dostepne w jeziorze
danych (jeziora danych omawiamy w rozdziale 4.). Jednak w praktyce duza czes¢ danych jest sktado-
wana i przetwarzana w ustrukturyzowanych bazach relacyjnych. Aby mozna bylo zastosowaé
uczenie maszynowe do danych ustrukturyzowanych, trzeba albo wyeksportowa¢ dane, albo opraco-
wa¢é niestandardowy aplikacje, ktéra wezyta dane przed rozpoczeciem uczenia maszynowego.
Czy nie byloby idealnie, gdyby mozna bylo przeprowadzaé uczenie maszynowe bezposrednio w ustudze
do analityki biznesowej, w hurtowni danych lub w bazie? Zobacz, jak zrobi¢ to na platformie AWS.

Zadawanie pytan w jezyku naturalnym za pomoca ustugi Amazon QuickSight

Amazon QuickSight to ustuga do analityki biznesowej, ktdra generuje interaktywne zapytania i two-
rzy wizualizacje na podstawie zrédel danych takich jak Amazon Redshift, Amazon RDS, Amazon
Athena i Amazon S3. QuickSight potrafi tez wykrywa¢ anomalie, generowac prognozy i odpowiada¢
na pytania w jezyku naturalnym, uzywajac funkeji QuickSight ML Insights i QuickSight Q.

72 | Rozdziat2.Zastosowania danologii

Kup ksigzke Pole¢ ksigzke


https://helion.pl/rf/indana
https://helion.pl/rt/indana

Funkcja QuickSight ML Insights uruchamia algorytm RCF, by wykrywa¢ zmiany w milionach
wskaznikéw w miliardach punktéw danych. Ta funkcja umozliwia tez prognozowanie na podstawie za-
obserwowanych wskaznikéw. Algorytm RCF automatycznie wykrywa sezonowosé¢ w danych,
wyklucza warto$ci odstajgce i uzupelnia brakujace wartoéci.

Za pomoca funkcji QuickSight Q mozna zadawaé pytania w jezyku naturalnym, na przyklad
»What are the best-selling product categories in the US state of California?”. QuickSight uzywa
uczenia maszynowego, aby zrozumie¢ pytanie, po czym stara si¢ znalez¢ odpowiedZ w danych i utwo-
rzy¢ reprezentujacy ja wykres (zobacz rysunek 2.6). Dokladne oméwienie ustugi QuickSight
znajdziesz w rozdziale 5.

Auto —
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Gaming —'

Beauty Outdoor
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Sporting Goods
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Group By: Category
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Rysunek 2.6. Funkcja QuickSight Q rozumie pytania w jezyku naturalnym i automatycznie generuje
wykresy z odpowiedziami

Uczenie i wywotywanie modeli z ustugi SageMaker w hurtowni Amazon Redshift

Amazon Redshift to w pelni zarzgdzana hurtownia danych, ktéra umozliwia uruchamianie ztozonych
zapytan analitycznych na petabajtach ustrukturyzowanych danych. Dzigki ustudze Amazon
Redshift ML mozna uzywac¢ tej hurtowni do uczenia modeli za pomocg ustugi SageMaker Autopilot
w reakgji na pojawianie si¢ nowych danych. SageMaker Autopilot automatycznie uczy, dostraja
iinstaluje model. Nastepnie mozna zarejestrowac i wywolywac model jako funkcje zdefiniowane
przez uzytkownika w zapytaniach w hurtowni Amazon Redshift. Na rysunku 2.7 pokazane jest genero-
wanie predykgji za pomoca klauzuli SQL-owej USING FUNCTION. Bardziej szczegotowy przyktad zasto-
sowania ustug Amazon Redshift ML i SageMaker Autopilot znajdziesz w rozdziale 3.

Wywotywanie modeli z ustug Amazon Comprehend i SageMaker w SQL-owej
bazie Amazon Aurora

Aurora to relacyjna baza danych zgodna z bazami MySQL i PostgreSQL, zintegrowana z ustugami
Amazon Comprehend i Amazon SageMaker (zobacz rysunek 2.8).
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Rysunek 2.7. Hurtownia Amazon Redshift uzywa ustugi SageMaker Autopilot do uczenia
i wywolywania modelu z ustugi SageMaker w formie funkcji zdefiniowanych przez uzytkownika

Funkcje zdefiniowane przez uzytkownika wywotujace dowolne ustugi platformy
AWS mozna utworzy¢ za pomocg funkcji Lambda. Ponizsza przykladowa funkcja
zdefiniowana przez uzytkownika wywoluje funkcje Lambda:

USING FUNCTION invoke_Tlambda(input VARCHAR)
RETURNS VARCHAR TYPE LAMBDA_INVOKE WITH
(Tambda_name="'<NAZWA_FUNKCJI_LAMBDA>') SELECT invoke('<DANE_WEJSCIOWE>');

+ Amazon
i PR SELECT ... | .. : Comprehend
¢ FROM my_data

Amazon
Aurora P @

Amazon
SageMaker

Rysunek 2.8. Aurora ML potrafi wywolywac modele z ustug Amazon Comprehend i SageMaker

W zapytaniach mozna uzywac albo wbudowanych funkcji SQL-owych (dla ustugi Amazon Compre-
hend), albo niestandardowych funkcji SQL-owych (dla ustugi Amazon SageMaker), by przeprowadzi¢
uczenie maszynowe na podstawie danych. We wcze$niejszych punktach pokazaliémy, Ze mozna
zastosowa¢ ustuge Amazon Comprehend do analizy sentymentu klientéw (za pomocg wbudowanych
funkeji SQL-owych) na podstawie recenzji produktéw lub ustuge Amazon SageMaker do integracji
niestandardowych modeli uczenia maszynowego.
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Zalézmy, ze w tabeli relacyjnej zapisane sg przykladowe recenzje produktu:

CREATE TABLE IF NOT EXISTS product reviews (
review id INT AUTO_INCREMENT PRIMARY KEY,
review body VARCHAR(255) NOT NULL

)s

INSERT INTO product reviews (review_body)
VALUES ("Great product!");

INSERT INTO product reviews (review_body)
VALUES ("It's ok.");

INSERT INTO product reviews (review_body)
VALUES ("The worst product.");

Nastepnie mozna uzy¢ wbudowanych funkcji SQL-owych, aby ustuga Amazon Comprehend zwrdcita
informacje o sentymencie i poziomie pewnoséci:
SELECT review_body,
aws_comprehend_detect_sentiment(review_body, 'en') AS sentiment,

aws_comprehend_detect_sent1‘ment_conf1‘dence(review_body, 'en') AS confidence
FROM product_reviews;

Ten kod da wyniki podobne do ponizszych:

review_body sentiment confidence

Great product! POSITIVE 0.9969872489
It's ok. POSITIVE 0.5987234553
The worst product. NEGATIVE 0.9876742876

Wywotywanie modelu z ustugi SageMaker w ustudze Amazon Athena

Mozna tez uzy¢ ustugi Amazon Athena, ktéra pozwala pobiera¢ dane z Amazon S3 za pomoca
zapytan SQL-owych, do wywolywania modeli uczenia maszynowego z ustugi SageMaker i wyciagania
wnioskdw bezposrednio na poziomie zapytan (zobacz rysunek 2.9).

USING

FUNCTION ...

SELEEGIE=S
Amazon Amazon
Athena SageMaker

Rysunek 2.9. Ustuga Amazon Athena umozliwia wywolywanie modeli z ustugi SageMaker

Tu uzywamy SQL-owej instrukcji USING FUNCTION do zdefiniowania funkcji, ktéra wywoluje nie-
standardowy punkt koficowy z ustugi Amazon SageMaker zwracajacy oceny sentymentu. Wszystkie
kolejne instrukcje SELECT w zapytaniu moga uzywac takiej funkeji, aby przekazywaé wartos$ci
do modelu.
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Oto prosty przyktad:

USING FUNCTION predict sentiment(review _body VARCHAR(65535))
RETURNS VARCHAR(10) TYPE
SAGEMAKER _INVOKE_ENDPOINT WITH (sagemaker_endpoint = '<NAZWA_PUNKTU_KONCOWEGO>')

SELECT predict_sentiment(review_body) AS sentiment
FROM "dsoaws"."amazon_reviews_tsv"
WHERE predict_sentiment(review_body)="POSITIVE";

Generowanie predykgji na podstawie danych grafowych
za pomoca bazy Amazon Neptune

Amazon Neptune to w pelni zarzagdzana grafowa baza danych, ktéra umozliwia tworzenie i uru-
chamianie aplikacji opartych na wysoce powiazanych zbiorach danych. Funkcja Neptune ML
stosuje grafowe sieci neuronowe do generowania predykgji na podstawie danych grafowych. Algorytmy
takie jak XGBoost zostaly opracowane dla tradycyjnych tabelowych zbioréw danych, natomiast
grafowe sieci neuronowe sa specjalnie projektowane w taki sposob, aby radzity sobie ze ztozono-
$cig typowa dla graféw i nawet miliardami powigzan. Funkcja Neptune ML korzysta z otwartej
biblioteki Deep Graph i ustugi Amazon SageMaker do automatycznego wybierania, uczenia i instalo-
wania najlepszego modelu dla uzywanych danych grafowych.

Edukacja nastepnego pokolenia programistow Sl i UM

Amazon i AWS oferuja wiele programéw oraz ustug pomocnych w edukacji nastepnego pokolenia pro-
gramistéw SIi UM. Program Amazon’s Machine Learning University (https://oreil.ly/CnXwM),
wedlug ktérego szkoleni byli pracownicy Amazona, zostal w 2020 roku publicznie udostepniony.
Jednostka AWS Training and Certification (T&C) oferuje szeroki zakres szkolen (internetowych
i stacjonarnych) przygotowujacych do uzyskania certyfikatu AWS Machine Learning. Ponadto
AWS wspotpracuje z serwisami Udacity, Coursera i DeepLearning. Al nad przygotowywaniem
réznych masowych otwartych kurséw online, ktore zapewniaja uczestnikom praktyczne do$wiadczenie
z zestawem narzedzi Amazona przeznaczonych do SI'i UM.

W tym podrozdziale omawiamy urzadzenia AWS oparte na uczeniu glebokim, ktére s3 ciekawym
i edukacyjnym narze¢dziem pozwalajacym w praktyce zapoznac si¢ z rozpoznawaniem obrazéw,
uczeniem przez wzmacnianie i sieciami GAN (ang. generative adversarial network).

Ta rodzina przeznaczonych gltéwnie dla programistéw urzadzen obejmuje nastepujace produkty:
AWS DeepLens, DeepRacer i DeepComposer. AWS DeepLens to bezprzewodowa kamera wideo
z funkcjg uczenia glebokiego. AWS DeepRacer to w pelni autonomiczny samochodzik wyscigowy
w skali 1:18, ktéry porusza si¢ na podstawie uczenia przez wzmacnianie. AWS DeepComposer
to keyboard, ktory za pomoca sieci GAN przeksztalca grane przez uzytkownika melodie w ory-
ginalne utwory.
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Budowanie modeli rozpoznawania obrazéw
za pomoca urzadzenia AWS DeepLens

AWS DeepLens to kamera wideo z funkcja uczenia glebokiego oferowana z bogatym zestawem
samouczkow z obszaru rozpoznawania obrazéw i gotowymi modelami. Jesli chcesz sie nauczy,
jak tworzy¢ aplikacje do rozpoznawania obrazdw, i zobaczy¢ pierwsze efekty w przeciagu kilku
minut, mozesz uzy¢ jednego z wielu przyktadowych projektéw obejmujacych gotowe modele i proste
funkcje wnioskowania. Kamera wykonuje wtedy wnioskowanie lokalnie w urzadzeniu na podstawie
zainstalowanego modelu.

Jesli masz wigcej doswiadczenia, mozesz zbudowac i wyuczy¢ niestandardowy model oparty na konwo-
lucyjnych sieciach neuronowych, wykorzystujac dowolng z obstugiwanych platform uczenia glebo-
kiego takich jak TensorFlow, Apache MXNet lub Caffe, a nast¢pnie zainstalowa¢ projekt w urza-
dzeniu AWS DeepLens. Na rysunku 2.10 pokazany jest typowy proces pracy z urzagdzeniem AWS
DeepLens.

Dane wejsciowe Urzadzenie Dane wyjsciowe
e + O
Do
"""" q Strumiert
v zurzadzenia
Scena Ca Model

R | AN SRR R > °

Funkcja Lambda Strumien

do wnioskowania zprojektu

Rysunek 2.10. AWS DeepLens rejestruje wejsciowe strumienie wideo, przetwarza je za pomocg
zainstalowanego modelu i generuje dwa wyjsciowe strumienie wideo

AWS DeepLens jest jednocze$nie urzadzeniem brzegowym i kamera. Dlatego uruchamia opro-
gramowanie AWS IoT Greengrass Core i moze wykonywa¢ wlasne funkcje Lambda. Nowe modele
sa wezytywane do urzadzenia AWS DeepLens za pomocg ustugi AWS IoT Greengrass. Kamera
rejestruje wejsciowy strumient wideo i generuje dwa strumienie wyjsciowe: przekazywany bez zmian
strumien z urzadzenia i dodatkowo strumien z projektu, ktéry jest wynikiem przetworzenia klatek
nagrania przez zainstalowany model.

Kazdy instalowany projekt musi obejmowa¢ funkcje Lambda (funkcje wnioskowania), ktéra bedzie
przetwarzaé wejéciowe klatki nagrania. Najpierw nalezy polaczy¢ te funkcje ze srodowiskiem
uruchomieniowym Lambda i z wyuczonym modelem. Nastepnie mozna zainstalowa¢ projekt za po-
mocg ustugi AWS IoT Greengrass w urzadzeniu AWS DeepLens.
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Poznawanie uczenia przez wzmacnianie
za pomoca urzadzenia AWS DeepRacer

AWS DeepRacer to w pelni autonomiczny samochodzik w skali 1:18 poruszajacy si¢ z wykorzysta-
niem uczenia przez wzmacnianie. Samochodzik jest wyposazony w dwie kamery, czujnik LIDAR
i zintegrowany modut obliczeniowy. Modut ten przeprowadza wnioskowanie i steruje ruchem
pojazdu.

Uczenie przez wzmacnianie stosuje si¢ w rozmaitych problemach z dziedziny autonomicznego
podejmowania decyzji. Podejscie to zyskato popularnos¢, gdy zespot naukowcéw, inzynieréw i specja-
listéw od uczenia maszynowego z firmy DeepMind (https://deepmind.com) pokazal AlphaGo
— pierwszy program komputerowy, ktéry pokonal zawodowego gracza w go (mialo to miejsce
w 2015 roku).

Go to starozytna strategiczna gra planszowa znana ze ztozonosci. Zostata wymyslona
w Chinach mniej wigcej trzy tysigce lat temu i nadal graja w nig zaréwno amatorzy,
jak i zawodowcy w profesjonalnych ligach na calym $wiecie.

Cho¢ AlphaGo uczyt si¢ gry na podstawie tysiecy partii rozgrywanych przeciwko ludziom, kolejna
wersja programu, AlphaGo Zero, uczyla si¢ wylacznie na podstawie gry ze soba. Byla to nastepna
rewolucja w dziedzinie uczenia przez wzmacnianie, poniewaz program ten osiagnal jeszcze wyzszy
poziom i pokazal, ze potrafi odkrywaé nowa wiedze i stosowaé niekonwencjonalne strategie, aby
zwyciezyc.

Na ogélnym poziomie uczenie przez wzmacnianie to metoda uczenia maszynowego, ktéra ma umoz-
liwi¢ podejmowanie autonomicznych decyzji przez agenta dazacego do osiggniecia okreslonego
celu w wyniku interakcji ze $rodowiskiem (zobacz rysunek 2.11). Nauka odbywa si¢ metoda prob
i bledéw.

Obserwagje
. Nagrod)
ay .......... .
...................... b.z.i.c.’.’aﬁid......................-

Rysunek 2.11. Uczenie przez wzmacnianie to metoda uczenia maszynowego, ktora ma umozliwiac
podejmowanie autonomicznych decyzji przez agenta dgzgcego do okreslonego celu w wyniku interakcji
ze Srodowiskiem

Doktadne oméwienie uczenia przez wzmacnianie i poréwnywania modeli w $rodowisku produkeyj-
nym za pomoca ,wielorekich bandytéw” przedstawiamy w rozdziale 9., a na razie wré¢my do autono-
micznego samochodzika. W tym przykladzie agentem jest pojazd AWS DeepRacer, a srodowisko
obejmuje uktad toru, trasy przejazdu i warunki drogowe. Dziatania to skret w lewo, skret w prawo,
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hamowanie i przyspieszanie. Sg one tak wybierane przez agenta, aby zmaksymalizowa¢ warto$¢
nagrody powiazanej z celem, jakim jest szybkie dotarcie do celu bez wypadkéw. Dziatania prowadza
do stan6éw. Na rysunku 2.12 pokazane sg dziatania, nagrody i stany samochodzika AWS DeepRacer.

Rysunek 2.12. AWS DeepRacer podejmuje dziatania na podstawie stanu i nagrody

Nie potrzeba nawet fizycznego toru lub samochodziku, aby rozpocza¢ zabawe. Na poczatku mozna tre-
nowa¢ niestandardowy model uczenia przez wzmacnianie w konsoli AWS DeepRacer i uzy¢ symula-
tora do oceny jako$ci modelu na wirtualnym torze, co ilustruje rysunek 2.13.

Evaluation info Stop evaluation Start new evaluation

Simulation video stream Evaluation results

Trial Time Trial results (% track Skt
completed)

Off

track

Off

track

1 00:00:21.488 27%

2 00:00:24.827 30%

Rysunek 2.13. Ocena modelu w symulatorze AWS DeepRacer. Zrédto: AWS DeepRacer Developer
Guide (https://oreilly/rN3dR)

AWS prowadzi tez globalng lige AWS DeepRacer i ranking wynikéw w oficjalnych wyscigach, ktére
odbywaja si¢ zaréwno na fizycznych, jak i na wirtualnych torach w ciagu roku.
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Poznaj sieci GAN za pomoca urzadzenia AWS DeepComposer

To prawda, wszyscy wygladali na nieco zaskoczonych, gdy firma AWS zaprezentowata urzadzenie
AWS DeepComposer na corocznej konferencji AWS re:Invent w grudniu 2019 roku. Jednak juz
po niedtugim czasie zaczelismy stysze¢ charakterystyczne dzwigki dochodzace z holi z réznych hoteli
w Las Vegas. AWS DeepComposer to keyboard ze ztgczem USB, ktory pomaga w nauce genera-
tywnej SI. Jest zaprojektowany do wspdlpracy z ustuga AWS DeepComposer, ktdra przeksztalca
proste melodie w oryginalne utwory. Omawiane urzadzenie jest pokazane na rysunku 2.14.

gy

Rysunek 2.14. AWS DeepComposer to keyboard ze zlgczem USB, ktéry pomaga w nauce generatywnej SI.
Zrédto: AWS (https://oreil.ly/qk6zr)

Generatywna SI (przede wszystkim w postaci sieci GAN) jest uzywana do generowania nowych
tresci na podstawie przekazanych danych wejsciowych. Tymi danymi mogg by¢ obrazy, tekst, a takze
— naprawde — muzyka. Modele generatywnej SI automatycznie wykrywaja wzorce w danych i ucza
sie ich oraz wykorzystuja te wiedze do generowania na tej podstawie nowych danych. W sieciach GAN
w procesie generowania nowych tre$ci uzywane sg dwa wspdtzawodniczace algorytmy, generator
i dyskryminator (zobacz rysunek 2.15).

& gy -
g g I . ------ P> Strata dyskryminatora

------ P> Strata generatora

Dane wyjéciowe i}
Generator generatora Dyskryminator
A

Rysunek 2.15. W sieciach GAN uzywane sq algorytmy generatora i dyskryminatora

Generator to konwolucyjna sie¢ neuronowa, ktora uczy si¢ tworzy¢ nowe tresci na podstawie
wzorcow z danych wejsciowych. Dyskryminator to inna konwolucyjna sie¢ neuronowa, uczona
odrozniaé rzeczywiste tresci od wygenerowanych. Generator i dyskryminator sg uczone naprze-
miennie. Celem generatora jest tworzenie coraz bardziej realistycznych treéci, natomiast dyskryminator
uczy si¢ coraz lepiej odrézniac tresci syntetyczne od rzeczywistych.

Wréémy do przykladu z muzyk. Gdy grasz melodie na keyboardzie, AWS DeepComposer moze dodaé
nawet trzy dodatkowe $ciezki akompaniamentu, aby uzyskaé nowa kompozycje. Sie¢ generatora zostata
zaadaptowana ze znanej architektury U-NET uzywanej do rozpoznawania obrazéw, a do nauki wyko-
rzystano publicznie dostepny zbiér danych z kompozycjami Bacha.
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Zaprogramuj naturalny system operacyjny

za pomocg przetwarzania kwantowego

Budowanie przydatnych aplikacji kwantowych wymaga nowych umiejetnosci i radykalnie odmien-
nego podejécia do rozwigzywania problemoéw. Zdobycie potrzebnej wiedzy wymaga czasu, a takze do-
stepu do technologii kwantowych i narzedzi programistycznych z tego obszaru.

Amazon Braket pomaga zapoznac si¢ z potencjatem sprzetu kwantowego, zrozumie¢ algorytmy
kwantowe i dostosowa¢ zestaw narzedzi do kwantowej przysztosci. Na rysunku 2.16 pokazane
jest sprzezenie zwrotne zwigzane z rozrastaniem sie ekosystemu przetwarzania kwantowego dzigki
lepszemu sprzetowi, a takze wigkszej liczbie programistow i zastosowan.

Lepsze zrozumienie zastosowari
przetwarzania kwantowego

’.. e, ,“..
‘.. ap Py .-.‘
3 Motliwosci . Lepsze doswiadczenia
LY sty T uzytkownikow
i | :
Producenci Uzytkownicy -
sprzetu 3

4

... Zastosowania A
ialgorytmy

Rysunek 2.16. Ustuga Amazon Braket jest kotem zamachowym rozwoju przetwarzania kwantowego

Jest wiele podobienstw miedzy dzisiejszymi procesorami graficznymi (GPU) a procesorami kwanto-
wymi jutra (QPU). Procesory GPU zrewolucjonizowaly SI i UM dzieki wysoce réwnoleglym oblicze-
niom cyfrowym. Procesory GPU wymagaja specjalnych umiejetnosci, bibliotek (na przyklad NVIDIA
CUDA) i sprzetu, aby mozliwe bylo wykorzystanie tak wysokiego poziomu réwnolegtosci. Ponadto
procesory GPU znajduja si¢ ,,poza” procesorami CPU, ktére tradycyjnie zarzadzaja wiekszymi
procesami obliczeniowymi. Synchronizacja danych migdzy procesorami CPU i GPU wymaga
specjalnego sprzetu i oprogramowania, aby uwzgledni¢ ich niezaleznos¢ takich uktaddéw.

Podobnie procesory QPU wykonuja wysoce réwnolegle obliczenia kwantowe. Sg one o wiele rzedéw
wielkosci bardziej réwnolegle od ich cyfrowych odpowiednikéw. Takze procesory QPU wymagaja
specjalnych umiejetnosci, bibliotek i sprzetu. Znajduja sie ,,poza uktadem” wzgledem procesoréw CPU,
dlatego niezbedne sg specjalny sprzet i oprogramowanie do synchronizacji operacji (podobnie jak
w przypadku procesoréw GPU), co ilustruje rysunek 2.17.
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Rysunek 2.17. Uzywanie procesorow QPU razem z klasycznym komputerem cyfrowym

Bity kwantowe a bity cyfrowe

Bity kwantowe (kubity) to odpowiedniki klasycznych bitéw cyfrowych uzywane w obliczeniach
kwantowych. Jednak ich stan (0 lub 1) jest probabilistyczny, dlatego przed ustaleniem wartoéci
potrzebna jest operacja odczytu. Ten probabilistyczny stan jest nazywany ,,superpozycja” i jest
waznym aspektem obliczen kwantowych.

Obecnie dostepne komputery kwantowe majg mniej wiecej 70 — 100 kubitéw. Jednak duza ich czes¢ jest
potrzebna do korekgji bledéw z powodu ,,pelnego szumu” srodowiska sprzetu kwantowego. Na przy-
kiad w kryptografii potrzebnych jest prawie 6000 czystych kubitéw, aby ztama¢ 2048-bitowy szyfr
RSA. Taka liczba kubitoéw wymaga mniej wiecej miliona redundantnych kubitéw do korekeji btedow,
aby uwzgledni¢ pelne szumu $rodowisko typowe dla obecnie dostepnego sprzetu kwantowego.

Supremacja kwantowa i ery przetwarzania kwantowego

Do niedawna znajdowali$my sie na etapie klasycznych symulacji, na ktérym mozliwe byto symulowanie
poprawy wydajnosci komputeréw kwantowych. Jednak w 2019 roku osiggneliémy etap supre-
macji kwantowej, poniewaz z powodu ograniczen dzisiejszych komputeréw cyfrowych niemoz-
liwe stato si¢ symulowanie i mierzenie dodatkowego wzrostu wydajno$ci uzyskiwanego dzigki
komputerom kwantowym.

Obecnie mamy ere zaszumionego przetwarzania kwantowego na srednig skale (ang. Noisy Inter-
mediate-Scale Quantum). W tej erze specjaliSci staraja si¢ korygowal szum generowany przez
$rodowisko przetwarzania kwantowego, co wymaga $cisle okreslonej temperatury i odpowied-
niego ci$nienia. Podobnie jak koryguje si¢ bltedy w rejestrach i uktadach RAM, konieczne bedzie
korygowanie bledéw w kubitach i uktadach QRAM, aby mozliwe stalo si¢ przejscie do nastepnej
ery komputeréw kwantowych z korekcjg bledow (zobacz rysunek 2.18).
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Rysunek 2.18. Ery przetwarzania kwantowego

tamanie szyfrow

Szacuje sie, ze komputerom kwantowym brakuje tylko mniej wiecej 10 lat, aby mozliwe stalo si¢ tamanie
wspolczesnych szyfrow RSA. Obecnie kryptografia jest skuteczna, poniewaz nie mamy wystar-
czajacej mocy obliczeniowej, aby przeprowadzi¢ faktoryzacje niezbedng do tamania hasel.

Szacuje si¢ jednak, ze 6000 ,,doskonatych” kubitéw (niewymagajacych korekeji bledéw) pozwoli
zfamac¢ hasta RSA w zaledwie kilka minut. Jest to powdd do obaw, dlatego powstata kryptografia
»uwzgledniajaca przetwarzanie kwantowe” lub ,,postkwantowa”, na przyktad otwarta implemen-
tacja s2n protokotu TLS opracowana przez Amazon (https://oreil.ly/o3U7G), w ktorej stosowana
jest kryptografia postkwantowa zamiast klasycznej. Wiecej o kryptografii postkwantowej piszemy
w rozdziale 12.

Symulacje molekularne i wykrywanie lekéw

Komputery kwantowe maja wyjatkowe mozliwosci, jesli chodzi o przetwarzanie réwnolegle, i potrafia
natywnie operowaé stanami kwantowo-mechanicznymi. Dlatego moga poméc w rozwigzaniu
bardzo waznych probleméw takich jak mapowanie struktury elektronowej czasteczek. Symulacje
kwantowe prawdopodobnie doprowadza do odkrycia nowych materialéw, katalizatorow, lekdw
i nadprzekaznikéw wysokotemperaturowych.

Logistyka i optymalizacje finansowe

Problem optymalizacji wystepuje w wielu dziedzinach, w tym w logistyce faiicucha dostaw i ustu-
gach finansowych. Préba znalezienia optymalnego rozwigzania w wyktadniczo rosngcym zbiorze
mozliwosci moze szybko doprowadzi¢ do przecigzenia klasycznego komputera cyfrowego. Komputery
kwantowe moga przekroczy¢ granice mozliwosci tradycyjnego sprzetu i przyspieszy¢ dzialanie
wielu technik optymalizacji, w tym algorytméw programowania liniowego i metody Monte Carlo.

Zaprogramuj naturalny system operacyjny za pomoca przetwarzania kwantowego | 83

Kup ksigzke Pole¢ ksigzke


https://helion.pl/rf/indana
https://helion.pl/rt/indana

Uczenie maszynowe i sztuczna inteligencja na komputerach kwantowych

Niestety, obecnie zastosowania komputeréw kwantowych w UM i SI sg doé¢ ograniczone. Pojawiajg
sie pierwsze usprawnienia algorytmoéw liniowych, na przyktad SVM (ang. support vector machines)
i PCA (ang. principal component analysis). Ponadto badania nad przetwarzaniem kwantowym okazaty
si¢ inspiracjg do rozwoju klasycznych algorytméw rekomendacji (https://oreil.ly/H99mZ).
W przyszlosci komputery kwantowe z korekeja bledéw prawdopodobnie doprowadza do powstania
calej grupy skalowalnych i wysoce wydajnych kwantowych modeli UM i SI.

Programowanie komputera kwantowego za pomoca ustugi Amazon Braket

Usluga Amazon Braket obstuguje notatniki Jupytera i udostepnia SDK Pythona, aby umozliwi¢
programistom interakcje z komputerem kwantowym. Za pomoca tego SDK mozna asynchroniczne
przesyla¢ zadania do zdalnego procesora kwantowego. W podobny sposob przesytaliémy zadania
i ,wypozyczaliémy” wspdldzielony komputer w poczatkowych latach informatyki. Mechanizm
ten przypomina takze przenoszenie obliczen z procesora CPU na procesor GPU. Wazna r6znicg
jest to, ze procesory CPU i GPU korzystajg z tych samych klasycznych cyfrowych podstaw, natomiast
procesor QPU tego nie robi.

Ponizszy kod pokazuje, jak zbudowa¢ kwantowy obwdd obejmujacy wiele kubitéow. Ten przyktad
ilustruje, jak przeprowadzi¢ ,,kwantows teleportacje”, w ramach ktdrej informacje (a nie materia)
sg transportowane z jednego kubita do innego bez uzywania klasycznych obwodéw cyfrowych
lub kabli sieciowych:

from braket.aws import AwsDevice
from braket.circuits import Circuit, Gate, Moments
from braket.circuits.instruction import Instruction

device = AwsDevice("arn:aws:braket:::device/qpu/iong/ionQdevice")

# Alicja i Robert poczgtkowa majg ten sam stan Bella.
circ = Circuit();

circ.h([0]);

circ.cnot(0,1);

# Definiowanie schematu kodowania dla Alicji.
# Definiowanie czterech mozliwych komunikatow i odpowiadajgcych im bramek.
message = {

"00": Circuit().i(0),

"01": Circuit().x(0),

"10": Circuit().z(0),

"11": Circuit().x(0).z(0)

}

# Alicja wybiera komunikat do przestania. Niech bedzie to '01'.
m = "01"

# Alicja koduje komunikat, stosujgc zdefiniowane wczesniej bramki.
circ.add_circuit(message[m]);

# Alicja przesyla kubit do Roberta. W efekcie Robert ma oba kubity.
# Robert odkodowuje komunikat Alicji, rozplgtujgc dwa kubity.
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circ.cnot(0,1);
circ.h([0]);

print(circ)
### DANE WYJSCIOWE ###

T : |0|1]2|3]4]
q0 : -H-C-X-C-H-

[
ql @ =--X---X---
T :]0[1]2|3]|4]

Centrum przetwarzania kwantowego AWS

AWS we wspdlpracy z instytutem Caltech zbudowalo centrum przetwarzania kwantowego AWS
(AWS Center for Quantum Computing), ktére zostalo otwarte w 2021 roku. Jednostka ta pracuje
nad przydatnymi zastosowaniami przetwarzania kwantowego, kubitami z korekcja btedéw, modelami
programowania kwantowego i nowym sprzetem kwantowym.

Wzrost wydajnosci i obnizenie kosztow

Co by sie stato, gdyby mozna bylo podwoi¢ szybkoé¢ dziatania kodu i zmniejszy¢ wielko$¢ puli
serweréw o polowe? Oznaczatoby to znaczng oszczednos$¢ pieniedzy. Jaki bylby efekt automatycznego
wykrywania probleméw operacyjnych w aplikacjach i wyswietlania rekomendacji poprawek zwiek-
szajacych dostepnos¢ aplikacji? Zmniejszenie czasu przestojow to nastepny obszar pozwalajacy na
znacznie oszczedno$ci.

W tym podrozdziale przedstawiamy w pelni zarzagdzane ustugi Amazon CodeGuru Reviewer,
Amazon CodeGuru Profiler i Amazon DevOps Guru. CodeGuru Reviewer i Profiler pomagaja
poprawi¢ wydajnosé¢ kodu i zmniejszy¢ ilo$¢ potrzebnych zasoboéw, natomiast Amazon DevOps
Guru pomaga wykrywa¢ problemy operacyjne i zwieksza¢ dostepnos¢ aplikacji.

Automatyczna inspekcja kodu za pomoca ustugi CodeGuru Reviewer

Inspekcja kodu to znana zalecana praktyka z obszaru rozwoju oprogramowania. Polega ona na tym,
ze kod jest sprawdzany przez doswiadczonych czlonkéw zespotu, ktdrzy oceniaja wydajnosé, jakosé
i bezpieczenstwo. Oprocz wiedzy z danej dziedziny osoby te posiadaja tez wiedze o idiomach
programistycznych stosowanych w zespole, a takze sg wyczuleni na ,,zapachy kodu”.

Jednak czasem nawet najbardziej do$wiadczony czlonek zespolu moze nie zauwazy¢ subtelnych
waskich gardel, ktére obnizaja wydajnos¢, lub btednej obstugi wyjatkéw. Inspektorzy kodu cze-
sto skupiaja si¢ na problemach specyficznych dla dziedziny, na przyklad na niskiej jakosci imple-
mentacji modelu dziedziny lub blednie skonfigurowanych mechanizmach integracji w ustudze. Po-
nadto takie osoby czesto majg dostep tylko do statycznego kodu, a nie do generowanych na zywo
wskaznikow ze $rodowiska uruchomieniowego. Ustuga CodeGuru obejmuje ustuge CodeGuru
Reviewer, ktéra automatycznie wykonuje inspekcje kodu, i CodeGuru Profiler, stuzaca do monitoro-
wania wydajnoéci kodu.
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CodeGuru Reviewer automatyzuje proces inspekgji kodu i wyswietla sugestie oparte na modelach ucze-
nia maszynowego wyuczonych na podstawie milionéw wierszy kodu z setek tysiecy fragmentéw
wewnetrznego kodu bazowego Amazona, a takze ponad 10 000 otwartych projektow z serwisu
GitHub.

Wystarczy w bezpieczny sposob i z zachowaniem prywatnoéci wskazaé ustudze CodeGuru repo-
zytorium z kodem zrédlowym, a zacznie ona wyswietla¢ sugestie. CodeGuru analizuje wszystkie
prosby o akceptacje zmian w repozytorium z kodem zrédlowym i automatycznie oznacza krytyczne
usterki takie jak wycieki danych uwierzytelniajacych, wycieki zasobdw, sytuacje wyécigu w kodzie wspot-
bieznym i niewydajne wykorzystanie zasobdw platformy AWS. Sugeruje tez zmiany w odpowiednich
wierszach kodu, ktdre pozwolg zaradzi¢ defektom (zobacz rysunek 2.19).

HelloWorldFunction/src/main/java/helloworld/App. java

+ item_values.put("location", new AttributeValue(ipvd));
+ item_values.put(“date", new AttributeValue(now));
+
+ final AmazonDynamoDB ddb = AmazonDynamoDBClientBuilder.defaultClient();
3 minutes ago Author  Owner @D =

Recommendation generated by Amazon CodeGuru Reviewer. Leave feedback on this recommendation by
replying to the comment or by reacting to the comment using emoji.

This code is written so that the client cannot be reused across invocations of the Lambda function.

To improve the performance of the Lambda function, consider using static initialization/constructor, global/static
variables and singletons. It allows to keep alive and reuse HTTP connections that were established during a
previous invocation.

Learn more about best practices for working with AWS Lambda functions.

Reply...

Resolve conversation

Rysunek 2.19. CodeGuru Reviewer analizuje kod Zrédlowy i wyswietla sugestie, aby zwigkszy¢
wydajnos¢ i ograniczyc koszty

W tym przykladzie oryginalny kod z funkcji Lambda przy kazdym wywotaniu tworzyt nowego
klienta bazy DynamoDB, zamiast utworzy¢ go raz i zapisa¢ w pamieci podrecznej. Bez tej zmiany
system marnuje cykle obliczeniowe i rejestry pamieci, nieustannie tworzac od nowa ten sam obiekt
Klienta bazy DynamoDB przy kazdym wywolaniu. Dzigki wprowadzonej zmianie funkcje Lambda
moga obstuzy¢ wiecej zadan na sekunde, co oznacza zuzycie mniejszej ilosci zasob6w i nizsze koszty.

CodeGuru Reviewer sprawdza kod pod katem zalecanych praktyk z jezykéw Python i Java z uwzgled-
nieniem pul polaczen i obstugi wyjatkéw. Ustuga obejmuje mechanizm Security Detector do wykry-
wania probleméw z bezpieczenstwem takich jak przekazywanie niesprawdzonych argumentéw
w wywolaniach podproceséw Pythona z poziomu systemu operacyjnego. CodeGuru Reviewer
wykrywa tez ,,zapachy kodu”, zmniejsza dlug techniczny i ulatwia konserwacje kodu bazowego.
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Zwiekszanie wydajnosci aplikacji za pomoca ustugi CodeGuru Profiler

CodeGuru Profiler potrafi wykrywaé waskie gardla w kodzie w czasie wykonywania aplikacji,
analizujac jej profil wykonania, oznaczajac najbardziej kosztowne obliczeniowo wiersze kodu i udo-
stepniajac inteligentne rekomendacje. Profiler generuje wizualizacje takie jak wykres typu flame z ry-
sunku 2.20, aby pokaza¢, na jakich fragmentach nalezy sie skupi¢ w celu zoptymalizowania wydajnosci
i zaoszczedzenia jak najwiekszej ilosci pieniedzy.

CodeGury > Profiling groups > ImageProcessingWebApg-Anomaly

gt g App y info | @ Recommendations ‘ ‘ Actions ¥ |

| Overview ¥ | | latency ¥ | | Q seareh for fram 2020-06-26 @ 21:55 - 22:45BST lastih v

v Legend H v Minimap
W BLoCKED

W NATIVE

B RUNNABLE

W TIMED_WAITING
W WAITING

Rysunek 2.20. Wykres typu flame wygenerowany przez ustuge CodeGuru Profiler w celu wskazania
w kodzie wgskich gardet zmniejszajgcych wydajnosé

Wrykres typu flame przedstawia stos wywolan w czytelnej dla cztowieka postaci z doktadnymi
nazwami funkeji. W trakcie analizowania wykreséw typu flame nalezy skupi¢ si¢ na widocznych
wyplaszczeniach. Czesto oznaczaja one, Ze zasob jest zablokowany w oczekiwaniu na sie¢ lub dyskowe
operacje wejscia-wyjscia. W idealnym scenariuszu na wykresie typu flame widocznych jest wiele
waskich szczytéw i niewielka liczba wyplaszczen.

Zwiekszanie dostepnosci aplikacji za pomocg ustugi DevOps Guru

Amazon DevOps Guru to oparta na UM ustuga operacyjna, ktéra automatycznie wykrywa pro-
blemy operacyjne w aplikacji i rekomenduje poprawki. DevOps Guru sprawdza wskazniki apli-
kacji, dzienniki i zdarzenia, aby zidentyfikowa¢ odbiegajace od standardowych wzorcéw sytuacje takie
jak wieksze op6znienie odpowiedzi, wyzszy wspolczynnik bledéw i nadmierne zuzycie zasobéw.
Po wykryciu takiego wzorca DevOps Guru przesyla alert wraz z podsumowaniem anomalii, poten-
¢jalnymi ich przyczynami i mozliwym rozwiazaniem.
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Podsumowanie

W tym rozdziale pokazaliémy wiele réznych sytuacji, w ktérych mozna zastosowa¢ rézne gotowe
ustugi SI i UM z platformy AWS, wymagajace niewielkiej lub nawet zerowej ilosci kodu. Nieza-
leznie od tego, czy jeste$ programistg aplikacji i nie masz bogatej wiedzy na temat uczenia maszyno-
wego, czy jestes doswiadczonym danologiem chcacym skupié si¢ na trudnych problemach z ob-
szaru uczenia maszynowego, warto zapoznac si¢ z zarzadzanymi ustugami SI i UM oferowanymi
przez Amazon.

Mozna fatwo wzbogaci¢ aplikacje o gotowe do uzycia ustugi SI i to zaréwno wtedy, gdy Twoja firma
wymaga przeniesienia uczenia maszynowego do urzadzen brzegowych, jak i wtedy, gdy dopiero
rozpoczynasz przygode z SI i UM oraz szukasz ciekawych i pouczajacych sposobéw na zastosowanie
rozpoznawania obrazdw, uczenia przez wzmacnianie lub sieci GAN.

Przedstawilismy kilka przykladéw ilustrujacych, jak zastosowaé wysokopoziomowe ustugi SI, w tym
Amazon Personalize do generowania rekomendacji i Forecast do prognozowania zapotrzebowa-
nia na zasoby.

Pokazali$my, ze uczenie maszynowe jest stosowane w wielu istniejacych ustugach z platformy
AWS, w tym do predyktywnego automatycznego skalowania i tworzenia puli wstepnie zainicjo-
wanych instancji w ustudze Amazon EC2. Wyjasnilismy, jak wykrywa¢ wyciek wrazliwych danych i za-
pobiegac temu problemowi z uzyciem ustugi Macie, a takze jak chroni¢ si¢ przed oszustwami za pomoca
ustugi Amazon Fraud Detector. Oméwiliémy ulepszanie doswiadczen klienta za pomocg narzedzi
Amazon Contact Lens for Amazon Connect, Comprehend, Kendra i Lex. Ponadto wyja$nili$émy,
jak automatyzowa¢ inspekcje kodu zrédlowego oraz identyfikowaé mozliwe poprawki wydajnosci
i optymalizacje kosztéw za pomocg ustug CodeGuru Reviewer, CodeGuru Profiler i DevOps Guru.

W rozdziale 3. omawiamy zautomatyzowane uczenie maszynowe. Pokazujemy, jak zbudowa¢
modele predykcyjne za pomoca kilku kliknie¢ w narzedziach Amazon SageMaker Autopilot and
Amazon Comprehend.

88 | Rozdziat2.Zastosowania danologii

Kup ksigzke Pole¢ ksigzke


https://helion.pl/rf/indana
https://helion.pl/rt/indana

Zmien swoja strone WWW w dziatajacy bankomat!

Dowiedz sie wiece] i dotacz juz dzisiaj! % i
http://program-partnerski.helion.pl


https://program-partnerski.helion.pl

AWS iinzynieria danych:

tak zwiekszysz wydajnosé i obnizysz koszty!

Platforma Amazon Web Services jest uwazana za
najwiekszg i najbardziej dojrzata chmure obliczeniowa.
Zapewnia bogaty zestaw specjalistycznych narzedzi
utatwiajgcych realizacje projektow z zakresu inzynierii
danych i uczenia maszynowedo. W ten sposdb inzynie-
rowie danych, architekci i menedzerowie modg szybko
zaczg€ uzywac danych do podejmowania kluczowych
decyzji biznesowych. Uzyskanie optymalnej efektywnosci
pracy takich projektow wymada jednak dobredo rozez-
nania w mozliwosciach poszczegolnych narzedzi, ustug
i bibliotek.

Dzieki temu praktycznemu przewodnikowi szybko
nauczysz sie tworzyc i uruchamiac procesy w chmurze,

a nastepnie intedrowac wyniki z aplikacjami. Zapoznasz
sie ze scenariuszami stosowania technik sztucznej
inteligencji: przetwarzania jezyka naturalnego, rozpoz-
nawania obrazow, wykrywania oszustw, wyszukiwania
kognitywnedo czy wykrywania anomalii w czasie
rzeczywistym. Ponadto dowiesz sie, jak tgczyé cykle
rozwoju modeli z pobieraniem i analizg danych w powta-
rzalnych potokach MLOps. W ksigzce znajdziesz tez zbior
technik zabezpieczania projektow i procesdw z obszaru
inzynierii danych, takich jak stosowanie ustugi IAM,
uwierzytelnianie, autoryzacja, izolacja sieci, szyfrowanie
danych w spoczynku czy postkwantowe szyfrowanie sieci
dla danych w tranzycie.
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Implementowanie solidnego komplet-
nego procesu uczenia maszynowego

to Zmudne zadanie, dodatkowo kompli-
kowane przez szeroki zakres dostepnych
narzedzi i technologii. Autorzy wykonali
swietng robote, a jej efekty pomoda
zaréwno nowicjuszom, jak i doswiadczo-
nym praktykom realizowac to zadanie

z wykorzystaniem mozliwosci, jakie daja
ustugi AWS

— Brent Rabowsky
danolog w firmie Amazon Web Services

W ksigzce miedzy innymi:
® narzedzia AWS zwigzane

ze sztuczna inteligencja
i Z uczeniem maszynowym

e kompletny cykl rozwoju
modelu przetwarzania
jezyka naturalnego

e powtarzalne potoki MLOps

® yczenie maszynowe
w czasie rzeczywistym
e wykrywanie anomalii
i analiza strumieni danych

e zabezpieczanie projektéw
i proceséw z obszaru
inzynierii danych

Chris Fregly jest gtownym ambasa-
dorem deweloperdow w obszarach
sztucznej intelidencji i uczenia maszy-
nowedo w AWS. Regularnie wystepuje
na konferencjach poswieconych SI'i UM
na catym Swiecie.

Antje Barth jest starszg ambasadorka
deweloperow w obszarach sztucznej
inteligencji i uczenia maszynowego

w AWS. Jest tez wspotzatozycielkg
dusseldorfskiego oddziatu organizacji
Women in Big Data.
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