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1

Wprowadzenie

Wynalazcy od dawna marzyli o my±l¡cych maszynach. Te marzenia si¦gaj¡
przynajmniej do czasów staro»ytnej Grecji. Mityczne postaci Pigmaliona,
Dedala czy Hefajstosa mo»na interpretowa¢ jako legendarnych wynalazców,
a Galate¦, Talosa i Pandor¦ rozpatrywa¢ jako sztuczne »ycie (Ovid and Martin
2004, Sparkes 1996, Tandy 1997).

Ju» wtedy, gdy powstaªy pierwsze programowane komputery, ludzie zacz¦-
li si¦ zastanawia¢, czy mog¡ one sta¢ si¦ inteligentne (Lovelace 1842) � ponad
100 lat wcze±niej zanim zbudowano pierwsze inteligentne maszyny. Dzi±
sztuczna inteligencja (AI) to ekscytuj¡ca dziedzina z wieloma zastosowa-
niami praktycznymi i programami badawczymi. Wprowadza si¦ inteligentne
oprogramowanie, by zautomatyzowa¢ rutynowe prace, zrozumie¢ mow¦ lub
obrazy, wykonywa¢ diagnostyk¦ medyczn¡ i wspomaga¢ podstawowe badania
naukowe.

We wczesnych latach sztucznej inteligencji szybko rozwi¡zywane byªy
problemy trudne do wykonania dla ludzi, ale do±¢ proste dla komputerów �
problemy, które mo»na opisa¢ jako listy sformalizowanych matematycznych
reguª. Prawdziwym wyzwaniem dla sztucznej inteligencji okazaªo si¦ roz-
wi¡zywanie zada« ªatwych do wykonania dla ludzi, ale trudnych w opisie
formalnym � problemów, które rozwi¡zujemy intuicyjnie, niejako automa-
tycznie, jak rozpoznawanie sªów lub twarzy na obrazach.

Ksi¡»ka ta po±wi¦cona jest rozwi¡zywaniu wªa±nie tych intuicyjnych prze-
szkód. By je pokona¢, trzeba pozwoli¢ komputerom, aby uczyªy si¦ na swoich
do±wiadczeniach i rozumiaªy ±wiat w kontek±cie hierarchii poj¦¢, z których
ka»de jest zde�niowane przez jego zwi¡zek z poj¦ciem prostszym. Dzi¦ki
gromadzeniu wiedzy na podstawie do±wiadcze« unika si¦ potrzeby formalnego
opisania przez ludzi caªej wiedzy potrzebnej komputerowi. Hierarchia poj¦¢



ROZDZIAŠ 1

pozwala mu na uczenie si¦ skomplikowanych poj¦¢ przez budowanie ich z po-
j¦¢ prostszych. Je±li narysujemy schemat, w którym poj¦cia te nakªadaj¡ si¦
na siebie, to powstanie wiele warstw. Dlatego to podej±cie do AI nazywamy
gª¦bokim uczeniem si¦* .

Wiele pocz¡tkowych sukcesów na polu AI miaªo miejsce we wzgl¦dnie
sterylnych i sformalizowanych ±rodowiskach i nie wymagaªo od komputerów
specjalnej wiedzy o ±wiecie. Na przykªad system gry w szachy komputera Deep
Blue �rmy IBM pokonaª w 1997 roku mistrza ±wiata Garriego Kasparowa (Hsu
2002). Szachy to prosty ±wiat, obejmuj¡cy tylko 64 pola i 32 elementy, które
mog¡ porusza¢ si¦ wedªug ±ci±le okre±lonych reguª. Opracowanie prowadz¡cej
do sukcesu strategii gry w szachy to niezwykªe osi¡gni¦cie, ale nie wynika
ono z trudno±ci opisania komputerowi �gur szachowych i dopuszczalnych
ruchów. Szachy mo»na dokªadnie opisa¢ za pomoc¡ krótkiej listy caªkiem
sformalizowanych reguª podanych przez programist¦.

Jak na ironi¦, abstrakcyjne i sformalizowane zadania, nale»¡ce do naj-
trudniejszych dla czªowieka, s¡ najªatwiejszymi dla komputera. Komputery
od dawna mog¡ pokona¢ najlepszego szachist¦, ale dopiero ostatnio zacz¦ªy
nabywa¢ niektóre zwykªe ludzkie umiej¦tno±ci, jak rozpoznawanie obiektów
czy mowy. ›ycie codzienne wymaga sporej wiedzy o ±wiecie. Jej du»a cz¦±¢
jest subiektywna i intuicyjna, dlatego trudno j¡ formalnie opisa¢. Aby dziaªa¢
inteligentnie, komputery musz¡ zdoby¢ t¦ sam¡ wiedz¦. Jednym z kluczo-
wych wyzwa« w dziedzinie sztucznej inteligencji jest zatem przekazanie tej
nieformalnej wiedzy komputerowi.

W kilku projektach z dziedziny sztucznej inteligencji poszukiwano twar-
dej wiedzy o ±wiecie podanej j¦zykiem sformalizowanym � komputer mo»e
automatycznie tworzy¢ argumenty na podstawie tych instrukcji za pomoc¡
logicznych reguª wnioskowania. Nazywa si¦ to podej±ciem do sztucznej in-
teligencji opartym na wiedzy . ›aden z tych projektów nie zako«czyª si¦
sukcesem. Najbardziej znany jest Cyc (Lenat and Guha 1989). Cyc to me-
chanizm wnioskowania i baza danych instrukcji w j¦zyku o nazwie CycL.
Instrukcje te s¡ wprowadzane przez personel zªo»ony z ludzi nadzoruj¡cych
projekt. Jest to uci¡»liwy proces. Ludzie m¦cz¡ si¦, tworz¡c sformalizowane
reguªy o takiej zªo»ono±ci, aby opisywaªy ±wiat. Cyc nie potra�ª zrozumie¢
opowie±ci o czªowieku imieniem Fred, który rano si¦ goliª (Linde 1992).
Jego mechanizm rozumowania wykryª niespójno±¢ w tej opowie±ci: wiedziaª,

* Termin machine learning jest tªumaczony na j¦zyk polski na kilka sposobów. W tªu-
maczeniu przyj¦to okre±lenie systemy ucz¡ce si¦, aby podkre±li¢ jednoznacznie, »e systemy
same si¦ ucz¡, a nie ucz¡ kogo±, co sugeruje sformuªowanieuczenie maszynowe. Podobnie
wi¦c mamy gª¦bokie uczenie si¦. W tek±cie zachowano jednak okre±leniedeep learning, jako
nowe poj¦cie, którego przekªad nie jest w Polsce utrwalony (wszystkie przypisy oznaczone �

pochodz¡ od tªumacza).
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»e ludzie nie maj¡ cz¦±ci elektrycznych, ale Fred miaª w r¦ku elektryczn¡
golark¦, wi¦c uwierzyª, »e jednostka �FredPodczasGolenia� zawieraªa elementy
elektryczne. St¡d pojawiªo si¦ pytanie, czy podczas golenia Fred nadal jest
osob¡.

Trudno±ci systemu opieraj¡cego si¦ na twardo zapisanej wiedzy suge-
ruj¡, »e systemy AI potrzebuj¡ zdolno±ci do przyswajania wªasnej wiedzy
wyodr¦bnianej jako wzorce z surowych danych. Takie zdolno±ci okre±la si¦
mianem systemów ucz¡cych si¦ . Ich wprowadzenie pozwoliªo komputerom
na zaj¦cie si¦ problemami obejmuj¡cymi wiedz¦ o ±wiecie i podejmowanie
decyzji, które wydaj¡ si¦ subiektywne. Prosty algorytm samouczenia si¦
zwany regresj¡ logistyczn¡ pozwala okre±li¢, czy zaleca¢ cesarskie ci¦cie (Mor-
Yosef et al. 1990). Inny prosty algorytm samouczenia zwany �naiwny Baynes�
potra� oddzieli¢ wa»ne e-maile od spamu.

Dziaªanie tych algorytmów mocno zale»y od reprezentatywno±ci otrzy-
manych danych. Na przykªad, gdy regresja logistyczna jest u»ywana do
wskazania cesarskiego ci¦cia, system AI nie bada pacjenta. To lekarz podaje
systemowi kilka odpowiednich informacji, jak obecno±¢ blizn macicznych lub
ich brak. Ka»dy fragment informacji uj¦ty w opisie pacjentki jest okre±lany
jako cecha. Regresja logistyczna uczy si¦, jaki zwi¡zek ma ka»da z cech
pacjentki z rozmaitymi rezultatami. Nie mo»e jednak w »aden sposób wpªy-
wa¢ na sposób de�niowania tych cech. Je±li regresja logistyczna otrzyma
skan rezonansu magnetycznego (MRI) pacjentki zamiast formalnego raportu
lekarza, nie potra� da¢ u»ytecznych wskaza«. Pojedyncze piksele skanowania
MRI maj¡ pomijaln¡ korelacj¦ z jakimikolwiek komplikacjami, jakie mog¡
pojawi¢ si¦ przy porodzie.

Ta zale»no±¢ od sposobu reprezentacji jest ogólnym zjawiskiem w caªej
dziedzinie informatyki, a tak»e w »yciu codziennym. W naukach komputero-
wych dziaªania takie, jak przeszukiwanie zbioru danych, s¡ w wykªadniczo
szybsze, je±li zbiór ma struktur¦ i jest inteligentnie indeksowany. Ludzie
z ªatwo±ci¡ wykonuj¡ dziaªania arytmetyczne na cyfrach arabskich, ale dzia-
ªania na cyfrach rzymskich zajmuj¡ im znacznie wi¦cej czasu. Nie jest wi¦c
zaskoczeniem, »e wybrany sposób reprezentacji ma ogromny wpªyw na wy-
dajno±¢ algorytmów samoucz¡cych si¦. Prosty obrazowy przykªad pokazano
na rysunku 1.1.

Wiele zada« z zakresu sztucznej inteligencji mo»na rozwi¡za¢, projektuj¡c
odpowiedni dla danego zadania zestaw cech, a nast¦pnie dostarczaj¡c te
cechy prostemu algorytmowi ucz¡cemu si¦. Na przykªad u»yteczn¡ cech¡
identy�kacji mówcy na podstawie d¹wi¦ku jest ocena rozmiaru jego toru
gªosowego. Cecha ta daje nam mo»ne przesªanki do okre±lenia, czy mówi¡cy
jest kobiet¡, m¦»czyzn¡ czy dzieckiem. Jednak dla wielu zada« trudno okre±li¢
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ROZDZIAŠ 1

Rysunek 1.1. Przykªady ró»nych reprezentacji. Przypu±¢my, »e chcemy oddzieli¢
dwie kategorie, rysuj¡c lini¦ mi¦dzy nimi jako wykres punktowy. Na wykresie
po lewej mamy dane we wspóªrz¦dnych kartezja«skich, a zadanie jest niemo»liwe
do wykonania. Na rysunku po prawej dane s¡ we wspóªrz¦dnych biegunowych
i zadanie staje si¦ proste do rozwi¡zania za pomoc¡ linii pionowej (rysunek utworzono
we wspóªpracy z Davidem Warde-Farley'em)

wybrane cechy. Przypu±¢my na przykªad, »e chcemy napisa¢ program do
identy�kacji samochodów na zdj¦ciach. Wiemy, »e samochody maj¡ koªa,
mo»emy wi¦c jako cech¦ okre±li¢ obecno±¢ koªa. Niestety, trudno w pikselach
opisa¢ dokªadnie, jak wygl¡da koªo. Ma ono co prawda prosty ksztaªt geo-
metryczny, ale jego obraz mo»e by¢ skomplikowany z powodu padaj¡cego
cienia, sªo«ca odbijaj¡cego si¦ od metalowych cz¦±ci felgi, bªotnika, obiektu
na pierwszym planie zasªaniaj¡cego cz¦±¢ koªa i tak dalej.

Jednym z rozwi¡za« tego problemu b¦dzie zastosowanie systemów ucz¡-
cych si¦, aby bra¢ pod uwag¦ nie tylko odwzorowanie reprezentacji na wyniki,
lecz tak»e sam sposób reprezentacji. To podej±cie znane jest jako uczenie si¦
przez reprezentacj¦. Opanowanie reprezentacji cz¦sto daje du»o lepsz¡ wydaj-
no±¢ ni» to, co mo»na osi¡gn¡¢, wprowadzaj¡c reprezentacj¦ r¦cznie. Umo»li-
wia to tak»e systemom SAI szybk¡ adaptacj¦ do nowych zada« z minimalnym
udziaªem czªowieka. Algorytm uczenia si¦ reprezentacji mo»e odnale¹¢ wªa-
±ciwy zestaw cech dla prostego zadania w ci¡gu kilku minut, a dla zªo»onego
w ci¡gu godzin lub miesi¦cy. R¦czne tworzenie cech dla skomplikowanego
zadania wymaga wiele ludzkiej pracy i mo»e zaj¡¢ caªe dekady du»ej grupie
badaczy.

Typowym przykªadem algorytmu uczenia si¦ reprezentatywnego jest au-
tokodowanie. Jest to poª¡czenie funkcji kodowania, która przeksztaªca dane
wej±ciowe na inn¡ posta¢, z funkcj¡ dekodera, która przeksztaªca now¡ re-
prezentacj¦ z powrotem do formatu pocz¡tkowego. Systemy autokodowania
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