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ROZDZIAL 13.
Konwolucyjne sieci neuronowe

W rozdziale 4. dowiedziale$ sie, jak mozna stworzy¢ sie¢ neuronowa rozpoznajacg obrazy. Podczas
rozrdzniania cyfr ,,3” 1 ,,7” udalo sie osiggna¢ nieco ponad 98-procentowa dokladnos¢. Wiemy jed-
nak, ze wbudowane klasy biblioteki fastai byly w stanie zblizy¢ sie do wartosci 100%. Zacznijmy od
zniwelowania tej luki.

Najpierw przeanalizujemy konwolucje, a takze od podstaw stworzymy sie¢ CNN. Nastepnie omo-
wimy szereg technik poprawiajacych stabilnoé¢ trenowania i pokazemy ulepszenia, ktore zazwyczaj
pozwalaja osiggnac swietne wyniki.

Magia konwolugji

Jednym z najpotezniejszych narzedzi, ktérymi dysponuja specjalisci zajmujacy si¢ w praktyce ucze-
niem maszynowym, jest inzynieria cech. Cecha to transformacja danych, ktéra ma na celu utatwie-
nie modelowania. Na przyktad funkcja add_datepart, ktorej uzywalismy do wstepnego przetwa-
rzania tabelarycznego zbioru danych w rozdziale 9., uzupelnita ten zbiér o cechy daty. Jakie rodzaje
cech mogliby$my stworzy¢ na podstawie obrazéw?

Stownictwo: inzynieria cech

Tworzenie transformacji danych wejsciowych w celu ulatwienia modelowania.

W przypadku obrazéw cecha jest wizualnie wyrézniajacym sie atrybutem. Na przyklad liczba ,,7”
charakteryzuje sie pozioma krawedzig w gornej czesci znaku i uko$ng linig prowadzaca od prawego
gornego do lewego dolnego naroznika. Z drugiej strony cyfra ,,3” jest o wiele bardziej skompliko-
wana: charakteryzuje si¢ dwiema uko$nymi krawedziami skierowanymi w strong¢ $rodka znaku,
poziomymi, krétkimi liniami na goérze i dole, kolejnymi uko$nymi krawedziami skierowanymi
w przeciwna strong itd. Czy mogliby$my wiec wyodrebni¢ informacje o tym, w ktérych miejscach
obrazu wystepuja krawedzie, a nastepnie uzy¢ jako cech nie pikseli, ale tych informacji?

Okazuje sie, ze wyszukiwanie krawedzi obrazu jest bardzo czestym zadaniem w widzeniu kompu-
terowym, a na dodatek zaskakujaco prostym. W tym celu uzywamy operacji zwanej konwolucjg
(inne nazwy to splot, splot catkowy lub mnozenie splotowe). Wykorzystuje ona jedynie mnozenie
i dodawanie. Te dwie operacje sa odpowiedzialne za zdecydowang wiekszo$¢ pracy, jaka wykonuje
kazdy model uczenia glebokiego zaprezentowany w tej ksigzce!
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Operacja konwolucji polega na zastosowaniu w obrazie tak zwanego jgdra splotu. Jadro splotu to
mata macierz, taka jak ta o rozmiarze 3x3 widoczna na rysunku 13.1 w prawym gérnym narozniku.

1 2 3 4 5 6 7 01 02 | 03
8 9 10 n 12 13 14 04 | 05 | 06
15 16 17 18 19 0 2 07 | 08 [ 09

22 23 24 25 26 27 28 \ l
29 30 31 32 33 34 35 =0,1x10 +02x11 +03x12

F0,4XT7 +0,5%18 +0,6x19
36 |37 |38 | 39| 4 | 4 4 +0,7x24 +0,8%25+09x26
=94

3] 44 45 46 47 48 49

Rysunek 13.1. Stosowanie jgdra splotu w pojedynczej lokalizacji

Macierz 7x7 po lewej stronie to obraz, w ktérym zamierzamy zastosowa¢ jadro splotu. Operacja
konwolucji mnozy element jadra splotu przez odpowiedni element bloku 3x3 z obrazu. lloczyny
s3 nastepnie sumowane. Na rysunku 13.1 pokazano przyklad uzycia jadra splotu z pojedynczym
obszarem bedacym blokiem 3x3, ktéry otacza pole o numerze 18.

Napiszmy kod odpowiadajacy tej operacji. Najpierw utworzymy niewielka macierz 3x3:

top_edge = tensor([[-1,-1,-1],
[ 0’ 0’ 0]9
[ 1, 1, 1]1]).float()

Nazwijmy te macierz jadrem splotu (poniewaz tak nazywaja je madrale zajmujacy si¢ widzeniem
komputerowym). Oczywiécie bedziemy tez potrzebowa¢ obrazu:

path = untar_data(URLs.MNIST_SAMPLE)
im3 = Image.open(path/'train'/'3'/'12.png")

show_image(im3);

Teraz pobierzemy z gdérnej czesci obrazu kwadrat o wymiarach 3x3 i pomnozymy kazda z jego
sktadowych przez odpowiedni element jadra splotu. Otrzymane iloczyny zsumujemy:

im3_t = tensor(im3)
im3_t[0:3,0:3] * top_edge
tensor([[-0., -0., -0.],

[0o., 0., 0.1,

[0., 0., 0.11)
(im3_t[0:3,0:3] * top_edge).sum()
tensor(0.)
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Uzyskali$émy niezbyt interesujace wyniki — wszystkie piksele w lewym gérnym narozniku sg biate.
Wybierzmy jednak kilka bardziej interesujacych miejsc:

df = pd.DataFrame(im3_t[:10,:20])
df.style.set _properties(**{'font-size':'6pt'}).background_gradient('Greys')

012 3 45 6 7 8 9 10 1M 12 13 14 15 16 17 18 19

0 0 0 o0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

1 o 0 o0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

2 o0 0 0O 0 0O O O O O O O ©0 0 0 0 0 0 0 0
3 0o 0 0 0 0O 0O O O O O © ©0 ©0 0 0 0 0 0 0 o0
4 o 0 0 0 0 0O O O O O O 0O ©0 0 0 0 0 0 0 0
5 0 o0 0
6 0 0 0
7 0 0 0
8 0 o0 0
9 o0 o0 0

Gorna krawedz cyfry znajduje si¢ w komdrce o adresie 5,7. Powtérzmy obliczenia:

(im3_t[4:7,6:9] * top_edge).sum()
tensor(762.)

Prawa krawedz znajduje si¢ w komérce 8,18. Co uzyskamy?

(im3_t[7:10,17:20] * top_edge).sum()

tensor(-29.)
W przypadku gdy kwadrat o wymiarach 3x3 piksele obejmuje gérna krawedz cyfry (czyli miejsce,
gdzie wystepuja niskie wartoéci, a zaraz pod nimi duze), konwolucja zwraca duzg liczbe. Dzieje si¢
tak, poniewaz wartosci -1 z jadra splotu maja niewielki wpltyw na wynik. Duzg role odgrywaja za
to warto$ci réwne 1.

A teraz troche¢ matematyki. Filtr wykorzystuje dowolny obszar o rozmiarze 3x3. Zalézmy, ze od-
powiednie piksele kwadratu nazwali$my w nastepujacy sposéb:

al a2 a3
a4 a5 a6
a7 a8 a9

W takim przypadku filtr zwrdci warto$é réwng al + a2 + a3 — a7 — a8 - a9. Jeéli wybierzemy obszar
na obrazie, w ktérym wartosci al, a2 i a3 zostang dodane do takich samych wartosci komérek a7,
a81 a9, wyniki zniosa si¢ i otrzymamy 0. Jednakze jesli wartos¢ al bedzie wieksza niz a7, a2 wigksza
niz a8, a a3 wigksza niz a9, w rezultacie uzyskamy wyzszg liczbe. Zatem filtr wykrywa krawedzie
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poziome, a dokladniej: takie, w ktorych przechodzimy od jasnych gérnych fragmentéw do ciem-
niejszych dolnych.

Gdy zmienimy filtr tak, aby na gérze znajdowaly si¢ wartosci 1, a na dole -1, zacznie wykrywa¢
krawedzie przechodzace z obszaru ciemnego do jasnego. Umieszczenie wartoéci 11 -1 w kolum-
nach zamiast w wierszach da w rezultacie filtr wykrywajacy krawedzie pionowe. Kazdy zestaw wag
bedzie zwigzany z innym rodzajem wyniku.

Utwoérzmy funkeje, ktora bedzie stosowana do okreslonego obszaru obrazu, a nastepnie sprawdzmy,
czy uzyskamy taki sam wynik jak poprzednio:

def apply_kernel(row, col, kernel):
return (im3_t[row-1:row+2,col-1:col+2] * kernel).sum()
apply_kernel(5,7,top_edge)

tensor(762.)

Pamietaj jednak, Ze nie mozemy jej zastosowaé do naroznika (na przyklad do lokalizacji 0,0), po-
niewaz w tym miejscu nie mozna uzyskaé pelnego kwadratu 3x3.

Odwzorowywanie jadra splotu

Funkgji apply_kernel () mozemy uzy¢ w calej siatce wspolrzednych. Oznacza to, ze jadro splotu
3x3 zastosujemy dla kazdego z obszaréw o rozmiarach 3x3 nalezacych do obrazu. Na rysunku 13.2
pokazano uzycie jadra 3x3 w przypadku gdérnej krawedzi obrazu o rozmiarach 5x5.

Rysunek 13.2. Stosowanie jgdra splotu w siatce wspétrzednych

Aby uzyskac siatke wspotrzednych, mozemy uzy¢ zagniezdzonej listy sktadanej, na przyktad:
[[(i,j) for j in range(1,5)] for i in range(1,5)]

[, 1, (1, 2), (1, 3), (1, 4],
[(2, 1), (2, 2), (2, 3), (2, 4)],
[(3, 1), (3, 2), (3, 3), (3, 4)],
[(4, 1), (4, 2), (4, 3), (4, H)]]

Zagniezdzone listy sktadane

Listy zagniezdZone sg czesto uzywane w jezyku Python, wigc jesli jeszcze nie mialte$
z nimi do czynienia, poswiec kilka minut, aby si¢ upewni¢, Ze rozumiesz, jak dziataja.
Postaraj si¢ réwniez poeksperymentowac i utworzy¢ przyklady zagniezdzonych list
sktadanych.
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Oto wynik nalozenia jadra splotu na siatke wspoirzednych:

rng = range(1,27)
top_edge3 = tensor([[apply _kernel(i,j,top _edge) for j in rng] for i in rng])

show_image(top_edge3);

—
-

-

Wryglada niezle! Gorne krawedzie sg czarne, a dolne — biale (gdyz sa przeciwieristwem gérnych).
Poniewaz obraz zawiera takze liczby ujemne, biblioteka matplotlib automatycznie zmienita kolory,
aby obszarom bialym odpowiadaly liczby najmniejsze, czarnym najwigksze, a szarym zera.

Sprobujmy wykonaé te samg operacje dla krawedzi lewych:
0],
al,
0]]).float()

’1’
»1,
»1,

Teft_edge = tensor([

[ K R}

left_edge3 = tensor([[apply_kernel(i,j,left edge) for j in rng] for i in rng])

5)

Jak juz wspominaliémy, konwolucja to operacja naktadania jadra splotu na siatke wspotrzednych.
Artykul Vincenta Dumoulina i Francesco Visina A Guide to Convolution Arithmetic for Deep
Learning (,,Jak uzywac¢ arytmetyki konwolucyjnej w uczeniu glebokim?” — https://oreil.ly/les1R)
zawiera wiele $wietnych schematéw pokazujacych, w jaki sposéb mozna stosowa¢ jadro splotu.
Rysunek 13.3 prezentuje przyklad wziety z artykulu, pokazujacy jasnoniebieski obraz siatki 4x4
z nalozonym ciemnoniebieskim jadrem splotu 3x3, co w rezultacie tworzy zielona mape aktywacji
wyj$ciowej o rozmiarze 2x2.

e »

Rysunek 13.3. Wynik zastosowania jgdra 3x3 w obrazie 4x4
(dzigki uprzejmosci Vincenta Dumoulina i Francesco Visina)

show_image(1eft_edge3);

Spojrz na ksztatt wyniku. Jeéli obraz ma wysokos¢ h i szeroko$¢ w, ile mozna w nim znalez¢ okien
o rozmiarach 3x3? Jak wida¢ na rysunku, okna maja rozmiary h-2 x w-2, wiec otrzymany obraz ma
wysoko$¢ h-2 i szerokos¢ w-2.
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Nie zaimplementujemy funkcji konwolucyjnej od podstaw, ale uzyjemy gotowego rozwiazania do-
stepnego w bibliotece PyTorch (dziala o wiele szybciej niz jakikolwiek kod Pythona).

Konwolucje w bibliotece PyTorch

Konwolucja jest tak wazna i szeroko stosowang operacjg, ze zostala wbudowana w biblioteke PyTorch
i wystepuje pod nazwa F.conv2d (pamietaj, ze F to import biblioteki fastai z torch.nn. functional,
zgodnie z zaleceniami PyTorch). Z dokumentacji biblioteki PyTorch mozemy si¢ dowiedzie¢,
ze funkcja F.conv2d zawiera nastepujace parametry:

input

wejsciowy tensor o ksztalcie (minibatch, in_channels, iH, iW)
weight

filtr o ksztalcie (out_channels, in_channels, kH, kW)

Symbole iH i iW oznaczajg wysoko$¢ i szeroko$¢ obrazu (w naszym przypadku 28,28), a kH i kW jest
wysokodcig i szerokoscia jadra splotu (w naszym przypadku 3,3). Najwyrazniej jednak biblioteka
PyTorch oczekuje, by oba parametry byly tensorami 4. rzedu, podczas gdy obecnie mamy tylko
tensory 2. rzedu (czyli macierze lub tablice dwuwymiarowe).

Wymoég dostarczenia dodatkowych wymiaréw wynika stad, ze biblioteka PyTorch ma kilka asow
w rekawie. Pierwsza sztuczka polega na tym, ze konwolucja moze zosta¢ zastosowana w tym samym
czasie do wielu obrazéw. Oznacza to, ze mozemy jej od razu uzy¢ ze wszystkimi elementami za-
wartymi w minipaczce!

Po drugie, biblioteka PyTorch moze w tym samym czasie zastosowa¢ wiele jader splotu. Utworzmy
wiec rowniez jadra o krawedziach w postaci przekatnej, a nastepnie umie$§¢émy wszystkie cztery
jadra splotu w jednym tensorze:

diagl_edge = tensor([[ 0,-1, 1],
[-1, 1, 0],
[ 1, 0, 0]]).float()
diag2_edge = tensor([[ 1,-1, 0],
[0, 1,-1],
[ 0, 0, 1]]).float()
edge_kernels = torch.stack([left_edge, top_edge, diagl edge, diag2_edge])
edge_kernels.shape

torch.Size([4, 3, 3])

Aby przeprowadzi¢ testy, bedziemy potrzebowaé obiektu DatalLoader i przyktadowej minipaczki.
Skorzystajmy z interfejsu API blokéw danych:

mnist = DataBlock((ImageBlock(c1s=PILImageBW), CategoryBlock),
get _items=get image files,
splitter=GrandparentSplitter(),
get_y=parent_label)

dls = mnist.dataloaders(path)
xb,yb = first(dls.valid)
xb.shape

torch.Size([64, 1, 28, 28])
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Podczas korzystania z blokéw danych biblioteka fastai domy$lnie umieszcza dane w karcie graficzne;.
W tym przypadku wybierzmy jednak procesor komputera:

xb,yb = to_cpu(xb),to_cpu(yb)

Jedna minipaczka sktada si¢ z 64 obrazéw, z ktérych kazdy zawiera 1 kanal. Obrazy maja wymiary
28x28 pikseli. Funkcja F.conv2d obstuguje rowniez obrazy wielokanatowe (kolorowe). Kanat to
pojedynczy, podstawowy kolor obrazu — w przypadku zwyklych kolorowych obrazéw dostepne sa
trzy kanaly: czerwony, zielony i niebieski. Biblioteka PyTorch reprezentuje obraz jako tensor 3.
rzedu o nastepujacych wymiarach:

[liczba_kanatow, liczba wierszy, liczba_kolumn]

W dalszej czesci rozdziatu dowiesz sig, jak mozna obstugiwad wiecej niz jeden kanat. Jadra splotu
przekazywane do funkgji F.conv2d musza by¢ tensorami 4. rzedu:

[liczba_kanatow wejsciowych, liczba cech wyjSciowych, liczba wierszy, liczba_kolumn]

Zmiennej edge_kernels brakuje obecnie jednego rzedu, Musimy poinformowac¢ biblioteke PyTorch,
ze liczba kanatow wejsciowych w jadrze wynosi 1. Mozemy to zrobi¢ przez umieszczenie osi o roz-
miarze 1 (zwanej osig jednostkowg) w miejscu oznaczonym liczba _kanatow wejSciowych. Aby wsta-
wi¢ 0§ jednostkowa do tensora, uzywamy metody unqueeze:

edge_kernels.shape,edge kernels.unsqueeze(1).shape
(torch.Size([4, 3, 3]), torch.Size([4, 1, 3, 31))

Zmienna edge_kernels ma juz odpowiedni ksztalt. Wywotajmy wiec funkcje conv2d:

edge_kernels = edge_kernels.unsqueeze(1)

batch_features = F.conv2d(xb, edge_kernels)
batch_features.shape

torch.Size([64, 4, 26, 26])

Uzyskany ksztalt oznacza, ze w minipaczce mamy 64 obrazy, a takze uzywamy 4 jader splotu i map
krawedzi o rozmiarach 26x26 (zaczynaliémy od obrazéw 28x28, ale jak wspomnielismy, z kazdej
krawedzi nalezalo odja¢ po jednym pikselu). Otrzymalismy taki sam rezultat jak w przypadku sa-
modzielnie stworzonego kodu:

show_image (batch_features[0,0]);
-/
Najwazniejsza sztuczka, jaka PyTorch ma w zanadrzu, polega na tym, ze te zadania (czyli naklada-
nie wielu jader splotu na wiele obrazéw z wieloma kanalami) moga by¢ wykonywane réwnolegle
w karcie graficznej. Procesory graficzne pracuja najwydajniej, gdy wykonuja wspétbieznie wiele
dziatan. Gdyby$my uruchamiali kazda z operacji pojedynczo, wszystko dziataloby setki razy wol-
niej (a nawet miliony razy wolniej w przypadku uzycia samodzielnie stworzonej petli konwolucji

z poprzedniego punktu!). Dlatego warto przydziela¢ kartom graficznym jak najwiecej zadan wyko-
nywanych jednoczesénie.
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Byloby mito, gdybysmy nie musieli dla kazdej osi traci¢ dwoch pikseli. Rozwigzanie polega na do-
daniu dopetnienia, czyli po prostu dodatkowych pikseli umieszczonych na zewnatrz obrazu. Naj-
czedciej dodawane sg piksele z zerami.

Kroki i dopetnienie

Dzieki odpowiedniemu dopelnieniu zapewnimy, ze mapa aktywacji wyjéciowej bedzie miata taki
sam rozmiar jak obraz oryginalny, co znacznie uproéci konstruowanie architektur. Na rysunku 13.4
pokazano, w jaki sposob dopelnienie pozwala zastosowac jadro splotu w naroznikach obrazu.

Rysunek 13.4. Konwolucja z dopetnieniem

Jak wida¢ na rysunku 13.5, jezeli mamy dane wejsciowe o rozmiarze 5x5, jadro 4x4 i 2 piksele
dopetnienia, otrzymujemy mape aktywacji 6x6.

Rysunek 13.5. Jgdro splotu 4x4 uzywane z danymi wejsciowymi o rozmiarze 5x5 i dwoma pikselami wypetnienia
(dzigki uprzejmosci Vincenta Dumoulina i Francesco Visina)

Jesli uzyjemy jadra splotu o rozmiarze ks na ks (przy czym ks jest liczbg nieparzysta), warto$¢ do-
pelnienia wymagana do zachowania takiego samego ksztaltu bedzie réwna ks//2. Gdyby ks byt
liczbg parzysta, wymagatoby to innego dopetnienia na gérze (dole) i po lewej (prawej). W praktyce
prawie nigdy jednak nie uzywamy parzystego rozmiaru filtra.

Po nalozeniu jadra splotu na siatke wspotrzednych przesuwali$my je nastepnie o jeden piksel. Ale
mozemy zrobi¢ co$ wiecej — na przyklad przesuwac jadro o dwa piksele po kazdym uzyciu, jak
pokazano na rysunku 13.6. Taka operacja jest znana pod nazwa konwolucji z krokiem 2 (ang. stride-
2 convolution). W praktyce najpowszechniejszym rozmiarem jadra jest 3x3, a najczestszym dopet-
nieniem jest wartos$¢ 1. Jak zobaczysz, konwolucje z krokiem 2 przydajg si¢ do zmniejszania roz-
miaru wartosci wynikowych, a konwolucje z krokiem 1 sg przydatne do dodawania warstw bez
zmiany rozmiaru wyj$ciowego.
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Rysunek 13.6. Jgdro 3x3 uzywane z danymi wejsciowymi o rozmiarze 5x5, konwolucjq z krokiem 2 i jednym
pikselem wypetnienia (dzigki uprzejmosci Vincenta Dumoulina i Francesco Visina)

Uzycie dopelnienia réwnego 1 i kroku o wartosci 2 z obrazem o rozmiarze h x w pozwoli uzyska¢
rozmiar (h+1)//2 x (w+1)//2. Oto ogdlny wzér dla dowolnego rozmiaru:

(n + 2*pad - ks) // stride + 1
W powyzszym wzorze pad oznacza dopelnienie, ks rozmiar jadra splotu, a stride krok.

A teraz przyjrzyjmy sie, w jaki sposdb sg obliczane wartoéci pikseli w przypadku wynikéw operacji
konwolucji.

Zrozumienie réwnan konwolugji

Prébujac objasni¢ operacje matematyczne dotyczace konwolucji, Matt Kleinsmith, student fast.ai,
wpadl na bardzo sprytny pomyst zaprezentowania konwolucyjnej sieci neuronowej z réznych
punktéw widzenia (https://oreil.ly/wZuBs). To rozwiazanie bylo tak ciekawe i pomocne, ze wyko-
rzystaliémy je w ksigzce!

Oto obraz o wymiarach 3 na 3 piksele. Kazdy z pikseli zostal oznaczony okreslong litera:

A |B |C
D |E
G |H |J

A oto jadro splotu. Kazda waga zostala oznaczona litera grecka:

B
y |8

Poniewaz filtr moze zosta¢ uzyty cztery razy z obrazem, uzyskujemy cztery wyniki:
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Rysunek 13.7 pokazuje, w jaki sposdéb zastosowalismy jadro do kazdej czesci obrazu, by uzyskaé

odpowiedni wynik.
A |B |C i
P Zastosowany z Powod uE
y |8 D IE |F powstanie
G |H
B A |B |C
y |8 D |E [&
G |H |J
B A B |C
y |8 D |E
G |H
B A B |C
y |8 D |E |F
G |H |J

Rysunek 13.7. Stosowanie jgdra splotu

Na rysunku 13.8 zaprezentowano widok réwnan.

la[* [Al+ g |* [B]+ |y |* [o|+ |8 ]* [E|]+ p =
la|* B+ [B]* [e]+ v ]* [E]+ 8] [E]+ b =
la|* D]+ g]* [E]+ |y |* [e]|+ |8 ]* [H]|+ » =
la[* [E]+ g |* [Fl+ |y |* ]|+ |8 ]* 3]+ » =

Rysunek 13.8. Réwnania

Zwrd¢ uwage, ze warto$¢ przesuniecia b jest taka sama dla kazdej czgéci obrazu. Przesunigcie, po-
dobnie jak wagi (o, B, y, §), mozna potraktowa¢ jako czeé¢ filtra.
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Oto interesujace spostrzezenie — konwolucje mozna przedstawic jako specjalny rodzaj mnozenia
macierzy, co pokazano na rysunku 13.9. Macierz wag jest taka sama jak w przypadku tradycyjnych
sieci neuronowych. Jednak ma ona dwie szczeg6lne wlasciwosci:

1. Zera w kolorze szarym nie mogg by¢ trenowane. Oznacza to, ze nie zmienig wartoéci podczas
calego procesu optymalizacji.

2. Niektdre z wag s sobie réwne i chociaz mozna je wytrenowa¢ (czyli zmienic), wcigz musza
pozosta¢ takie same. Sg one nazywane wagami wspétdzielonymi (ang. shared weights).

Zera odpowiadaja pikselom, ktorych filtr nie moze zmieni¢. Kazdy wiersz macierzy wag odpowiada
jednej operacji uzycia filtra.

algfoly[a]o[ofofo] [a] [6] [aa+pB-oc+yDrsEroF-0G-0r-01+b] [cA+pB+yD+3E+D
ofa [g [ o]y [8] o[ o o|* 8|+ [b |= [0a-aB+pC0D+yE+8F0G0H-0I+b |= |aB+pCH/E+sF+b [=
o| o| ofa [p | oly ol [c] [b] -0B+0C+aD+PE+0F+yG+5H+0J+D |  |aD+BE+yG+5H+b
o/ o/olofalpg|ofy ] [o] [b] D+aE+PF+0G+yH+5J+b |  |aE+pF+yH+8I+D

E |

1

G |

v |

]

Rysunek 13.9. Konwolucja jako mnozenie macierzy

Skoro juz wiesz, czym sa konwolucje, uzyjmy ich do stworzenia sieci neuronowe;j.

Pierwsza konwolucyjna sie¢ neuronowa

Nie ma powodu, by sadzi¢, ze okredlone filtry krawedziowe sa najbardziej uzytecznymi jadrami
splotu stuzacymi do rozpoznawania obrazéw. Wiesz juz, ze jadra splotu staja si¢ w dalszych war-
stwach zfozonymi transformacjami cech z nizszych poziomdw. Nie potrafimy ich jednak samo-
dzielnie tworzy¢.

Najlepiej bytoby, gdyby model mégt sie nauczy¢ wartosci jader splotu. Juz wiemy, jak mozna to
zrobi¢ — za pomoca stochastycznego spadku wzdluz gradientu! Dzigki temu model pozna cechy
przydatne do klasyfikacji. Gdy uzywamy konwolucji zamiast (lub oprocz) zwyktych warstw linio-
wych, tworzymy konwolucyjng sie¢ neuronowg (CNN).

Tworzenie konwolucyjnej sieci neuronowej

Wréémy do podstawowej sieci neuronowej, ktorej uzywaliémy w rozdziale 4. Zostata ona zdefinio-
wana w nastepujacy sposob:

simple_net = nn.Sequential(
nn.Linear(28*28,30),
nn.ReLU(),
nn.Linear(30,1)
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Mozemy wys$wietli¢ definicje modelu:

simple_net
Sequential(
(0): Linear(in_features=784, out_features=30, bias=True)
(1): ReLU()
(2): Linear(in_features=30, out_features=1, bias=True)
)
Chcemy stworzy¢ architekture podobng do powyzej przedstawionego modelu, ale z wykorzysta-
niem warstw konwolucyjnych zamiast liniowych. Moduf nn.Conv2d jest odpowiednikiem modutu
F.conv2d. Podczas tworzenia architektury jest on jednak wygodniejszy niz F.conv2d, poniewaz

automatycznie tworzy macierz wag, gdy go konkretyzujemy.

Oto mozliwa architektura:

broken_cnn = sequential(
nn.Conv2d(1,30, kernel_size=3, padding=1),
nn.ReLU(),
nn.Conv2d(30,1, kernel size=3, padding=1)
)
Nalezy zauwazy¢, ze nie musieliémy okresla¢ wartoéci 28*28 jako rozmiaru wejsciowego. Wynika
to stad, ze dla kazdego piksela warstwa liniowa musi okre$li¢ wage w macierzy wag. Powinna wiec
zna¢ informacje o tym, ile jest pikseli. Konwolucja zostaje jednak automatycznie zastosowana do
kazdego z nich. Jak juz wiesz, wagi zalezg tylko od liczby kanaléw wejéciowych i wyjsciowych oraz
rozmiaru jadra splotu.

Zastanow sie przez chwile nad tym, jaki moze by¢ ksztalt wyjéciowy. Sprawdzmy zatem, czy dobrze
odgadtes:

broken_cnn(xb) .shape

torch.Size([64, 1, 28, 28])
Takiego modelu nie mozemy jeszcze uzy¢ do klasyfikacji, poniewaz potrzebujemy pojedynczej
aktywacji wyj$ciowej na obraz, a nie mapy aktywacji o rozmiarze 28x28. Jednym ze sposobdw roz-
wigzania tego problemu jest uzycie wystarczajacej liczby konwolucji z krokiem 2, tak aby ostatnia
warstwa miata rozmiar 1. Po jednej konwolucji z krokiem 2 rozmiar bedzie wynosil 14x14;
po dwodch 7x7; nastepnie 4x4, 2x2 i wreszcie 1.

Przetestujmy to. Najpierw zdefiniujemy funkcje z podstawowymi parametrami, ktérych bedziemy
uzywaé w kazdej konwolucji:
def conv(ni, nf, ks=3, act=True):
res = nn.Conv2d(ni, nf, stride=2, kernel_size=ks, padding=ks//2)

if act: res = nn.Sequential(res, nn.ReLU())
return res

Modyfikacja

Whadciwa modyfikacja fragmentdw sieci neuronowych znacznie zmniejsza prawdo-
podobienstwo wystapienia bledéw wynikajacych z niespdjnosci w architekturach i po-
woduje, ze bardziej oczywiste staje sie, ktore elementy warstw faktycznie sie zmieniajg.
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Gdy uzywamy konwolucji z krokiem 2, czesto jednocze$nie zwickszamy liczbe cech. Dzieje sie tak,
poniewaz czterokrotnie zmniejszamy liczbe aktywacji w mapie — nie chcemy od razu zbytnio
zmniejsza¢ pojemnosci warstwy.

Stownictwo: kanaty i cechy

Te dwa terminy sa w duzej mierze uzywane zamiennie i odnoszg si¢ do rozmiaru
drugiej osi macierzy wag, czyli liczby aktywacji na komdrke siatki po wykonaniu
operacji konwolucji. Cechy nigdy nie s uzywane w odniesieniu do danych wejscio-
wych, jednak kanaly moga dotyczy¢ takich danych (zazwyczaj oznaczajg wtedy ko-
lory) albo aktywacji wewnatrz sieci.

W taki sposob mozemy zbudowacé prosty model konwolucyjnej sieci neuronowe;j:

simple_cnn = sequential(

conv(l ,4), #14x14
conv(4 ,8), #7x7
conv(8 ,16), #4x4
conv(16,32), #2x2
conv(32,2, act=False), #IxI
Flatten(),
)
Mowi Jeremy

W wierszach kodu odpowiadajacych operacjom konwolucji lubie dodawa¢ komen-
tarze, ktore informujg, jaki bedzie rozmiar mapy aktywacji po kazdej warstwie.
W powyzszym przypadku zatozytem, Ze rozmiar wejéciowy wynosi 28x28.

Teraz sie¢ generuje dwie aktywacje, ktére sa odwzorowywane na dwa mozliwe poziomy w etykietach:

simple_cnn(xb) .shape
torch.Size([64, 2])

Utworzmy obiekt Learner:
learn = Learner(dls, simple_cnn, loss_func=F.cross_entropy, metrics=accuracy)
Aby poznac szczegdly zwigzane z modelem, mozemy uzy¢ funkcji summary:
learn.summary ()

Sequential (Input shape: ['64 x 1 x 28 x 28'])

Layer (type) Output Shape Param # Trainable
ReLU 64 x 4 x 14 x 14 0 False
Conv2d 64 x 8 x 7 x7 296 True
ReLU 64 x 8 x7 x7 0 False
Conv2d 64 x 16 x 4 x 4 1,168 True
ReLU 64 x 16 x 4 x 4 0 False
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Convad 64 x 32 x 2 x 2 4,640 True

RelU 64 x 32 x 2 x 2 0 False
Convad 64 x 2 x1x1 578 True
Flatten 64 x 2 0 False

Total params: 6,722
Total trainable params: 6,722
Total non-trainable params: 0

Optimizer used: <function Adam at 0x7fbc9c258cb0>
Loss function: <function cross_entropy at 0x7fbca9ba0170>

Callbacks:
- TrainEvalCallback
- Recorder
- ProgressCallback

Zwro6¢ uwage, ze wynik koficowej warstwy Conv2d jest réwny 64x2x1x1. Musimy usuna¢ dodatkowe
osie 1x1 — to wlasnie wykonuje funkcja Flatten. Dziala ona w zasadzie tak samo jak metoda
squeeze z biblioteki PyTorch, ale w postaci modutu.

Sprawdzmy, jak trenuje si¢ wlasnie utworzong sie¢! Poniewaz jest glebsza niz ta, ktorg wezeéniej
budowaliémy od podstaw, uzyjemy nizszej wartosci wspdlczynnika uczenia i wickszej liczby epok:

Tearn.fit_one cycle(2, 0.01)

m Strata zbioru treningowego Strata zbioru walidacyjnego Doktadnos¢ (zas
0 0,072684 0,045110 0,990186 00:05
1 0,022580 0,030775 0,990186 00:05

Sukces! Wyniki sg zblizone do tych, ktére osiagneliémy w przypadku modelu resnet18, chociaz
trenowanie zajmuje wigcej epok i uzywamy nizszego wspdtczynnika uczenia. Powiniene$ wigc jesz-
cze pozna¢ kilka innych sztuczek. Jeste$émy jednak coraz blizej momentu, w ktérym stworzymy od
podstaw nowoczesng konwolucyjng sie¢ neuronowa.

Zrozumienie arytmetyki konwolugji

W podsumowaniu informacji o modelu moglismy zobaczy¢, ze dane wejsciowe maja rozmiar
64x1x28x28. Poszczegblne osie to batch (minipaczka), channel (kanal), height (wysokos¢) i width
(szerokos¢). Taki zestaw jest czesto przedstawiany w postaci skrdtu NCHW (gdzie N oznacza wielkoé¢
paczki). Z drugiej strony biblioteka TensorFlow uzywa kolejnosci osi NHWC. Oto pierwsza warstwa:

m = learn.model[0]

m

Sequential(
(0): Conv2d(1, 4, kernel_size=(3, 3), stride=(2, 2), padding=(1, 1))
(1): ReLU()

)
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Mamy wigc 1 kanal wej$ciowy, 4 kanaly wyjéciowe i jadro splotu 3x3. Sprawdzmy wagi pierwszej
konwolucji:

m[0] .weight.shape

torch.Size([4, 1, 3, 3])
W podsumowaniu wida¢, ze mamy 40 parametréw, ale przeciez 4*1*3*3 = 36. Jakie sa wiec pozo-
state cztery parametry? Zobaczmy, co zawiera przesuniecie:

m[0] .bias.shape

torch.Size([4])
Mozemy teraz wykorzystaé powyzsza informacje, aby wyjasni¢ wcze$niejsze stwierdzenie: ,,Gdy
uzywamy konwolucji z krokiem 2, czesto zwigkszamy liczbe cech. Dzieje si¢ tak, poniewaz cztero-
krotnie zmniejszamy liczbe aktywacji w mapie — nie chcemy od razu zbytnio zmniejsza¢ pojem-
nosci warstwy”.

Kazdy kanal zawiera jedno przesuniecie (gdy nie mamy do czynienia z danymi wejéciowymi, ka-
naly s3 czasem nazywane cechami lub filtrami). Ksztalt wyjSciowy wynosi 64x4x14x14, a zatem sta-
nie si¢ on ksztaltem wejéciowym dla nastepnej warstwy. Nastepna warstwa, zgodnie z wynikiem
funkcji summary, ma 296 parametréw. Aby uproéci¢ obliczenia, zignorujmy o$ odpowiadajaca mi-
nipaczce. Tak wigc dla kazdej z 14*14 = 196 lokalizacji mnozymy 296-8 = 288 wag (dla uproszcze-
nia pomijajac przesuniecie), czyli dla tej warstwy uzyskujemy 196*288 = 56448 operacji iloczynow.
Nastepna warstwa réwniez bedzie miafa 7#7*(1168-16) = 56448 operacji iloczynow.

Okazuje sig, ze konwolucja z krokiem 2 zmniejszyla o polowe rozmiar siatki, z 14x14 na 7x7. Jed-
nocze$nie liczba filtrow podwoila sie, z 8 do 16, co spowodowalo, ze ilo$¢ obliczen si¢ nie zmienita.
Gdybysmy zostawili taka samg liczbe kanaléw w kazdej warstwie z krokiem 2, ilo$¢ wykonywanych
obliczen bytaby coraz mniejsza w miare przemieszczania si¢ w glab sieci. Wiemy jednak, ze glebsze
warstwy muszg rozpoznawaé semantycznie zfozone cechy (takie jak oczy lub futro), wiec nie spo-
dziewamy si¢, ze wykonywanie mniejszej ilosci obliczen ma sens.

Innym podejéciem sg pola receptywne.

Pola receptywne

Pole receptywne to obszar obrazu, ktdry bierze udzial w obliczaniu warstwy. Zamieszczony na na-
szej stronie internetowej (https://book.fast.ai/) arkusz kalkulacyjny Excel o nazwie conv-exam-
ple.xlsx przedstawia obliczenia dwdoch konwolucyjnych warstw z krokiem 2 wykorzystujace cyfry
ze zbioru MNIST. Kazda warstwa ma jedno jadro splotu. Na rysunku 13.10 pokazano, co uzy-
skamy, gdy klikniemy jedng z komoérek obszaru conv2, ktéry przedstawia dane wyjsciowe drugiej
warstwy konwolucyjnej, a nastepnie wybierzemy opcje Sled? poprzedniki.

Komorka, ktdrg klikneli$émy, zostata otoczona zielong ramka. Komorki pod$wietlone na niebiesko
sa poprzednikami, czyli polami, ktére s3 uzywane do jej obliczenia. Tym polom odpowiada obszar
3x3 komoérek z warstwy wejsciowej (po lewej) i komoérki z filtra (po prawej). Kliknijmy teraz
ponownie opcje Sled? poprzedniki, aby zobaczy¢, jakie komérki s3 uzywane do obliczania danych
wejsciowych. To dziatanie przedstawiono na rysunku 13.11.
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Rysunek 13.10. Bezposrednie poprzedniki warstwy Conv2
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Rysunek 13.11. Drugie poprzedniki warstwy Conv2

W tym przyktadzie mamy tylko dwie warstwy konwolucyjne z krokiem 2, dlatego $ledzac, wracamy
do obrazu wejsciowego. Mozemy zauwazy¢, ze obszar komoérek o wymiarach 7x7 w warstwie wej-
$ciowej jest uzywany do obliczenia pojedynczej zielonej komorki w warstwie Conv2. Ten obszar
7x7 jest polem receptywnym dla tej zielonej komorki aktywacji. Widzimy réwniez, ze w filtrze jest
potrzebne drugie jadro splotu, poniewaz uzywamy dwdch warstw.

Okazuje sie, ze im bardziej zaglebimy sie w sie¢ (a dokladniej: im wiecej konwolucji z krokiem
2 znajduje sie przed warstwa), tym wigksze bedzie pole receptywne dla aktywacji w danej warstwie.
Duze pole receptywne oznacza, ze znaczaca ilo$¢ informacji pochodzacej z obrazu wejsciowego
zostanie uzyta do obliczenia kazdej z aktywacji. W glebszych warstwach sieci dostgpne sa seman-
tycznie bogate cechy odpowiadajace wiekszym polom receptywnym. Dlatego tez dla kazdej z tych
cech bedziemy potrzebowac wiekszej liczby wag, aby model mégt sobie poradzi¢ z rosnacy ztozono-
$cig. To inny sposob wyrazenia tego samego wniosku, ktéry przedstawiliémy w poprzednim punkcie:
gdy w sieci zaczniemy uzywa¢ konwolucji z krokiem 2, powinni$my zwigkszy¢ liczbe kanaléw.
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Tworzac ten rozdzial, staneliémy w obliczu wielu pytan, na ktére musieliSmy odpowiedzie¢, aby
jak najlepiej wyjasni¢ dziatanie konwolucyjnych sieci neuronowych. Co ciekawe, wiekszos¢ odpo-
wiedzi znalezli$my na Twitterze. Zanim przejdziemy do obrazéw wykorzystujacych kolory, zro-
bimy sobie krotka przerwe i potweetujmy.

Kilka uwag o Twitterze

Ogolnie méwiac, nie jeste$my zbyt aktywnymi uzytkownikami sieci spotecznosciowych. Celem tej
ksigzki jest sprawienie, abys$ zostal $wietnym specjalista wykorzystujacym w praktyce uczenie gle-
bokie. Koniecznie trzeba wigc wspomnie¢, jak wazny byl Twitter podczas poszukiwan wiedzy zwig-
zanej z tg dziedzing nauki.

Istnieje zupelnie odmienny zakamarek Twittera, bardzo odlegly od Donalda Trumpa i Kardashia-
néw, w ktérym naukowcy i specjalisci zajmujacy si¢ uczeniem gltebokim codziennie rozmawiaja
o swoich sprawach. Gdy pisaliémy ten podrozdzial, Jeremy chcial jeszcze raz sprawdzic, czy to, co
stwierdzili$my o konwolucji z krokiem 2, bylo poprawne, wigc zadat pytanie:

" Jeremy Howard bt
1"" @jeremyphoward
Zapomniatem, dlaczego przeszlismy z konwolugji
z krokiem 1 wykorzystujgcej opcje maxpool do konwolugji
z krokiem 2.1 dlaczego nie uzywamy konwolugji z krokiem 1,
ktéra wykorzystuje opcje avgpool? Czy jakies nowoczesne
sieci to robig? Czy to tylko kwestia empiryczna, czy jest jakis
gtebszy powdd? Czy kto$ to przeanalizowat?

11:21 AM - Feb 23, 2020 - Twitter Web App

Kilka minut pdzniej pojawita si¢ odpowiedz:

: Christian Szegedy ¥
@ChrSzegedy

Replying to @jeremyphoward

To zalezy od wielu czynnikéw: ogdlnej architektury sieci,
akceleratora (CPU, GPU, TPU) itp. Niektdre modele oparte
na architekturze Inception wykorzystywaty potgczenie
réznych rodzajéw poolingu (conv + max, avg, [2). Réznice
jakosciowe byly marginalne. Niektére metody poolingu
lepiej obstuguja drobne elementy obrazu.

11:39 AM - Feb 23, 2020 « Twitter Web App

Christian Szegedy jest gtéwnym tworca architektury Inception (https://oreilly/hGE_Y), zwyciezcy
konkursu ImageNet z 2014 roku. Wyglasza rowniez wiele waznych uwag dotyczacych wspodlcze-
snych sieci neuronowych. Dwie godziny pdzniej pojawila si¢ nastepna wypowiedz:
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Yann LeCun e,
@ylecun

Replying to @jeremyphoward

W artykule NeurComp z poczatku 1989 roku dotyczacym
sieci CNN wykorzystatem konwolucje z krokiem 2, ale bez
poolingu. Zrobitem tak, by obliczenia byty szybkie.

W drugim artykule (NIPS 1989) wykorzystatem konwolucje
+ avg pooling i funkcje tanh. Model dziata lepiej z cyframi
tworzacymi kody pocztowe. Ale moze to wynikac z réznych
przyczyn.

1:35 PM - Feb 23, 2020 - Twitter for Android

Czy rozpoznajesz tego naukowca? Spotkales go w rozdziale 2., gdy méwiliémy o zdobywcach na-
grody Turinga, ktorzy stworzyli podstawy uczenia glebokiego!

Jeremy poprosil na Twitterze rowniez o pomoc w sprawdzeniu, czy opis wygltadzania etykiet za-
prezentowany w rozdziale 7. jest poprawny. Ponownie otrzymatl odpowiedz od Christiana Szegedy
(wygtadzanie etykiet zostalo pierwotnie wprowadzone w artykule dotyczacym architektury Inception):

@ Christian Szegedy k
@ChrSzegedy

Replying to @jeremyphoward

Ten algorytm zostat stworzony gtéwnie przez Siergieja,

wiec jego nalezatoby zapytac. Ale uwazam, ze Twdj opis

jest w porzadku. Prawidtowe interpretuje przejécie.

5:24 PM - Feb 21, 2020 - Twitter Web App

Wielu znanych naukowcdw jest stalymi uzytkownikami Twittera i chetnie komunikuje si¢ z szersza
spotecznoscia. Warto odwiedzi¢ profil Jeremy’ego (https://oreil.ly/sqOI7) lub Sylvaina (https://oreil.ly/
VWYHY). W ten sposdb mozesz zapoznac si¢ z lista uzytkownikéw Twittera, ktorzy naszym zdaniem
prowadza ciekawe dyskusje.

To przede wszystkim dzieki Twitterowi jesteémy na biezaco z interesujacymi artykutami, nowymi
wersjami oprogramowania i innymi wiadomo$ciami dotyczacymi uczenia glebokiego. Aby nawigza¢
kontakt ze spotecznoscia, warto zaangazowac sie zaréwno na forach fast.ai (https://forums.fast.ai/),
jak i na Twitterze.

A teraz wro¢my do gléwnego zagadnienia poruszanego w tym rozdziale. Do tej pory przykladowe
obrazy prezentowali$émy tylko w odcieniach szarosci, z jedna wartoécig przypadajaca na piksel.
W praktyce wigkszo$¢ kolorowych obrazéw uzywa trzech wartosci sktadajacych sie na piksel i okre-
$lajacych jego kolor.
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Obrazy kolorowe

Obraz kolorowy to tensor 3. rzedu:

im = image2tensor(Image.open('images/grizzly.jpg'))
im.shape

torch.Size([3, 1000, 846])

show_image(im);

Pierwsza o$ zawiera kanaly czerwony, zielony i niebieski:

_,axs = subplots(1,3)
for bear,ax,color in zip(im,axs,('Reds','Greens', 'Blues')):
show_image(255-bear, ax=ax, cmap=color)

Widziales, jak przebiegala operacja konwolucji w przypadku jednego filtra uzytego z jednym kana-
tem obrazu (przyklady wykorzystywaly obszar bedacy kwadratem). Warstwa konwolucyjna po-
biera obraz z pewng liczbg kanatéw (trzema przypadajacymi na pierwszg warstwe, jesli plik to zwy-
kly obraz z kolorami RGB), a nastepnie generuje obraz zawierajacy inng ich liczb¢. Podobnie jak
w przypadku rozmiaru ukrytego, ktéry reprezentuje liczbe neuronéw w warstwie liniowej, mozemy
réwniez mie¢ tyle filtréw, z ktérych kazdy w czyms si¢ specjalizuje (cze$¢ wykrywa krawedzie po-
ziome, inne wykrywaja pionowe itd.), ile chcemy. Co$ podobnego widziates juz na przykladach,
ktére analizowaliémy w rozdziale 2.
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W przesuwajacym sie oknie uzywamy okreslonej liczby kanatéw, dlatego potrzebujemy tyle samo
filtrow (nie uzywamy tego samego jadra splotu dla wszystkich kanatéw). Jadro nie ma wiec roz-
miaru 3 x 3, ale ch_in (dla kanalow wejsciowych) na 3 x 3. Dla kazdego z kanatéw mnozymy
elementy okna przez elementy odpowiedniego filtra, a nastepnie (jak juz widziate§) sumujemy wy-
niki i wszystkie filtry. W przykladzie podanym na rysunku 13.12 wynikiem warstwy konwolucyjnej
dla okna jest suma czerwony + zielony + niebieski.

\

—> (zerwony

—> TZielony

\

—> Niebieski

Rysunek 13.12. Konwolucja obrazu RGB

Aby wigc zastosowa¢ konwolucje do kolorowego obrazu, potrzebujemy tensora jadra o rozmiarze
pasujacym do pierwszej osi. Dla kazdej lokalizacji mnozone sg ze sobg odpowiednie czesci jadra

splotu i elementy obrazu.

Jak pokazano na rysunku 13.13, dla kazdej cechy wyjsciowej iloczyny sa sumowane w celu uzyska-
nia jednej wartoéci dla pojedynczego punktu siatki.

2t

Rysunek 13.13. Dodawanie filtréw RGB

Uzyskujemy wiec filtry, ktérych liczba wynosi ch_out. Koricowym wynikiem warstwy konwolucyj-
nej bedzie paczka obrazéw zawierajacych ch_out kanaléw. Wysoko$¢ i szerokos¢ beda wynikaly
z podanego wczesniej wzoru. Otrzymamy ch_out tensordw o rozmiarze ch_in x ks x ks, ktore
odwzorujemy w jednym duzym tensorze o czterech wymiarach. W przypadku biblioteki PyTorch

kolejnos¢ wymiaréw dla wag jest nastepujaca: ch_out x ch_in x ks x ks.
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Dodatkowo dla kazdego z filtréw mozemy uzy¢ przesuniecia. W przypadku wczesniejszego przy-
ktadu wynikiem warstwy konwolucyjnej bylaby warto$¢ yx + y6 + ys + b. Podobnie jak w warstwie
liniowej istnieje tyle przesunied, ile jader splotu, wiec calkowite przesuniecie jest wektorem o roz-
miarze ch_out.

Podczas przygotowywania konwolucyjnej sieci neuronowej do trenowania z uzyciem obrazéw ko-
lorowych nie s3 wymagane zadne specjalne mechanizmy. Nalezy sie jedynie upewni¢, ze pierwsza
warstwa bedzie miata trzy wejscia.

Istnieje wiele sposoboéw przetwarzania obrazéw kolorowych. Na przyklad mozesz je zamieni¢ na
czarno-biale, przeksztalci¢ przestrzen koloréw RGB na HSV (barwa, nasycenie i wartos¢) itd. Eks-
perymentalnie dowiedziono, ze zmiana kodowania koloréw nie bedzie miata zadnego wplywu na
wyniki modelu, o ile podczas transformacji nie stracisz jakich$ informacji. Zatem przeksztalcenie
obrazéw na czarno-biale jest ztym pomystem, poniewaz calkowicie usuwa informacje o kolorach
(co moze mie¢ duze znaczenie — na przyktad pewne rasy zwierzat domowych moga mie¢ charakte-
rystyczny kolor sieréci). Jednak zmiana przestrzeni koloréw na HSV zwykle nie robi zadnej réznicy.

Teraz wiesz, co oznaczajg zdjecia (pochodzace z artykutu Zeilera i Fergusa — https://oreil.ly/Y6dzZ),
ktdére umiesciliSmy w rozdziale 1. i ktére maja zwiazek z tym, czego uczy sie sie¢ neuronowa! Dla
przypomnienia, oto zdjecie przedstawiajace niektére wagi warstwy 1.:

Powyzszy rysunek oznacza pobranie dla kazdej cechy wyjsciowej trzech wycinkéw jadra splotu
i wyswietlenie ich jako obrazéw. Wida¢, ze chociaz twdrcy sieci neuronowej nigdy nie stworzyli
specjalnych jader splotu stuzacych do wyszukiwania krawedzi, sie¢ neuronowa automatycznie od-
kryla te ceche za pomocg stochastycznego spadku wzdluz gradientu.

A teraz zobaczmy, jak mozna wytrenowaé konwolucyjng sie¢ neuronows. Postaramy sie zapre-
zentowaé wszystkie techniki, ktdrych biblioteka fastai uzywa w tle, by osiagna¢ dobra wydajnosé
trenowania.

Ulepszanie stabilnosci trenowania

Poniewaz potrafimy juz bardzo dobrze odrdéznia¢ cyfre ,,3” od ,,7”, przejdzmy do czego$ trudniej-
szego — rozpoznawania wszystkich 10 cyfr. Oznacza to, ze zamiast MNIST_SAMPLE bedziemy musieli
uzy¢ bazy MNIST:

path = untar_data(URLs.MNIST)

path.1s()
(#2) [Path('testing'),Path('training')]
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Dane znajdujg si¢ w dwéch folderach o nazwach training i testing, wigc musimy o tym poinformowaé
obiekt GrandparentSplitter (domyélnie wywoluje metody train i valid). Operacje t¢ przeprowa-
dzimy w funkcji get_d1s, ktéra zdefiniujemy, aby uprosci¢ pézniejszg zmiane rozmiaru paczki:
def get_d1s(bs=64):
return DataBlock(
blocks=(ImageBlock(c1s=PILImageBW), CategoryBlock),
get_items=get_image files,
splitter=GrandparentSplitter('training','testing'),
get_y=parent_Tabel,
batch_tfms=Normalize()
) .dataloaders(path, bs=bs)

dls = get_d1s()
Pamietaj, Ze zawsze warto przejrze¢ dane przed ich uzyciem:

d1s.show_batch(max_n=9, figsize=(4,4))
3 2 3
7 6 2
? 7 7

Gdy mamy juz dane, mozemy wytrenowa¢ na nich prosty model.

Prosty model bazowy

Wczesniej w tym rozdziale zbudowalismy model oparty na funkcji conv:

def conv(ni, nf, ks=3, act=True):
res = nn.Conv2d(ni, nf, stride=2, kernel size=ks, padding=ks//2)
if act: res = nn.Sequential(res, nn.ReLU())
return res

Stworzmy prostg konwolucyjng sie¢ neuronows i potraktujmy jg jako punkt odniesienia. Wyko-
rzystamy to samo rozwigzanie co wczesniej, ale z jedng poprawka: uzyjemy wiekszej liczby aktywa-
cji. Poniewaz mamy wigcej cyfr do rozréznienia, prawdopodobnie bedziemy musieli wytrenowa¢
wigcej filtrow.

Jak stwierdziliémy, chcemy podwaja¢ liczbe filtrow za kazdym razem, gdy uzywamy warstwy z kro-
kiem 2. Jednym ze sposobéw na zwigkszenie liczby filtréw w sieci jest podwojenie liczby aktywacji
w pierwszej warstwie. Wowczas kazda kolejna warstwa powiekszy sie dwukrotnie.

Spowoduje to jednak pojawienie sie ledwie uchwytnego problemu. Rozwazmy jadro splotu, ktore
jest stosowane do kazdego piksela. Domysélnie uzywamy jadra o wymiarach 3 na 3 piksele. W zwigzku
z tym w kazdej lokalizacji istnieje w sumie 3-3 = 9 pikseli, do ktérych stosowane jest jadro.
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Weczesniej pierwsza warstwa miala cztery filtry wyjéciowe, a zatem wyznaczyliSmy cztery wartosci
na podstawie dziewigciu pikseli. Pomysl, co si¢ stanie, jesli podwoimy liczbe filtrow wyjsciowych.
Gdy w takim przypadku zastosujemy jadro, uzyjemy dziewieciu pikseli do wyznaczenia o§miu
liczb. Oznacza to, ze model niewiele si¢ nauczy: rozmiar wyjsciowy bedzie prawie taki sam jak roz-
miar wejsciowy. Sieci neuronowe beda tworzy¢ uzyteczne cechy tylko wtedy, gdy beda do tego
zmuszone — to znaczy jeéli liczba wyjs¢ z operacji bedzie znacznie mniejsza niz liczba wejs¢.

Aby rozwigza¢ ten problem, mozemy w pierwszej warstwie uzy¢ wiekszego jadra splotu. Jesli uzy-
jemy jadra 5x5 pikseli, kazda operacja obejmie 25 pikseli. Utworzenie w przypadku tej konfiguracji
oé$miu filtréw sprawi, ze sie¢ neuronowa bedzie musiata znalez¢ kilka przydatnych cech:

def simple_cnn():
return sequential(

conv(l ,8, ks=5), #14x14
conv(8 ,16), #7x7
conv(16,32), #4x4
conv(32,64), #2x2
conv(64,10, act=False), #IxI
Flatten(),

)

Okazuje sig, ze podczas trenowania mozemy zajrze¢ do wnetrza modeli. Dzieki temu uzyskujemy
dodatkowe informacje pozwalajace lepiej przeprowadza¢ proces trenowania. Aby to zrobi¢, uzy-
wamy wywolania zwrotnego ActivationStats, ktore rejestruje $rednia, odchylenie standardowe
i histogram aktywacji dla kazdej warstwy zdolnej do trenowania (jak juz wiesz, wywotania zwrotne
stuza do modyfikowania sposobu dzialania petli treningowej; wiecej szczeg6ldéw na ten temat po-
znasz w rozdziale 16.):

from fastai.callback.hook import *

Chcemy szybko zakonczy¢ proces trenowania, a to oznacza uzycie wysokiego wspolczynnika ucze-
nia. Zobaczmy, co uzyskamy przy wartoséci 0,06:
def fit(epochs=1):
Tearn = Learner(dls, simple_cnn(), loss_func=F.cross_entropy,
metrics=accuracy, chs=ActivationStats(with_hist=True))
learn.fit(epochs, 0.06)

return learn
learn = fit()

Epoka Strata zbioru treningowego Strata zbioru walidacyjnego Doktadnos¢ (zas
0 2,307071 2,305865 0,113500 00:16

Trenowanie nie powiodlo sie! Dowiedzmy sie, jaki byt tego powdd.

Jedna z przydatnych cech wywotan zwrotnych przekazywanych do obiektu Learner jest to, ze sg od
razu dostepne. Ich nazwy s3 takie same jak nazwy odpowiednich klas (z wyjatkiem tego, Ze zawie-
rajg wylacznie male litery, a takze znaki podkre$lenia jako separatory wyrazéw). Tak wiec wywola-
nie zwrotne ActivationStats jest dostepne za posrednictwem funkcjiactivation_stats. Na pewno
pamietasz funkcje Tearn.recorder. Zgadnij, jak zostata zaimplementowana. Zgadza sig, jest to po
prostu wywolanie zwrotne o nazwie Recorder!
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Wywolanie zwrotne ActivationStats zawiera przydatne narzedzia stuzgce do rysowania wartosci
aktywacji w trakcie trenowania. Funkcja plot_layer stats(idx) wykresla $rednig i odchylenie
standardowe aktywacji warstwy o numerze idx, a takze procentowy udziat aktywacji bliskich zera.
Oto wykres pierwszej warstwy:

Tearn.activation_stats.plot_layer stats(0)

Srednia Odchylenie standardowe 9% udziat aktywacji bliskich zera

5~

—0.11 0.60
4 4
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-03 1 31 0.55

0.4 2

0.50
—0.5 1 11
0 25 500 750 0 250 500 750 0 250 500 750

Ogodlnie rzecz biorac, model podczas trenowania powinien charakteryzowa¢ sie spojna, a przy-
najmniej gladka $rednig i takim samym odchyleniem standardowym aktywacji warstw. Aktywacje
bliskie zera sg szczegdlnie problematyczne, oznacza to bowiem, Ze w modelu istniejg obliczenia,
ktére w ogéle nic nie robig (poniewaz mnozenie przez zero daje zero). Gdy w warstwie pojawia sie
kilka zer, przenosza si¢ one do nastepnej itd., co powoduje powstawanie coraz wiekszej liczby zer.
Oto przedostatnia warstwa sieci:

Tearn.activation_stats.plot_layer stats(-2)

Srednia Odchylenie standardowe % udziat aktywadji bliskich zera
0.01 1251 10
1.00 1
o 09
0751 o]
= 0.50
0.7
-03 { 025
06
. . . - 0.00 L ‘ : : ; . ; :
0 250 500 750 0 250 500 750 0 250 500 750

Zgodnie z oczekiwaniami problemy nasilaja si¢ na samym konicu sieci, gdyz po kazdej warstwie
roé$nie poziom niestabilno$ci i liczba zerowych aktywacji. Sprawdzmy, co mogliby$my zrobi¢, aby
trenowanie bylo bardziej stabilne.

Zwiekszenie wielkosci paczki

Jednym ze sposob6éw uczynienia procesu trenowania bardziej stabilnym jest zwigkszenie wielkosci
paczki. Wieksze paczki zawieraja dokladniejsze gradienty, ktére sg obliczane na podstawie wigkszej
ilosci danych. Z drugiej strony zwigkszona wielkos¢ paczki oznacza mniej przetworzonych paczek
w epoce, czyli mniej okazji dla modelu do aktualizacji wag. Zobaczmy, czy pomoze zwigkszenie
wielkoéci paczki do 512:

dls = get_d1s(512)
learn = fit()
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Epoka Strata zbioru treningowego Strata zbioru walidacyjnego Doktadnos¢ (zas
0 2,309385 2,302744 0,113500 00:08

Sprawdzmy, jak wyglada warstwa przedostatnia:

learn.activation_stats.plot_layer stats(-2)

Srednia Odchylenie standardowe % udziat aktywadji bliskich zera
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Ponownie wigkszo$¢ aktywacji jest zblizona do zera. Zobaczmy, co jeszcze mozemy zrobi¢, aby
poprawi¢ stabilno$¢ trenowania.

Trenowanie jednocykliczne

Poczatkowe wagi nie sg dobrze dopasowane do zadania, ktére probujemy rozwigzaé. Dlatego roz-
poczecie trenowania z wysokim wspoélczynnikiem uczenia jest niebezpieczne: bardzo fatwo mo-
zemy sprawi¢, ze trening natychmiast podazy w ztym kierunku. Prawdopodobnie nie chcemy tez
zakonczy¢ trenowania z wysokim wspélczynnikiem uczenia, wiec nie pomijamy minimum. Przez
reszte czasu chcieliby$my jednak uzywaé wysokiego wspotczynnika uczenia, poniewaz w ten spo-
sOb szybciej wykonamy zadanie. Dlatego tez powinni$émy zmieni¢ warto$¢ wspotczynnika uczenia
z niskiej na wysoka, a nastepnie ponownie wrdci¢ do niskiej.

Leslie Smith (tak, to ten sam facet, ktéry wynalazt wyszukiwarke wspétczynnika uczenia!) rozwinat
ten pomyst w artykule Super-Convergence: Very Fast Training of Neural Networks Using Large
Learning Rates (,Superkonwergencja: bardzo szybkie trenowanie sieci neuronowych przy uzyciu
wysokich wspdlczynnikow uczenia” — https://oreil.ly/EBSNU). Zaprojektowal podzielony na dwie
fazy harmonogram dostosowywania wspotczynnika uczenia. W pierwszej fazie wspélczynnik ro-
$nie od warto$ci minimalnej do maksymalnej (rozgrzewanie), a w drugiej spada z powrotem do
wartos$ci minimalnej (wyzarzanie). Smith nazwal to polgczenie dwdch faz trenowaniem jednocy-
klicznym (ang. Icycle training).
Trenowanie jednocykliczne pozwala na wykorzystanie znacznie wyzszych wspolczynnikéw ucze-
nia niz w przypadku innych metod, co daje dwie korzysci:

o Trenowanie z wyzszymi wspétczynnikami uczenia powoduje, ze czas poswiecony na trening

skraca sie — ten fenomen Smith nazwat superkonwergencja.
« Trenowanie z wyzszymi wspélczynnikami uczenia sprawia, Ze model jest mniej narazony na

nadmierne dopasowanie, poniewaz pomijamy ostre lokalne minima, a koficzymy na gladszej
(a zatem majacej lepsze mozliwosci uogélniania) czesci wykresu funkgji straty.
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Drugi punkt jest szczegdlnie interesujacy — opiera si¢ na obserwacji, ze w przypadku dobrze uo-
golniajacego modelu strata nie zmieni si¢ zbytnio, jedli dane wej$ciowe zmienig sie tylko nieznacz-
nie. Jesli model jest przez dluzszy czas trenowany z wysokim wspétczynnikiem uczenia i moze przy
tym zwroci¢ niezly wynik funkcji straty, musiat zapewne znalez¢ obszar, ktéry réwniez dobrze sie
uogolnia, poniewaz paczki sg czesto zmieniane (jest to w zasadzie definicja wysokiego wspolczyn-
nika uczenia). Problem polega na tym, Ze zmiana wspo6lczynnika uczenia na wysoki cze¢sciej spowo-
duje pojawienie si¢ kiepskiej wartosci straty niz poprawe wyniku. Powinni$émy wiec nie przechodzié
od razu do wysokiej warto$ci wspolczynnika uczenia. Zaczynamy od niskiej, dzigki czemu strata
jest poprawna. Nastepnie pozwalamy optymalizatorowi na stopniowe znajdowanie coraz gladszych
obszaréw dla parametréw, przechodzac jednoczes$nie do wyzszych wartoéci wspotczynnika.

Po znalezieniu gladkiego obszaru dla parametréw bedziemy chcieli wyszukaé najlepszy jego frag-
ment, co oznacza, ze powinni$my ponownie zmniejszy¢ warto$¢ wspdtczynnika uczenia. Dlatego
tez trenowanie jednocykliczne ma faze rozgrzewania, w ktérej stopniowo nastepuje zwigkszanie
warto$ci tego wspolczynnika, a nastepnie faz¢ wychtadzania, w ktorej jego warto$¢ si¢ zmniejsza.
Wielu badaczy odkrylo, ze w praktyce takie podejsécie prowadzi do doktadniejszych modeli i szyb-
szego trenowania. Dlatego jest ono uzywane domyslnie w funkcji fine_tune z biblioteki fastai.

W rozdziale 16. poznasz metode momentum wykorzystywang przez stochastyczny spadek wzdtuz
gradientu. Krétko méwigc, momentum to technika, dzieki ktorej optymalizator kieruje sie nie
tylko w strong gradient6w, ale takze w kierunku poprzednich krokéw. Leslie Smith przedstawit idee
cyklicznego momentum w artykule A Disciplined Approach to Neural Network Hyper-Parameters:
Part 1 (,Metodyczne podejscie do hiperparametréw sieci neuronowych. Cze$¢ 1.” — https://oreil.
ly/oL7GT). Badacz sugeruje, ze warto$¢ wspélczynnika momentum zmienia si¢ odwrotnie do war-
to$ci wspdtczynnika uczenia. Gdy wykorzystujemy wysokie wspdtczynniki uczenia, uzywamy
mniejszego wspétczynnika momentum. I przeciwnie, wigksza wartoé¢ wspotczynnika momentum
pojawia si¢ ponownie w fazie wyzarzania.

Trenowanie jednocykliczne mozemy zastosowaé przez wywolanie funkcji fit_one_cycle z biblio-
teki fastai:

def fit(epochs=1, 1r=0.06):
learn = Learner(dls, simple_cnn(), Toss_func=F.cross_entropy,
metrics=accuracy, cbs=ActivationStats(with_hist=True))
Tearn.fit_one_cycle(epochs, 1r)
return learn
learn = fit()

m Strata zbioru treningowego Strata zbioru walidacyjnego Doktadnos¢ (zas
0 0,210838 0,084827 0,974300 00:08

W koncu jaki$ postep! Osiggneliémy catkiem rozsadng dokladnosé.

W trakcie trenowania mozemy wyswietli¢ wspélczynnik uczenia i momentum przez wywolanie
funkcji plot_sched obiektu Tearn.recorder. Obiekt Tearn.recorder (jak sama nazwa wskazuje)
rejestruje wszystko, co dzieje si¢ podczas treningu, w tym straty, wskazniki i hiperparametry, takie
jak wspolczynnik uczenia i momentum:

Tearn.recorder.plot_sched()
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Smith w pierwotnym artykule o trenowaniu jednocyklicznym opisat rozgrzewanie i wyzarzanie
dzialajace zgodnie z funkcjg liniowg. W bibliotece fastai rozszerzylismy te opcje — uzupelnilismy
ja o mozliwo$¢ wyzarzania wedlug funkeji cosinus. Funkcja fit_one_cycle wykorzystuje nastepu-
jace parametry, ktore mozesz zmodyfikowac:
Tr_max
Najwyzsza warto$¢ wspotczynnika uczenia, ktéra bedzie mogta zosta¢ zastosowana (moze to
réwniez by¢ lista wspotczynnikéw uczenia dla kazdej grupy warstw lub obiekt s1ice jezyka
Python zawierajacy wspotczynniki uczenia dla pierwszej i ostatniej grupy warstw).
div
Dzielnik dla 1r_max, pozwalajacy uzyska¢ poczatkowy wspoétczynnik uczenia.
div_final
Dzielnik dla 1r_max, pozwalajacy uzyska¢ koncowy wspotczynnik uczenia.
pct_start
Odsetek paczek uzywanych w fazie rozgrzewania.
moms
Krotka (moml, mom2, mom3), gdzie moml jest poczatkowg warto$cig momentum, momZ jest mini-
malng warto$cia momentum, a mom3 jest koncowg wartoscia momentum.

Przyjrzyjmy sie ponownie statystykom warstw:

Tearn.activation_stats.plot_layer_stats(-2)

Srednia Odchylenie standardowe % udziat aktywagji bliskich zera
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Odsetek wag niezerowych znacznie sie poprawil, chociaz wcigz jest do$¢ wysoki. Aby poznaé jeszcze
wigcej szczegotow procesu trenowania, uzyjmy funkeji color_dim, przekazujac jej indeks warstw:

Tearn.activation_stats.color_dim(-2)

Funkeja color_dim zostala opracowana przez portal fast.ai we wspolpracy ze studentem Stefano
Giomo. Giomo, ktdry nazwat to rozwigzanie wymiarem koloréw, udostepnit szczegétowe informa-
cje (https://oreil ly/bPXGw) dotyczace projektowania i dzialania metody. Podstawowym pomystem
jest stworzenie histogramu aktywacji warstwy, ktéry w przypadku poprawnego trenowania powi-
nien zosta¢ wy$wietlony w postaci gladkiej funkcji, takiej jak rozktad normalny (rysunek 13.14).

Czestotliwos¢

T «— Wiele = érednia

Czestotliwos¢

Rysunek 13.14. Histogram w wymiarze koloréw (dzigki uprzejmosci Stefano Giomo)

Aby utworzy¢ wykres za pomoca funkeji color_dim, uzywamy histogramu po lewej stronie i zamie-
niamy go na reprezentacje wykorzystujaca kolory, pokazang na dole. Nastepnie obracamy go, jak
zaprezentowano po prawe;j stronie rysunku. Okazuje si¢, ze rozklad staje si¢ wyrazniejszy, jesli wy-
znaczymy logarytm wartosci histogramu. Giomo opisuje:

Ostateczny wykres dla warstwy jest tworzony przez natozenie na siebie histograméw aktywacji
z kazdej paczki wzdluz osi poziomej. Zatem kazdy pionowy wycinek przedstawia histogram ak-
tywacji dla pojedynczej paczki. Intensywno$¢ koloru odpowiada wysokosci histogramu, innymi
stowy — liczbie aktywacji w kazdym jego przedziale.

Na rysunku 13.15 pokazano schematycznie cale rozwigzanie.
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Rysunek 13.15. Schemat dziatania wymiaru koloréw (dzigki uprzejmosci Stefano Giomo)

Na rysunku wyjasniono, dlaczego wykres log(f) jest bardziej kolorowy niz wykres samej funkgji f,
gdy jest ona zgodna z rozkladem normalnym. Chodzi o to, ze wyznaczenie logarytmu zmienia
krzywa Gaussa w kwadratows, ktéra nie jest tak waska.

Majac to na uwadze, sp6jrzmy jeszcze raz na wynik dla warstwy przedostatnie;:

Tearn.activation_stats.color_dim(-2)

Rysunek prezentuje klasyczny obraz ,,ztego trenowania”. Na poczatku prawie wszystkie aktywacje sa
réwne zero — wida¢ to po lewej stronie rysunku, gdzie dominuje kolor ciemnoniebieski. Jasnozotty
waski pas na dole symbolizuje prawie zerowe aktywacje. Nastepnie, dla kilku pierwszych paczek, liczba
niezerowych aktywacji rosnie wyktadniczo. Wykres dazy w ztym kierunku i gwattownie sie zatamuje!
Widzimy, ze powraca kolor ciemnoniebieski, a dolna czgé¢ rysunku ponownie staje si¢ jasnozolta.
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Wyglada na to, ze trenowanie rozpoczyna si¢ od nowa. W dalszej kolejnosci widzimy, ze aktywacje
ponownie rosng i znéw si¢ zatamujg. Po kilkukrotnym powtdrzeniu cyklu w koncu widzimy, ze
aktywacje rozprzestrzeniajg si¢ w calym zakresie.

O wiele lepiej byloby, gdyby trenowanie moglo od poczatku przebiegaé plynnie. Cykle wykladni-
czego wzrostu, a nastepnie zalamania moga generowa¢ wiele niemal zerowych aktywacji, co skut-
kuje powolnym trenowaniem i stabymi wynikami koicowymi. Jednym z rozwigzan tego problemu
jest zastosowanie normalizacji wsadowej.

Normalizacja wsadowa

Aby przyspieszy¢ proces i poprawi¢ stabe wyniki koricowe, musimy poradzi¢ sobie z poczatkowym
duzym odsetkiem prawie zerowych aktywacji, a nastepnie postara¢ si¢ utrzymac poprawny rozklad
aktywacji w trakcie trenowania.

Sergey Ioffe i Christian Szegedy przedstawili odpowiednie rozwigzanie w artykule Batch Normalization:

Accelerating Deep Network Training by Reducing Internal Covariate Shift (,Normalizacja wsadowa:

przyspieszenie trenowania sieci glebokich przez zmniejszenie wewnetrznego przesuniecia kowa-

riantnego” — https://oreil.ly/MTZ]JL) z 2015 roku. Oto opis problemu, z ktérym si¢ zetknelismy:
Trenowanie glebokich sieci neuronowych jest skomplikowane, poniewaz rozktad danych wej-
$ciowych dla kazdej warstwy zmienia si¢ podczas trenowania, gdy zmieniajg si¢ parametry
warstw poprzednich. Spowalnia to caly proces i wymaga nizszych wspotczynnikdéw uczenia oraz
starannej inicjalizacji parametréw. Ten problem nazywamy wewnetrznym przesunigciem kowa-
riantnym, a rozwigzujemy go przez normalizacj¢ danych wejéciowych warstwy.

Oto opis rozwigzania:

Nalezy uzupelni¢ architekture modelu o normalizacje i wykonywac¢ ja dla kazdej minipaczki tre-
ningowej. Normalizacja wsadowa pozwala uzywa¢ znacznie wyzszych wspdtczynnikéw uczenia.
Nie wymaga réwniez nadmiernej ostroznosci przy inicjalizacji parametrow.

Artykul wywotal duze emocje, poniewaz zawierat wykres zaprezentowany na rysunku 13.16. Ten
wykres wyraznie pokazal, ze normalizacja wsadowa moze wytrenowa¢ model doktadniejszy od ta-
kiego, jaki mozna bylo zaprojektowaé przy dwczesnym stanie wiedzy (architektura Inception),
i okoto pieciu razy szybszy.

0.8

0.7 W i B

0.6H;

— = — Inception
‘‘‘‘‘ BN model bazowy
------ BN-x5
BN-x30
cood o BN-x5zsigmoidy
€ Kroki odpowiadajace architekturze Inception

0.5H-

5M 10M 15M 20M 25M 30M

0.4

Rysunek 13.16. Wplyw uzycia normalizacji wsadowej (dzigki uprzejmosci Sergeya Ioffe’a i Christiana Szegedyego)
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Normalizacja wsadowa (czesto nazywana batchnorm) dziala na zasadzie usrednienia wartosci $red-
nich i odchylen standardowych dla wszystkich aktywacji warstwy i wykorzystania uzyskanych wy-
nikéw do normalizacji. Moze to jednak powodowac problemy, poniewaz sie¢ w celu wykonania
doktadnych prognoz moze wymaga¢, by niektdre aktywacje byly naprawde wysokie. Dodano wigc
dwa parametry, ktére maja mozliwoéci uczenia (co oznacza, ze zostang zaktualizowane w kroku
SGD), zwykle nazywane gamma i beta. Gdy normalizacja aktywacji w celu uzyskania nowego
wektora aktywacji y zostaje zakonczona, warstwa z normalizacjag wsadowa zwraca wynik réwny
gamma * y + beta.

Dlatego tez aktywacje moga mie¢ dowolna warto$¢ $redniej lub wariancji, niezaleznie od $redniej
i odchylenia standardowego wynikéw z poprzedniej warstwy. Statystyki te sa uczone oddzielnie,
dzigki czemu proces trenowania jest fatwiejszy. Sposob dziatania modelu jest odmienny w zalezno-
$ci od tego, czy mamy do czynienia z trenowaniem czy walidacja. W fazie trenowania uzywamy
$redniej i odchylenia standardowego paczki, aby znormalizowa¢ dane, podczas gdy w trakcie wali-
dacji wykorzystujemy $rednig z biezacych statystyk wyznaczonych w fazie trenowania.

Uzupelnijmy funkcje conv o warstwe z normalizacjg wsadows:

def conv(ni, nf, ks=3, act=True):
layers = [nn.Conv2d(ni, nf, stride=2, kernel size=ks, padding=ks//2)]
layers.append (nn.BatchNorm2d(nf))
if act: layers.append(nn.ReLU())
return nn.Sequential(*1ayers)

Nastepnie dopasujmy model:
learn = fit()

Epoka Strata zbioru treningowego

0 0,130036 0,055021 0,986400 00:10

Strata zbioru walidacyjnego Doktadnos¢ (zas

Osiaggnelismy naprawde wyjatkowy wynik! Wywolajmy funkcje color_dim:

learn.activation_stats.color _dim(-4)

Wrtasnie to chcieliémy zobaczy¢: plynny wzrost aktywacji bez zadnych ,,sytuacji awaryjnych”.
Normalizacja wsadowa spelnila poktadane w niej nadzieje! W rzeczywistosci metoda ta odniosta
taki sukces, ze jest (lub co$ bardzo podobnego do niej) stosowana w prawie wszystkich nowocze-
snych sieciach neuronowych.
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Interesujacg kwestig jest to, ze modele zawierajace warstwy z normalizacja wsadowa potrafig lepiej
uogolniad niz te, ktdre nie zawierajg takich warstw. Chociaz nie spotkali$my jeszcze doktadnej ana-
lizy tego fenomenu, zdaniem wigkszosci badaczy wynika on stad, ze normalizacja wsadowa zwiek-
sza przypadkowo$¢ w procesie trenowania. Kazda minipaczka rézni si¢ od innych $rednig i odchy-
leniem standardowym. Aktywacje zostang wiec za kazdym razem znormalizowane przy uzyciu
innych wartoéci. Aby model mégl wykonywa¢ dokladne prognozy, bedzie musial si¢ nauczy¢, jak staé
sie odpornym na te zmiany. Zwiekszenie przypadkowosci w procesie trenowania czesto jest pomocne.

Poniewaz model dziala naprawde dobrze, wytrenujmy go jeszcze przez kilka epok i zobaczmy, co
sie stanie. Zwiekszmy tez wspotczynnik uczenia, poniewaz w streszczeniu artykulu napisano, ze
powinni$my by¢ w stanie ,,przeprowadza¢ proces trenowania ze znacznie wyzszym wspdlczynni-
kiem uczenia™:

learn = fit(5, 1r=0.1)

m Strata zbioru treningowego Strata zbioru walidacyjnego Doktadnos¢ (Czas

0 0,191731 0,121738 0,960900 00:11
1 0,083739 0,055808 0,981800 00:10
2 0,053161 0,044485 0,987100 00:10
3 0,034433 0,030233 0,990200 00:10
4 0,017646 0,025407 0,991200 00:10

learn = fit(5, 1r=0.1)

m Strata zbioru treningowego Strata zbioru walidacyjnego Dokfadnos¢ (zas

0 0,183244 0,084025 0,975800 00:13
1 0,080774 0,067060 0,978800 00:12
2 0,050215 0,062595 0,981300 00:12
3 0,030020 0,030315 0,990700 00:12
4 0,015131 0,025148 0,992100 00:12

W tym momencie mozna powiedzieé, ze potrafimy juz rozpoznawacé cyfry! Czas przej$¢ do czego$
trudniejszego!

Podsumowanie

Dowiedziales si¢, ze konwolucja jest po prostu mnozeniem macierzy, majacym dwa ograniczenia
zwigzane z macierzg wag: pewne elementy sa zawsze rowne zero, a niektdre sg powiazane ze soba
(zawsze muszg mie¢ te samg warto$¢). W rozdziale 1. zaprezentowaliémy osiem wymagan pocho-
dzacych z ksigzki Parallel Distributed Processing, wydanej w 1986 roku. Jedno z nich dotyczylo
»wzorca polaczen miedzy jednostkami”. Wiasnie taka role odgrywaja wspomniane przed chwilg
ograniczenia — wymuszaja okreslony wzorzec polaczen.
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Pozwalajg one réwniez na wykorzystywanie w modelu znacznie mniejszej liczby parametréw bez
utraty przez niego zdolnoéci rozpoznawania zlozonych cech wizualnych. Oznacza to, Ze mozemy
szybciej trenowa¢ glebsze modele przy mniejszym prawdopodobienistwie powstania nadmiernego
dopasowania. Chociaz uniwersalne twierdzenie aproksymacyjne dowodzi, ze w pelni potaczona
sie¢ uzywajaca jednej ukrytej warstwy teoretycznie powinna rozwigzaé kazde mozliwe zadanie,
wiemy, ze w praktyce mozemy wytrenowac znacznie lepsze modele, je$li zdefiniujemy odpowied-
nie architektury.

Konwolucje sa zdecydowanie najpowszechniejszym wzorcem polaczen uzywanym w sieciach neu-
ronowych (wraz z regularnymi warstwami liniowymi, zwanymi w petni potgczonymi). Prawdopo-
dobnie powstanie jednak o wiele wigcej takich wzorcow.

Dowiedziale$ si¢ rowniez, jak mozna interpretowaé aktywacje warstw w sieci, aby sprawdzi¢, czy
trenowanie przebiega poprawnie. Ponadto zobaczyle$, w jaki sposéb normalizacja wsadowa po-
maga ustabilizowa¢ proces trenowania i sprawia, ze staje si¢ plynniejszy. W nastepnym rozdziale
wykorzystamy obie warstwy, ktore poznales, do zbudowania najpopularniejszej architektury kom-
puterowej: sieci ResNet.

Pytania
. Co to jest cecha?
. Podaj macierz jadra splotu dla detektora gérnych krawedzi.
. Podaj operacje matematyczna stosowang przez jadro 3x3 na pojedynczym pikselu obrazu.

. Jaka jest wartoé¢ jadra splotu zastosowanego do macierzy zer 3x3?

1

2

3

4

5. Co to jest dopelnienie?
6. Co to jest krok?

7. Utworz zagniezdzona liste skladang i wykorzystaj ja w dowolnie wybranym przez siebie zadaniu.
8

. Jakie sg ksztalty parametréw input i weight w funkcji konwolucji dwuwymiarowej z biblioteki
PyTorch?

9. Co to jest kanat?
10. Jaka jest zaleznos¢ miedzy konwolucja a mnozeniem macierzy?
11. Co to jest konwolucyjna sie¢ neuronowa?
12. Jakie korzysci mozna osiggna¢ ze zmodyfikowania czesci sieci neuronowej?

13. Co to jest funkcja Flatten()? W jakim miejscu musi zosta¢ wywolana w przypadku sieci CNN
wykorzystujacej zbiér MNIST? Uzasadnij odpowiedz.

14. Co oznacza skrot NCHW?

15. Dlaczego trzecia warstwa sieci CNN dzialajacej ze zbiorem MNIST wykorzystuje wzér
7*7%(1168-16)7?
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16.
17.

18.
19.

20.
21.
22.
23.
24.

25.
26.

27.
28.
29.
30.
31.
32.
33.
34.
35.

36.
37.

38.
39.

40.

Co to jest pole receptywne?

Jaka bedzie wielko$¢ pola receptywnego aktywacji po dwéch operacjach konwolucji z krokiem 22
Uzasadnij odpowiedz.

Uruchom plik conv-example.xlsx i poeksperymentuj ze $ledzeniem poprzednikow.

Zapoznaj sie z twitterowa lista najnowszych ,,polubien” Jeremy’ego lub Sylvaina i sprawdz, czy
zawiera ona interesujace Cie zasoby lub pomysty.

W jaki sposéb obraz kolorowy moze zosta¢ przedstawiony jako tensor?

Jak dziata konwolucja z danymi zawierajacymi kolory?

Jakiej metody mogliby$my uzy¢, aby sprawdzic¢ takie dane w obiekcie Dataloaders?
Dlaczego podwajamy liczbe filtréw po kazdej operacji konwolucji z krokiem 22

Dlaczego w przypadku pierwszej konwolucji obstugujacej baze MNIST uzywamy wiekszego
jadra splotu (z wykorzystaniem parametru simple_cnn)?

Jakie informacje zwigzane z warstwa zapamietuje wywolanie zwrotne ActivationStats?

W jaki sposdb po przeprowadzeniu trenowania mozemy uzyskaé dostep do wywotania zwrot-
nego obiektu Learner?

Jakie sg trzy rodzaje statystyk kreslonych przez funkcje plot_layer stats? Co przedstawia 0§ X?
Dlaczego aktywacje bliskie zera sprawiajg problemy?

Jakie s3 wady i zalety trenowania wykorzystujacego paczki o wiekszej wielko$ci?

Dlaczego na poczatku trenowania powinni$my unika¢ wysokiego wspdtczynnika uczenia?

Co to jest trenowanie jednocykliczne?

Jakie s3 zalety trenowania z wysokim wspotczynnikiem uczenia?

Dlaczego pod koniec trenowania nalezy zastosowa¢ niski wspdtczynnik uczenia?

Co to jest momentum cykliczne?

Jakie wywolanie zwrotne rejestruje podczas trenowania wartoéci hiperparametréw (i inne
informacje)?

Co przedstawia jedna kolumna pikseli na wykresie color_dim?

Jak wyglada ,,zte trenowanie” zaprezentowane za pomocg funkcji color_dim? Uzasadnij
odpowiedz.

Jakie parametry z mozliwoscig trenowania zawiera warstwa normalizacji wsadowe;j?

Jakie statystyki s uzywane przez normalizacje wsadowa podczas trenowania? Co sie dzieje
podczas walidacji?

Dlaczego modele z warstwami normalizacji wsadowej lepiej uogélniaja?
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Dalsze badania

1. Jakie cechy, poza detektorami krawedzi, byty wykorzystywane w widzeniu komputerowym
(zwlaszcza przed upowszechnieniem sie uczenia glebokiego)?

2. W bibliotece PyTorch sa dostepne rowniez inne warstwy normalizacji. Przetestuj je i sprawdz,
ktore dzialaja najlepiej z Twoimi modelami. Dowiedz sie, dlaczego zaprojektowano takie war-
stwy i czym rdznig sie od normalizacji wsadowe;j.

3. Sprébuj w metodzie conv umiesci¢ funkcje aktywacji po warstwie normalizacji wsadowej. Czy

dostrzezesz jaka$ réznice w dzialaniu modelu? Postaraj sie zdoby¢ wiedze dotyczacy zalecanej
kolejnosci wykonywania operacji.
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Uczenie gtebokie?

Dobrze zrozum, dobrze zastosu;j!

Uczenie gtebokie zmienia oblicze wielu branz. Ta rewolucja
juz sie zaczeta, jednak potencjat Al i sieci neuronowych
jest znacznie wiekszy. Korzystamy wiec dzis z osiggniec
komputerowej analizy obrazu i jezyka naturalnego, wspie-
rania badan naukowych czy budowania skutecznych stra-
tegii biznesowych — wchodzimy do Swiata, ktéry do
niedawna byt dostepny gtdwnie dla naukowcow. W kon-
sekwencji trudno o Zradta wiedzy, ktére rownoczesnie
bytyby przystepne dla zwyktych programistdw i miaty
wysokg wartos¢ merytoryczng. Problem polega na tym,
Ze bez dogtebnedo zrozumienia dziatania algorytmow
uczenia gtebokiego trudno tworzyé dobre aplikacje.

Oto praktyczny i przystepny przewodnik po koncepcjach
uczenia gtebokiego, napisany tak, aby utatwic zrozumienie
najnowszych technik w tej dziedzinie bez znajomosci
wyzszej matematyki. Ksigzka daje znakomite podstawy
uczenia gtebokiego, a nastepnie stopniowo wprowadza
zagdadnienia sposobu dziatania modeli, ich budowy

i trenowania. Pokazano w niej rowniez praktyczne techniki
przeksztatcania modeli w dziatajace aplikacje. Znalazto
sie tu mnastwo wskazéwek utatwiajacych poprawianie
doktadnosci, szybkosci i niezawodnosci modeli. Nie
zabrakto tez informacji o najlepszych sposobach wdrazania
od podstaw algorytméw uczenia gtebokiego i stosowaniu
ich w najnowoczesniejszych rozwigzaniach,

W ksigzce miedzy innymi:
e druntownie i przystepnie omdawione
podstawy uczenia gtebokiedo

® najnowsze techniki uczenia
gtebokiedo i ich praktyczne
zastosowanie

e dziatanie modeli
oraz zasady ich treningu

e praktyczne tworzenie aplikacji
korzystajacych z uczenia gtebokiego

e wdrazanie algorytmow
uczenia gtebokiego

e etyczne implikacje Al
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